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Directeur ADJABI Smäıl Professeur U. de Béjäıa
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la qualité de son encadrement et du soutien qu’il m’a accordé durant ma formation. Ses
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2.6.5.5 Monte Carlo par châınes de Markov (MCMC) . . . . . . . 50

2.7 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
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rithmes : UCV, MCMC et PMC, cas du modèle D1. . . . . . . . . . . . . . . 80
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rithmes : UCV, MCMC et PMC, cas du modèle D5. . . . . . . . . . . . . . . 84
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Introduction générale

Dans un premier temps, il est essentiel de noter la dualité entre un échantillon et la

distribution dont il est généré. De toute évidence, la densité génère l’échantillon, à l’inverse,

étant donné un échantillon, nous pouvons, approximativement recréer la distribution, en

particulier la densité.

La densité de probabilité est rarement connue en pratique, son estimation à partir

d’un ensemble fini d’observations est un problème fondamental qui a fait l’objet d’une

très vaste littérature. Une bonne introduction à cette problématique peut être trouvée

dans les livres de Silverman [1986] et Tsybakov [2009].

Deux types d’approches d’estimation de la densité de probabilité sont utilisées et lar-

gement discutées dans la littérature : l’approche paramétrique et l’approche non para-

métrique. L’approche paramétrique a comme inconvenient principal de nécessiter une

connaissance préalable du phénomène aléatoire considéré. L’approche non paramétrique

estime la densité de probabilité directement à partir de l’information disponible sur l’en-

semble d’observations. On dit que souvent dans cette approche les données parlent d’elles

mêmes.

Dans la littérature, plusieurs méthodes ont été dédiées à l’estimation de la densité de

probabilité. Nous citons la méthode d’estimation par histogramme dont l’origine est attri-

bué à John Grant au XVIIème siècle. Les propriétés des estimateurs par histogramme ont

été initialement étudiées par Geffroy [1974] et Abou-Jaoude [1976]. Lorsque des connais-

sances a priori permettent d’affirmer que f est ”lisse”, pour l’estimer, plusieurs méthodes

ont été proposées et utilisées au cours de ces dernières années. Elle comprennent la mé-

thode du noyau due à Rosenblatt [1956] et Parzen [1962], la méthode d’estimation par

les séries orthogonales de densités à supports bornés a été développée à partir des tra-

1



Introduction générale

vaux de Cencov [1962], et étudiée ensuite par plusieurs auteurs dont Kronmal and Tarter

[1968], Wahba [1981], Bosq [2005] et récemment Saadi and Adjabi [2009]. Les méthodes

d’interpolation par les fonctions splines Wahba [1975]. Une autre méthode basée sur

les développements en ondelettes a été proposée. Les estimateurs par ondelettes sur-

passent les estimateurs classiques dans la représentation des discontinuités et les oscil-

lations locales. Les premiers résultats sur ces estimateurs sont donnés dans Walter [1992]

et Kerkyacharian and Picard [1993].

L’estimation de la densité par la méthode du noyau, qui peut être vue comme une

extension de la méthode d’estimation par histogramme, est la plus populaire parmi les

multiples méthodes d’estimation non paramétriques de la densité. Cette popularité de l’es-

timateur à noyau peut s’expliquer par au moins trois raisons : la simplicité de sa forme,

ses modes de convergence multiples et sa flexibilité qui s’interprète par la liberté de l’uti-

lisateur dans le choix du noyau K et du paramètre de lissage h. L’estimateur à noyau a

été proposé initialement par Rosenblatt [1956] et Parzen [1962] pour estimer des fonctions

de densité à support non borné. Dans ce cadre, le choix du noyau K est très peu influant.

Les noyaux employés pour ce type de densité (ou de support) sont symétriques (dit aussi

classiques). Nous citons comme exemple, le noyau rectangulaire, triangulaire, parabolique

(Epanechnicov [1969]), biweight et gaussien. Cependant, lorsqu’on veut estimer des den-

sités à support borné au moins d’un coté, l’estimateur à noyau classique devient non

consistant, à cause des effets du bord. Plusieurs solutions ont été proposées dans la litté-

rature pour remédier à cette difficulté, citons data reflection de Schuster [1985], boundary

kernels de Müller [1991, 1993] et empirical transformation de Marron and Ruppert [1994].

La solution la plus simple, qui est encore d’actualité, est de remplacer le noyau symétrique

par un noyau asymétrique, qui n’assigne pas un poids en dehors du support de la densité

qu’on veut estimer. Cette idée est due à Chen [1999, 2000] , puis d’autres extensions ont été

apportées par Jin and Kawczak [2003], Scaillet [2004], Senga Kiessé [2008] et récemment,

la notion du noyau K est généralisé en noyau associé Kx,h par Kokonendji and Libengué

[2011] et Libengué [2013].

En pratique, pour utiliser l’estimateur à noyau associé, il faut choisir le noyau associé

Page 2
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Kx,h et le paramètre de lissage h. Pour le noyau, le choix peut être adapté par le support de

la fonction inconnue à estimer, et pourtant, en situation non-asymptotique (faible nombre

de données), le coté arbitraire du choix du noyau peut avoir une incidence importante sur

la qualité de l’estimation. En revanche, le paramètre de lissage est un facteur important

et crucial dans l’estimation de la fonction densité par la méthode des noyaux associés.

De petites ou de grandes valeurs de h peuvent conduire à une estimation sous ou sur-

lissée. Deux catégories de méthodes classiques ont été proposées dans la littérature pour

choisir le paramètre de lissage h. La première catégorie repose sur la minimisation de

l’erreur quadratique moyenne intégrée (MISE). Cette classe de méthodes est intéressante

en théorie, mais sa difficulté majeure réside dans les applications. La seconde catégorie

est de type validation croisée, elle est intéressante en pratique car elle se laisse guider

seulement par les observations. L’inconvénient principal des deux catégories est qu’elles

ont tendance à fournir des estimateurs sous ou sur-lissés lorsque les données sont de petite

ou moyenne taille, ou encore lorsque on veut estimer des fonctions complexes.

L’objectif de ce travail est d’utiliser l’approche Bayésienne pour le choix du paramètre

de lissage h dans l’estimation de la fonction densité de probabilité de variables aléatoires à

valeurs positives par la méthode des noyaux associés (précisément asymétriques), en par-

ticulier pour des échantillons de petite ou moyenne taille. Cette alternative Bayésienne

est différente des méthodes classiques qui consistent souvent à minimiser ou à maximiser

directement un certain critère. La modélisation Bayésienne est caractérisée par la consi-

dération du paramètre de lissage h comme une variable aléatoire positive, en lui associant

une loi a priori π(.). Cette loi sert à compenser le manque d’information, lorsqu’il s’agit de

données de petite ou moyenne taille. L’estimation Bayésienne de h peut être obtenue par

la moyenne a posteriori E(h|données), en calculant la loi a posteriori π(h|données) à par-

tir de la règle de Bayes. Les travaux traitant cette thématique sont relativement récents.

En ce qui concerne le cas continu où le noyau classique gaussien est souvent utilisé, on

peut citer les travaux de Brewer [1998] et Zhang et al. [2006]. Récemment, Zougab et al.

[2013b] ont généralisé l’approche bayésienne globale pour estimer le paramètre de lissage

h en utilisant les noyaux associés dans le cas continu et discret.

Parmi les trois variantes de l’approche Bayésienne, nous proposons l’approche Bayé-
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sienne globale pour le choix du paramètre de lissage h dans l’estimation de densité de

probabilité à support positif (semi-borné), par la méthode des noyaux asymétriques.

Cette proposition est l’extension des travaux de Brewer [1998], Zhang et al. [2006] et

Zougab et al. [2013b] proposés pour choisir le paramètre de lissage h dans l’estimation de

la densité de probabilité à support non borné, en utilisant, uniquement, le noyau classique

gaussien. Dans l’estimation Bayésienne globale, la loi a posteriori est souvent de forme

complexe. Cette difficulté est, généralement, surmontée grâce aux méthodes populaires de

Monte Carlo par Châınes de Markov (MCMC) comme dans Brewer [1998], Zhang et al.

[2006] et Zougab et al. [2013b]. Outre la méthode MCMC, nous proposons l’utilisation de

l’échantillonnage préférentiel adaptatif dont la méthode Population Monte Carlo (PMC),

qui est concurrente à la méthode MCMC.

Ce mémoire est composé d’une introduction générale, de deux parties englobant quatres

chapitres, d’une conclusion générale et d’une liste de références bibliographiques.

La première partie englobe les deux premiers chapitres et traite les aspects théoriques

du sujet. Dans le premier chapitre, nous avons présenté la notion du noyau associé, leur

construction et l’estimateur à noyau associé de densité de probabilité en donnant ses pro-

priétés de convergence. Le second chapitre est consacré aux rappels sur le formalisme

Bayésien et les méthodes de Monte Carlo dont les méthodes MCMC et les méthodes

d’échantillonnage préférentiel (PMC) qu’on utilisera pour simuler suivant la loi a poste-

riori lorsque celle-ci est complexe.

La deuxième partie est consacrée à l’étude empirique. Elle comporte les deux derniers

chapitres. Le troisième chapitre traite le problème de sélection du paramètre de lissage et

l’implémentation des deux approches : fréquentiste et Bayésienne globales. Enfin, dans le

chapitre 4, nous présentons les résultats des simulations conduites à partir, d’une part,

de plusieurs densités cibles connues et ayant différents aspects, d’autre part, des données

réelles fréquemment utilisées dans la littérature.
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Chapitre 1

Méthode du noyau associé

1.1 Introduction

En raison de leur simplicité, les praticiens ont utilisé les noyaux classiques (symé-

triques), introduits par Rosenblatt [1956] et Parzen [1962] pour l’estimation de la fonction

densité de probabilité à support non borné. Citons le noyau gaussien, uniforme, biweight

ainsi que le noyau optimal d’Epanechnicov [1969].

L’estimateur à noyau classique d’une densité de probabilité f , étant donné un n-échantillon

X1, · · · , Xn i.i.d. issu d’une v.a. X de fonction densité inconnue f , est de la forme

f̂h(x) =
1

nh

n∑
i=1

K

(
x−Xi

h

)
, (1.1)

où K est la fonction noyau vérifiant généralement les conditions suivantes :∫
S
K(u)du = 1,

∫
S
uK(u)du = 0 et

∫
S
u2K(u)du = σ2

K <∞,

et S le support de la fonction noyau K.

Dans la littérature, il a été signalé que l’estimateur à noyau classique souffre du problème

de biais de bordure, une fois appliqué aux données issues des distributions à supports

bornés. Dans ce cadre, beaucoup de travaux ont été réalisés afin de remédier au pro-

blème du biais de bordure en proposant d’autres estimateurs, généralement basés sur la

modification des noyaux classiques. Citons data reflection de Schuster [1985], boundary

5



Chapitre 1 Méthode des noyaux associés

kernels de Müller [1991, 1993] et empirical transformation de Marron and Ruppert [1994].

Chen [1999] a proposé de remplacer les noyaux classiques par les noyaux Beta dans

l’estimateur à noyau classique de densité inconnue f , dans le cas des données à support

[0, 1]. En s’inspirant des noyaux Beta, Chen [2000] a étendu son idée pour l’estimation

des densités des données à support semi-borné, en proposant le noyau Gamma.

Dans ce qui suit, nous allons d’abord rappeler la notion unifiée d’un noyau associé

de cible x et de paramètre de lissage h. Notons que cette notion a été introduite par

Kokonendji et al. [2007] et Senga Kiessé [2008] dans le cas discret, et étendue récemment

par Kokonendji and Libengué [2011] et Libengué [2013] pour le cas continu. Par la suite,

nous donnerons la définition d’un noyau associé, les techniques récentes utilisées pour

leur construction et leurs propriétés. Puis, nous donnerons la définition d’un estimateur

à noyau associé d’une fonction de densité inconnue f dans R+, leurs propriétés et leurs

modes de convergence, leur normalisation par la méthode Monte Carlo et des exemples

récents d’estimateurs à noyaux associés.

Définitions

Les définitions suivantes présentent les notions du noyau associé et de l’estimateur à

noyau associé pour la fonction de densité f inconnue sur le support T.

Définition 1 Soit x ∈ T et h > 0 avec T ⊆ R le support de la densité f à estimer.

On appelle noyau associé Kx,h toute densité paramétrique de probabilité de support Sx,h,

vérifiant les trois conditions suivantes :

x ∈ Sx,h, (1.2)

E{Kx,h} = x+ A(x, h), (1.3)

V{Kx,h} = B(x, h), (1.4)

où Kx,h est une variable aléatoire de densité Kx,h et les termes A(x, h) et B(x, h) convergent

vers 0 quand h→ 0.
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Définition 2 Soit X1, · · · , Xn un n-échantillon aléatoire indépendant et identiquement

distribué issu d’une variable aléatoire X de fonction de densité inconnue f sur T ⊆ R.

L’estimateur à noyau associé f̂h de f utilisant Kx,h est défini par

f̂h(x) =
1

n

n∑
i=1

Kx,h

(
Xi

)
, x ∈ T, (1.5)

où Kx,h est le noyau associé continu de cible x et de fenêtre (paramètre de lissage) h sur

Sx,h. La cible x et le paramètre h interviennent dans la définition intrinsèque du noyau

associé Kx,h.

1.2 Construction d’un noyau associé continu

Les noyaux associés continus englobent les noyaux associés symétriques (dit aussi clas-

siques) et les noyaux associés asymétriques (dit aussi non classiques). Ces noyaux associés

peuvent se construire à partir de n’importe quel type de noyau qui est une densité de

probabilité à deux paramètres ayant un paramètre de dispersion.

En pratique, généralement, on utilise le noyau optimal d’Epanechnikov ou le noyau gaus-

sien en raison de leur simplicité. Cependant, lorsqu’on cherche l’estimateur de la densité

de probabilité d’une variable aléatoire bornée ou semi-bornée, l’inconvénient principal de

ce type de noyau est qu’il assigne un poids à l’extérieur du support quand le lissage est

pris en compte près du bord. Cela cause le problème du biais de bordure et donne un

estimateur non consistant. La solution consiste alors à utiliser des noyaux asymétriques

continus.

Dans la littérature, une multitude de noyaux associés continus asymétriques liés aux den-

sités de probabilité Beta, Gamma, gaussienne-inverse et gaussienne-inverse-réciproque ont

été introduits. En effet, les noyaux associés Beta et Gamma ont été proposés par Chen

[1999, 2000], les noyaux BS 1 et log-normal par Jin and Kawczak [2003] et les noyaux

gaussien-inverse et gaussien-inverse-réciproque par Scaillet [2004]. Notons que Chen [1999,

2000], Jin and Kawczak [2003], Scaillet [2004] et Hirukaway and Sakudo [2013] n’ont ja-

mais montré dans leurs études comment construisent-ils ces noyaux.

1. noyau de Birnbaum-Saundlers
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Ce sont Kokonendji and Libengué [2011] et Libengué [2013] qui ont proposé récemment

une technique de construction des noyaux associés continus dite mode-dispersion.

Principe mode-dispersion

La méthode proposée par Kokonendji and Libengué [2011] est basée sur le principe

mode-dispersion qui consiste à mettre la cible x sur le mode et le paramètre de lissage

h sur le paramètre de dispersion. Libengué [2013] applique ce principe de construction

de noyaux continus sur les densités Beta, Gamma, gaussien-inverse et gaussien inverse-

réciproque ainsi qu’aux autres types de densités tel que Beta étendu, Gamma inverse et

Weibull. Pour les premières densités, il retrouve les noyaux correspondants proposés dans

la littérature et présentés dans la sous-section (1.3.3).

Dans la définition suivante, on introduit la notion de type de noyau qui fera l’objet de

construction de tout noyau associé.

Définition 3 Le type de noyau continu K est une densité de probabilité à carré integrable

K = Kθ, dépendant du paramètre θ ∈ Θ ⊆ R2 et de support SK = Sθ.

Dans ce qui suit, on considère le type de noyau Kθ (Définition 3) unimodal de mode

Mθ et ayant un paramètre de dispersion Dθ. Étant donné Θ bidimensionnel, on retient

la notation suivante : θ = θ(a, b), Mθ = M(a, b) et Dθ = D(a, b) avec a et b deux réels

positifs.

Ainsi, on est en mesure de construire certains noyaux associés en utilisant toute densité

de probabilité satisfaisant les conditions de la Définition 3.

La méthode générale de construction est donnée comme suit

Principe 1 (mode-dispersion) Soit Kθ(a,b) un type de noyau continu de mode M(a, b)

et de mesure de dispersion D(a, b). On construit un noyau associé Kθ(x,h) à partir de

Kθ(a,b) en résolvant le système :  M(a, b) = x,

D(a, b) = h.
(1.6)

Cela conduit à θ(x, h) = θ(a(x, h), b(x, h)), où a(x, h) et b(x, h) sont solutions de (1.6).
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Exemple 1 (Noyau log-normal) En appliquant le principe mode-dispersion sur la den-

sité log-normal f(x|µ, σ) de mode M(µ, σ) = eµ−σ
2

et de paramètre de dispersion D(µ, σ) =

σ, on a  eµ−σ
2

= x,

σ = h,
⇒

 µ = log(x) + h2,

σ = h,
(1.7)

ainsi, le noyau log-normal associé au principe mode-dispersion s’écrit sous la forme :

Kθ(x,h)(u) = KLN(log(x)+h2,h)(u)

=
1

uh
√

2π
exp

(−1

2h2

[
log(u)− log(x)− h2

]2)
. (1.8)

1.3 Estimateur à noyau associé

Soit X1, · · · , Xn une séquence de variables aléatoires i.i.d., de densité inconnue f sur

T ⊆ R.

L’estimateur à noyau associé f̂h de f est défini par

f̂h(x) =
1

n

n∑
i=1

Kθ(x,h)(Xi), ∀x ∈ T. (1.9)

L’estimateur défini dans (1.9) est celui construit par la méthode mode-dispersion.

1.3.1 Propriétés de l’estimateur à noyau associé continu

L’estimateur à noyau associé brut (1.9) doit, du moins approximativement avoir les

mêmes propriétés qu’une fonction densité de probabilité.

Proposition 1 (Kokonendji and Libengué [2011]) Soit f̂h un estimateur à noyau

associé (1.9) de f . Pour x ∈ T et h > 0, on a :

E[f̂h(x)] = E
[
f(Kθ(x,h))

]
, (1.10)

f̂h(x) ≥ 0, (1.11)∫
T
f̂h(x)dx = Λ(n, h,K), (1.12)

avec Λ(n, h,K) est une quantité dépendant de l’échantillon, du type de noyau et du para-

mètre de lissage sachant qu’elle peut être différente de 1.
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Chapitre 1 Méthode des noyaux associés

Proposition 2 (Kokonendji and Libengué [2011]) Soit f̂h un estimateur à noyau

associé (1.9) de f . Pour x ∈ T et h > 0, on a :

Biais
[
f̂h(x)

]
= Aθ(x,h)f

′(x) +
1

2
{A2

θ(x,h) +Bθ(x,h)}f ′′(x) + o(h2). (1.13)

en outre, si f est bornée en T alors

V
[
f̂h(x)

]
=

1

n
f(x)R

(
K
)

+ o

(
1

nhr

)
. (1.14)

où r est le plus grand nombre réel positif tel que : R
(
K
)

=

∫
Sx,h∩T

K2
θ(x,h)(u)du ≤ C(x)h−r et 0 <

C(x) <∞.

Critères d’erreurs

L’évaluation de la similarité entre l’estimateur à noyau associé f̂h et la vraie densité

f à estimer, nécessite des critères d’erreur. La mesure la plus naturelle utilisée est la

moyenne intégrée des erreurs quadratiques. Ainsi, on défini d’abord la moyenne des erreurs

quadratiques (MSE) par

MSE
[
f̂h(x), f(x)

]
= V

[
f̂h(x)

]
+ Biais2

[
f̂h(x)

]
. (1.15)

où le biais et la variance de l’estimateur sont définis dans (1.13) et (1.14).

La forme intégrale du MSE en T et son approximation sont données respectivement

par

MISE
[
f̂h, f

]
=

∫
T

{
V
[
f̂h(x)

]
+ Biais2

[
f̂h(x)

]}
dx

=

∫
T

([
Aθ(x,h)f

′(x) +
1

2
{A2

θ(x,h) +Bθ(x,h)}f ′′(x)

]2

+
1

n
R (K) f(x)

)
dx

+o(h4 +
1

nhr
) (1.16)

et

AMISE
[
f̂h, f

]
=

∫
T

([
Aθ(x,h)f

′(x) +
1

2
{A2

θ(x,h) +Bθ(x,h)}f ′′(x)

]2

+
1

n
R (K) f(x)

)
dx.

(1.17)

La proposition suivante donne le taux de convergence au sens du AMISE
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Proposition 3 (Libengué [2013]) Supposons que f ∈ C2(T), de dérivées première et

seconde bornées. Alors, le paramètre de lissage optimal minimisant le AMISE est

h∗AMISE = C(x)n−
1
r+2

avec r = r(Kθ(x,h)) et C(x) constante dépendant de x.

Notons qu’il est plus pratique d’utiliser l’intégrale des erreurs quadratiques (ISE) pour

l’évaluation du MISE. Le ISE est défini par

ISE
[
f̂h, f

]
=

∫
T

[
f̂h(x)− f(x)

]2

dx. (1.18)

1.3.2 Réduction de biais

La présence du terme non nul Aθ(x,h) dans (1.13) augmente le biais de f̂h(x). Ainsi,

Libengué [2013] s’inspirent des travaux de Chen [1999, 2000] et proposent un algorithme

général de réduction de biais de l’estimateur à noyau associé brut. En effet, à travers

cet algorithme on peut définir des versions modifiées de tout estimateur à noyau associé

préalablement défini. Autant que le principe mode-dispersion, la technique de réduction

de biais peut être considérée comme méthode de construction d’un noyau associé Chen

[1999, 2000], Libengué [2013] et Malec and Schienle [2014].

L’algorithme est de deux étapes. La première consiste à diviser le support en deux régions,

le bord et l’intérieur et la seconde dans la modification du noyau associé.

Dans ce qui suit, on retiendra l’adaptation de l’algorithme pour les noyaux à supports

T = [0, ∞[. Ces noyaux feront l’objet principal de notre présente étude.

Étape I : diviser le support T = [0, ∞[ en deux régions d’ordre α(h) > 0 avec α(h)→ 0

quand h→ 0,

(i) L’intérieur (la région la plus large contenant au moins 95% des observations) notée

Tα(h),+1 et définie par

Tα(h),+1 =]α(h), ∞[, (1.19)

(ii) Le bord (complémentaire de Tα(h),+1, peut être vide) noté par l’intervalle Tα(h),−1

Tα(h),−1 = [0, α(h)], (1.20)
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Étape II : modifier le noyau associé Kθ(x,h) par une autre fonction noyau notée Kθ̃(x,h)

tel que ∀h fixé

θ̃(x, h) =

 θ̃−1(x, h) si x ∈ Tα(h),−1,

θ̃+1(x, h) si x ∈ Tα(h),+1,
(1.21)

doit être continue sur T.

Proposition 4 (Libengué [2013]) La fonction Kθ̃(x,h) obtenue dans (1.21) est un noyau

associé (asymétrique).

1.3.3 Exemples de noyaux associés asymétriques

Noyau gamma

Le noyau associé Gamma a été introduit par Chen [2000] pour l’estimation des densités

à support T = [0,∞[. Il a utilisé la loi Gamma pour construire des noyaux associés continus

asymétriques. Deux classes de noyaux ont été proposées. Le noyau de première classe est

alors de la forme :

KGam( x
h

+1, h)(u) =
u
x
h e−

u
h

b
x
h

+1Γ
(
x
h

+ 1
) , (1.22)

où Γ(α) =
∫∞

0
exp(−t)tα−1dt, α > 0 est la fonction Gamma et h est le paramètre de

lissage satisfaisant les conditions h→ 0 et nh→∞ quand n→∞. Le premier estimateur

à noyau Gamma est donné par

f̂h(x) =
1

n

n∑
i=1

KGam( x
h

+1, h)(Xi). (1.23)

Le paramètre de lissage optimal minimisant le MISE induit par l’estimateur (1.23) est

h∗1 =
1

4
2
5

[
1

2
√
π

∫ ∞
0

x−
1
2f(x)dx

] 2
5

[∫ ∞
0

{
xf ′(x) +

1

2
xf ′′(x)

}2

dx

]− 2
5

n−
2
5 . (1.24)

Le MISE optimal est alors :

MISE∗1 =
5

4
4
5

[
1

2
√
π

∫ ∞
0

x−
1
2f(x)dx

] 4
5

[∫ ∞
0

{
xf ′(x) +

1

2
xf ′′(x)

}2

dx

] 1
5

n−
4
5 . (1.25)

La deuxième classe a été proposée par le même auteur pour améliorer les performances

(réduire le biais) de f̂h(x). La forme du noyau Gamma modifié est donnée par :

KGamm(ρh(x), h)(u) =
u
x
h e
−u
h

hρh(x)Γ
(
ρh(x)

) , (1.26)
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où

ρh(x) =

 1
4
(x
h
)2 + 1 si 0 ≤ x < 2h,

x
h

si x ≥ 2h.
(1.27)

L’estimateur à noyau Gamma modifié s’écrit :

f̃h(x) =
1

n

n∑
i=1

KGamm(ρh(x), h)(Xi). (1.28)

Le paramètre de lissage optimal pour (1.28) est donné par

h∗2 =

[
1

2
√
π

∫ ∞
0

x−
1
2f(x)dx

] 2
5
[∫ ∞

0

{xf ′′(x)}2
dx

]− 2
5

n−
2
5 . (1.29)

Le MISE optimal est

MISE∗2 =
5

4
4
5

[
1

2
√
π

∫ ∞
0

x−
1
2f(x)dx

] 4
5
[∫ ∞

0

{xf ′′(x)}2
dx

] 1
5

n−
4
5 . (1.30)

Deux autres classes de noyaux Gamma, dites Gamma modifiées raffinées, ont été pro-

posés par Malec and Schienle [2014] afin de remédier au problème des pôles au bord, là

où les performances du noyau Gamma modifié (1.28) sont médiocres.

Les deux versions de Gamma modifié raffiné se distinguent de Gamma modifié (1.28) uni-

quement par leur paramètrisation ρh(x). La première version de Gamma modifié raffiné

est paramètrée par

ρvIh (x) =


[

1
4
( x
hc

)2 + 1
]

[c+ 2h(1− c)] si 0 ≤ x < 2hc,

x
hc

(c+ 2h− x) si 2hc ≤ x < 2h,

x
h

si x ≥ 2h,

(1.31)

la seconde version par

ρvIIh (x) =

 1
4
( x
hc

)2 + 1 si 0 ≤ x < 2hc,

x
hc

si x ≥ 2hc,
(1.32)

où c ∈]0, 1]. Si c = 1, on retrouve la paramètrisation originelle (1.27) de Chen [2000] dans

les deux cas.

Récemment, Hirukaway and Sakudo [2013] ont unifié l’approche des noyaux asymé-

triques en famille de noyaux Gamma généralisée.
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La forme du noyau Gamma généralisé est donnée par :

KGG(α,βΓ(α
γ

)/Γ(α+1
γ

),γ)(u;x, h) =

γuα−1 exp

[
−
{

u
βΓ(α

γ
)/Γ(α+1

γ
)

}γ]
{
βΓ(α

γ
)/Γ(α+1

γ
)
}α

Γ(α
γ
)

. (1.33)

Afin que cette densité soit une famille de noyaux Gamma généralisée, elle doit satisfaire

cinq conditions données dans Hirukaway and Sakudo [2013]. Certaines conditions ont été

inspirées par la construction du noyau Gamma modifié de Chen [2000] et d’autres pour

la validation des approximations des termes de biais et de variance de l’estimateur, donné

par

f̂h(x) =
1

n

n∑
i=1

KGG(Xi; x, h), (1.34)

où KGG est le noyau Gamma généralisé, donné dans (1.33).

Noyaux gaussien-inverse et gaussien-inverse-réciproque

Scaillet [2004] a introduit les noyaux associés gaussien-inverse et gaussien-inverse-

réciproque définis sur ]0,∞[. Les noyaux gaussien-inverse et gaussien-inverse-réciproque

sont donnés respectivement comme suit

KIG(x, 1
h

)(u) =
1√

2πhu3
exp

(
− 1

2hx

[u
x
− 2 +

x

u

])
(1.35)

et

KRIG( 1
x−h ,

1
h

)(u) =
1√

2πhu
exp

(
−x− h

2h

[
u

x− h − 2 +
x− h
u

])
, (1.36)

où h est le paramètre de lissage satisfaisant la condition h + 1
nh
→ 0 quand n → ∞. Les

estimateurs de la densité de probabilité inconnue f en utilisant les noyaux gaussien-inverse

et gaussien-inverse-réciproque sont donnés respectivement par

f̂h(x) =
1

n

n∑
i=1

KIG(x, 1
h

)(Xi) (1.37)

et

f̂h(x) =
1

n

n∑
i=1

KRIG( 1
x−h ,

1
h

)(Xi). (1.38)

Les paramètres de lissage optimaux au sens du MISE sont

h∗IG =

[
1

2
√
π

∫ ∞
0

x−
3
2f(x)dx

] 2
5
[∫ ∞

0

{
x3f ′′(x)

}2
dx

]− 2
5

n−
2
5 (1.39)
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et

h∗RIG =

[
1

2
√
π

∫ ∞
0

x−
1
2f(x)dx

] 2
5
[∫ ∞

0

{xf ′′(x)}2
dx

]− 2
5

n−
2
5 , (1.40)

induisant les MISE optimaux suivants

MISE∗IG =
5

4

[
1

2
√
π

∫ ∞
0

x−
3
2f(x)dx

] 4
5
[∫ ∞

0

{
x3f ′′(x)

}2
dx

]1/5

n−
4
5 (1.41)

et

MISE∗RIG =
5

4

[
1

2
√
π

∫ ∞
0

x−
1
2f(x)dx

] 4
5
[∫ ∞

0

{xf ′′(x)}2
dx

] 1
5

n−
4
5 . (1.42)

Noyaux Log-normaux

Jin and Kawczak [2003] ont été les premiers à avoir introduit le noyau log-normal

ainsi que le noyau Birnbaum-Saundlers (BS) qui n’est qu’un mélange, avec poids égaux

des noyaux IG(x, x
h
) et RIG(x, h

x
). Comme Chen [2000], les auteurs ne montrent pas la

manière avec laquelle ils construisent leurs noyaux. Ici, on se limitera au noyau log-normal

dont la forme est donnée par

KLN(log(x), 4 log(1+h))(u) =
1

u
√

8π log(1 + h)
exp

(
− [log(u)− log(x)]2

8 log(1 + h)

)
, (1.43)

le paramètre de lissage h satisfait les conditions h→ 0 et nh→∞ quand n→∞.

L’estimateur à noyau LN correspondant, de la densité inconnue f est

f̂h(x) =
1

n

n∑
i=1

KLN(log(x), 4 log(1+h))(Xi). (1.44)

En utilisant la technique mode-dispersion, Libengué [2013] construisent un noyau log-

normal différent de celui proposé par Jin and Kawczak [2003]. Sa forme est

KLN(log(x)+h2, h)(u) =
1

uh
√

2π
exp

(
− 1

2h2

[
log(u)− log(x)− h2

]2)
. (1.45)

En utilisant ce noyau, la densité inconnue f est estimée par

f̂h(x) =
1

n

n∑
i=1

KLN(log(x)+h2, h)(Xi). (1.46)

Libengué [2013] proposent une modification de leur noyau afin de l’adapter aux problèmes

d’estimation au bord. Ils ont utilisé α(h), une fonction de h, pour séparer le support de f

en deux régions précisées dans (1.48).

KLN(log(θh(x)), h)(u) =
1

uh
√

2π
exp

(
− 1

2h2
[log(u)− log(θh(x))]2

)
, (1.47)
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où

θh(x) =


α3(h)
x2

exp
(
−3h2

2

)
si 0 ≤ x ≤ α(h),

x exp
(
−3h2

2

)
si x > α(h).

(1.48)

En posant α(h) = 2h, on obtient la modification adéquate (au sens du séparateur de

régions) de celle de Chen [2000] donnée dans (1.27).

La figure (1.1) présente les formes de certains noyaux pour différentes cibles x et pour

un paramètre de lissage h fixé.
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Figure 1.1: Noyaux Gamma, Gamma modifié, RIG et log-normal pour h=0.25

1.3.4 Convergence des estimateurs à noyau associé

Nous présentons d’abord les résultats ponctuels puis les consistances globales.
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Résultats ponctuels

Une abondante littérature a été particulièrement dédiée aux problèmes d’estimation

au bord du support par les estimateurs à noyaux asymétriques. Bouezmarni and Scaillet

[2005] traitent, dans le résultat suivant, le comportement de l’estimateur à noyau asymé-

trique au point x = 0 dans le cas des densités ayant un pôle en x = 0 comme dans la

Figure (1.2).

x

f(
x)

(a) Pole at x = 0 and no local maxima

x

f(
x)

(b) Unimodal

Figure 3: Density Shapes Favouring the Standard Gamma Kernel Estimator
Schematic densities for which the standard gamma kernel estimator in (2) and (3) should be preferred
over the modified version in (2) and (8) according to the shape restriction (12). Left figure: condition
(12) is satisfied globally for x > 2b. Right figure: condition (12) can be satisfied locally to the left of the
mode.

recommendable. In finite samples, however, observed differences are rather small even in the

extreme case of a strictly concave density between zero and the mode.

Moreover, on the boundary for x ∈ [0, 2b), it can happen that

|0.5xf ′′(x)| > |f ′(x)ξb(x)| (13)

where the standard gamma kernel estimator performs better than the modified one. This happens

in particular if |f ′(x)/f ′′(x)| < 0.5x, since ξ < 1 for x > 0. Though as this area is vanishingly

small, its influence on the overall estimation results is negligible (compare the simulation results

in Section 3).

In practice, it is therefore important to detect pole situations in advance in order to choose

the best performing estimator among standard and modified gamma kernel estimators. We

propose a simple but reliable measure to check for poles as opposed to standard cases. If f has

a pole at zero, it is the relative convergence and consistency of the estimator f̂ which is of main

importance in order to judge if the correct order of decay is detected. See e.g. Robinson and

Henry (2003) for how this is important regarding consistent estimation of the long memory

parameter in long range dependent time series. Thus it must hold that |f̂(x)/f(x)−1| = oP (1).

The governing term in the stochastic expansion for the right hand side controlling convergence

is xf
′
X(x)

fX(x) , which we write as xD(x) (See the proof of Theorem 5.3. in Bouezmarni and Scaillet

(2005)). The practically most important pole situations occur for densities which have or can be

bounded by densities with hypergeometric decay from zero, i.e. f(x) = bx−α with b < 0 and

0 < α < 1 (the cases with α > 1 are excluded by f being a density). Here the quantity xD(x)

equals the constant −α irrespective of the scaling b.

8

Figure 1.2: Densité ayant un pôle en x=0

Théorème 1 (Bouezmarni and Scaillet [2005]) Soit f une densité de probabilité de

support [0, +∞[, non bornée en x = 0 et f̂h son estimateur à noyau associé asymétrique.

si lim
n→+∞

h = 0 et lim
n→+∞

nh2a = +∞ (a > 0) alors

f̂h(0)
P−→ +∞, quand n→ +∞,

si

pour tout δ > 0,

δ∫
0

Kθ(0,h)(u)du −→ 1, quand h→ 0,

où ”
P−→” désigne la ”convergence en probabilité”.
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La condition supplémentaire du précédent théorème est vérifiée pour l’estimateur à noyau

Gamma. En effet, pour δ > 0 et x = 0 on a

δ∫
0

KGam(1,h)(u)du = 1− exp

(
− δ
h

)
−→ 1, quand h→ 0.

Par conséquent, l’estimateur à noyau Gamma attribue d’importants poids aux points du

bord pour de petits paramètres de lissage. Ceci est dû a la propriété particulière du noyau

Gamma en x = 0.

Ainsi, Bouezmarni and Scaillet [2005] déconseillent d’utiliser d’autres noyaux asymétriques

ne vérifiant pas la dernière propriété pour l’estimation des densités ayant un pôle en

x = 0, tel que les noyaux gaussien-inverse et gaussien-inverse-réciproque. De même,

Malec and Schienle [2014] ont conseillé l’utilisation du noyau Gamma pour l’estimation

de ce type de densité.

Le théorème suivant traite les conditions ponctuelles des consistances (faible et forte)

de l’estimateur à noyau associé.

Théorème 2 (Kokonendji et al. [2012]) Soit f ∈ C2(T) une densité de probabilité et

f̂h son estimateur à noyau associé pour un type de noyau K donné. Pour tout x ∈ T fixé

et h = h(n), on suppose qu’il existe un réel positif r = r(K, x) tel que nhr → +∞. Alors

f̂h(x)
L2 & p.s.−→ f(x), quand n→ +∞,

où ”
L2 & p.s.−→ ” désigne les deux convergences ”en probabilité dans L2 (par rapport à la

mesure de Lebesgue) et presque sûre”

Puisque la convergence en L2 implique la convergence en probabilité, la faible consistence

de f̂h en découle.

La normalité asymptotique est assuré par le théorème ci-dessous

Théorème 3 (Kokonendji et al. [2012]) Soit f une densité de probabilité de support

T et f̂h son estimateur à noyau associé pour un type de noyau K donné. Pour tout x ∈ T
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fixé tel que f(x) > 0, on a

f̂h(x)− E
[
f̂h(x)

]
√

V
[
f̂h(x)

] L−→ N (0, 1), quand n→ +∞,

où ”
L−→” désigne la ”convergence en loi”.

Résultats globaux

Ces résultats ont été initialement étudiés par Bouezmarni and Scaillet [2005] pour le

cas des noyaux asymétriques puis généralisé par Kokonendji et al. [2012] pour les noyaux

associés.

La proposition suivante nous assure la convergence uniforme du biais de l’estimateur à

noyau associé.

Proposition 5 (Kokonendji et al. [2012] - Convergence uniforme du biais) Soit

f une densité de probabilité bornée et continue sur son support T, et f̂h son estimateur à

noyau associé. Pour tout compact I ⊆ T, on a

sup
x∈I

∣∣∣E [f̂h(x)
]
− f(x)

∣∣∣→ 0, quand n→ +∞.

Théorème 4 (Kokonendji et al. [2012] - Convergence uniforme faible et forte)

Soit f une densité de probabilité bornée et continue sur son support T, et f̂h son estima-

teur à noyau associé pour un type de noyau K donné. On suppose qu’il existe un réel

r0 = r0(K) tel que, pour tout x ∈ T,
∫
Sx,h

Kx,h(u)du ≤ c0(x)h−r0 avec c0(x) positif et

borné sur tout compact I contenant x. Pour tout compact I ⊆ T, on a

• si lim
n→+∞

nh2r0 = +∞, alors sup
x∈I

∣∣∣f̂h(x)− f(x)
∣∣∣ P−→ 0, quand n→ +∞.

• si lim
n→+∞

nh2r0

log(n)
= +∞, alors sup

x∈I

∣∣∣f̂h(x)− f(x)
∣∣∣ p.s.−→ 0, quand n→ +∞.

Bouezmarni and Scaillet [2005] précisent la valeur de r0 pour que la convergence uniforme

faible ou forte ait lieu. En effet, r0 = 1 pour le noyau Gamma et r0 = 5
2

pour les noyaux

gaussien-inverse et gaussien-inverse-réciproque.
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Proposition 6 (Kokonendji et al. [2012] - Convergence en L1 du biais) Soit f une

densité de probabilité de support T et f̂h son estimateur à noyau associé. Alors∫
T

∣∣∣E [f̂h(x)
]
− f(x)

∣∣∣ dx→ 0, quand n→ +∞.

Théorème 5 (Kokonendji et al. [2012] - Convergence en L1 faible et forte) Soit

f une densité de probabilité bornée et continue sur son support T, et f̂h son estimateur à

noyau associé pour un type de noyau K donné. On suppose qu’il existe un réel r1 = r1(K)

tel que, pour tout x ∈ T,
∫
Sx,h

Kx,h(u)du ≤ c1(x)h−r1 avec c1(x) positif et borné sur tout

compact I contenant x. Pour tout compact I ⊆ T, on a

• si lim
n→+∞

nh2r1 = +∞, alors

∫
T

∣∣∣f̂h(x)− f(x)
∣∣∣ dx P−→ 0, quand n→ +∞.

• si lim
n→+∞

nh2r1

log(n)
= +∞, alors

∫
T

∣∣∣f̂h(x)− f(x)
∣∣∣ dx p.s.−→ 0, quand n→ +∞.

1.3.5 Normalisation par Monte Carlo

Comme il est signalé dans (1.12), l’estimateur (1.9) est défini à une constante près.

Pour cela, nous généralisons la normalisation traitée par Gouriéroux and Monfort [2006]

dans le cas du noyau Beta pour la normalisation de l’estimateur à noyau associé. De plus,

nous proposons une normalisation par les techniques Monte Carlo qui seront présentées

dans le chapitre suivant.

Il existe deux manières pour corriger le manque de normalisation de l’estimateur à noyau

associé standard donné dans (1.9) :

• Dans la macro-approche, la correction est effectuée globalement. L’estimateur à noyau

associé f̂h est remplacé par

f̂ 1
h(x) =

f̂h(x)∫
Sx,h

f̂h(x)dx
. (1.49)

• Dans la micro-approche, la correction est effectuée au niveau du noyau associé. L’esti-

mateur normalisé est défini par

f̂ 2
h(x) =

1

n

n∑
i=1

Kθ(x,h)(Xi)∫
Sx,h

Kθ(x,h)(Xi)dx
. (1.50)

Page 20
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Pour les noyaux asymétriques de support Sx,h = [0, +∞[, les approximations respectives

des estimateurs à noyau associé normalisés par la méthode Monte Carlo standard sont

données respectivement par :

f̂ 1
h(x) ≈

n∑
i=1

Kθ(x,h)(Xi)

1

m

m∑
j=1

1

y2
j

n∑
i=1

K
θ(

1−yj
yj

,h)
(Xi)

. (1.51)

f̂ 2
h(x) ≈ 1

n

n∑
i=1

Kθ(x,h)(Xi)

1

m

m∑
j=1

1

y2
j

K
θ(

1−yj
yj

,h)
(Xi)

. (1.52)

où les yj, j = 1, . . . , n sont des réalisations d’une v.a. distribuée suivant une uniforme

sur [0, 1].

Notons bien que la normalisation de l’estimateur f̂h n’est pas toujours nécessaire, mais

elle dépend du domaine d’application étudié.

1.4 Choix du noyau asymétrique

En pratique, le choix du noyau associé dépend du support de la distribution des don-

nées dont on se propose d’estimer la densité. Il est évident que ce dernier critère de choix

est peu informatif, sinon on aura plus besoin de proposer d’autres types de noyaux après

ceux proposés par Chen [2000] dans le cas de support [0, +∞[. En effet, le type de données

peut fortement influer sur le choix du noyau, et cela s’interprète par des queues, des pôles

et d’autres spécificités des distributions de ces données. Ainsi Bouezmarni and Scaillet

[2005] et Malec and Schienle [2014] conseillent l’utilisation du noyau Gamma pour les dis-

tributions ayant des pôles au bord, et Jin and Kawczak [2003] l’utilisation du noyau BS,

qui est approximativement similaire aux noyaux RIG et log-normal pour des données des

distributions à queue.

Comme Epanechnicov [1969] dans le cas d’estimation de densités à supports non bor-

nés, Abadir and Lawford [2004] ont proposé un noyau asymétrique de forme cubique et
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optimal au sens du MISE pour l’estimation des densités à support [0, +∞[. Ce noyau

s’écrit sous la forme

Kc(t) =
12

625
(t+ 2)(t− 3)21t∈]−2, 3[. (1.53)

Abadir and Lawford [2004] ont vérifié l’optimalité de leur noyau par simulation, pour

la localisation du mode et les quantiles de certaines densités asymétriques.
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Figure 1.3: Forme du noyau optimal asymétrique

L’estimateur à noyau cubique de la densité inconnue f est donné par

f̂h(x) =
1

nh

n∑
i=1

Kc

(
x−Xi

h

)
. (1.54)

1.5 Conclusion

Dans ce chapitre, nous avons présenté la méthode du noyau associé pour l’estimation

non paramétrique de la densité de probabilité. Les techniques de construction du noyaux

associé ont été établies, ainsi que la convergence et la consistance de la méthode.

Nous nous sommes focalisé sur l’estimation de densités à support [0, +∞[, étant donné

que l’estimation de densités à supports non bornés ont été traités dans Zougab [2007]

et Zougab [2013]. Nous avons donné la forme des noyaux non classiques cités dans la

littérature, ainsi que les propriétés des estimateurs basés sur ces noyaux.
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Lors de l’estimation de la densité par la méthode du noyau associé, l’estimateur doit

être normalisé. Nous avons donné deux techniques de normalisation ainsi que leurs ap-

proximations par les méthodes Monte Carlo. Ces méthodes d’approximation ferons l’objet

du chapitre suivant.

L’estimateur à noyau associé dépend du noyau Kx,h et du paramètre de lissage h.

Le choix du noyau dans l’estimation des densités asymétriques est d’importance capitale

contrairement au cas d’estimation de densités symétriques. En fait, même le noyau optimal

asymétrique d’Abadir and Lawford [2004] ne pallie pas au problème d’estimation au bord.
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Chapitre 2

Approche bayésienne et méthodes

Monte Carlo

2.1 Introduction

L’objectif de ce chapitre est d’une part, rappeler quelques notions de base du forma-

lisme Bayésien et les estimateurs paramétriques Bayesiens, utiles pour des considérations

majeures dans le cadre de cette étude et d’autre part, passer en revue les principales mé-

thodes de calcul Bayésien qui peuvent être employées lors de l’implémentation pratique

de l’approche Bayésienne (Robert and Casella [2004], Robert [2006],Parent and Bernier

[2007], Marin and Robert [2007] et Boreux et al. [2010]).

L’inférence Bayésienne mobilise deux sources d’information : d’une part les données,

via la vraisemblance et d’autre part le savoir de l’expert via la distribution a priori sur

les paramètres et via les hypothèses structurelles sur lesquelles repose le modèle utilisé.

Le concept fondamental de l’approche Bayésienne est la distribution a posteriori

π(θ|x). En effet cette distribution opère de façon conditionnelle sur les observations et met

donc en oeuvre automatiquement l’inversion des probabilités, tout en incluant le principe

de vraisemblance. La distribution a posteriori représente l’actualisation de l’information

disponible sur les paramètres θ, au vu de l’information contenue dans la vraisemblance

π(x|θ), tandis que la distribution a priori π(θ) représente l’information disponible préala-
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blement à l’observation de x.

Définition 4 Un modèle statistique bayésien est constitué d’un modèle statistique para-

métrique, f(x|θ), et d’une distribution a priori pour les paramètres, π(θ).

L’impact du théorème de Bayes provient de la décision audacieuse de mettre les causes

et effets sur le même niveau conceptuel, puisque les deux sont aléatoires 1.

2.2 Lois a priori

Le point le plus critiquable et le plus critiqué de l’analyse Bayésienne est le choix de

la loi a priori. Cependant, une fois cette dernière connue, l’inférence peut être conduite

d’une façon quasi mécanique.

Dans une certaine mesure, c’est aussi la plus difficile à déterminer. Dans la pratique,

il est rare que l’information a priori soit suffisamment précise pour conduire à une déter-

mination exacte de la loi a priori, au sens où plusieurs lois de probabilité peuvent être

compatibles avec cette information. Il y a plusieurs raisons pour cela : le décideur, le client

ou le statisticien n’ont pas forcément le temps, les ressources ou souvent la volonté de cher-

cher à construire un a priori exact et doivent compléter l’information partielle qu’ils ont

rassemblée à l’aide de données subjectives afin d’obtenir une loi a priori.

Dans le cadre de cette étude, on se contente de ne presenter que les types de densités

a priori les plus courants : les densités a priori conjuguées et les densités a priori non

informatives.

2.2.1 A priori conjugué

Quand l’information a priori sur le modèle est trop vague ou peu fiable, une construc-

tion subjective complète de la distribution a priori est évidemment impossible. Mais

d’autres considérations plus techniques peuvent être prisent en compte. En particulier,

Raiffa and Schlaifer [1961] ont proposé l’utilisation des densités a priori dites conjuguées

afin de faciliter l’analyse Bayésienne.

1. historiquement, l’idée que les paramètres sont aléatoires peut être perçue comme allant à l’encontre

du déterminisme athée de Laplace, ainsi que des conceptions religieuses de Bayes
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Définition 5 Une famille F de distribution de probabilité sur Θ est dite conjuguée ( ou

fermée par échantillonnage) par une fonction de vraisemblance f(x|θ) si, pour tout π ∈ F,

la distribution a posteriori π(.|x) appartient également à F.

Cette définition est formellement vague puisque si l’on choisit F comme la famille de

toutes les densités de probabilité, la famille de la densité a priori F est toujours conjuguée

par la fonction de vraisemblance. Il est plus intéressant d’étudier des familles de densités

a priori conjuguées tel que celles-ci aient la même forme fonctionnelle que la fonction

de vraisemblance. Dans ce cas, le passage de la fonction de vraisemblance à la densité a

posteriori se réduit à un changement de paramètres et non à une modification de la forme

fonctionnelle de la famille correspondante. Les densités a posteriori sont donc toujours

calculables et l’évaluation des statistiques a posteriori est grandement simplifiée.

Considérons l’exemple des familles de densités exponentielles :

Définition 6 Soient Θ l’espace des paramètres et Ω l’espace des observations. On définit

C et h respectivement fonctions de Θ et Ω dans R+ et R, et T fonctions de Θ et Ω dans

Rk.

La famille F tel que les densités soient de la forme :

f(x|θ) = h(x)C(θ) exp
(
R(θ)tT (x)

)
, (2.1)

est dite famille exponentielle de dimension k.

Dans le cas particulier où Θ ⊂ Rk, Ω ⊂ Rk et

f(x|θ) = h(x)C(θ) exp
(
θtx
)
, (2.2)

la famille est dite naturelle.

La fonction de vraisemblance du vecteur x tel que les xi, i = 1, N , sont i.i.d. est

définie par :

f(x1, . . . , xn|θ) =

[
N∏
i=1

h(xi)

]
C(θ)N exp

(
R(θ)t

N∑
i=1

T (xi)

)
. (2.3)

Supposons que la densité a priori conjuguée s’écrive de la manière suivante :

π(θ) ∝ 2C(θ)η exp
(
R(θ)Tν

)
, (2.4)

2. Le symbole de proportionnalité, ∝, s’entend en termes de fonction de θ (et non de x).
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f(x|θ) π(θ) π(θ|x)

N (θ, σ2) N (µ, τ 2) N (%(µσ2 + τ 2x), %σ2τ 2)

%−1 = σ2 + τ 2

N (µ, 1/θ) G(α, β) G(α + 1/2, β + (µ− x)2/2)

P(θ) G(α, β) G(α + x, β + 1)

G(ν, θ) G(α, β) G(α + ν, β + x)

B(n, θ) B(α, β) B(α + x, β + n− x)

Bneg(m, θ) B(α, β) B(α + m, β + x)

Table 2.1: Lois a priori conjuguées naturelles pour quelques familles exponentielles usuelles

où les deux paramètres (ou hyperparamètres) η et ν doivent être spécifiés pour mener

à son terme l’analyse Bayésienne. La densité a posteriori appartient, donc, à la famille

exponentielle :

π(θ|x) ∝ C(θ)η+N exp

(
R(θ)T (ν +

N∑
i=1

T (xi))

)
. (2.5)

Le choix d’un a priori conjugué est toujours un choix particulier et influence donc,

dans une certaine mesure, l’inférence résultante. De plus, il peut obliger à ignorer une

partie de l’information a priori si cette dernière n’est pas complètement compatible avec

la structure de la loi a priori conjuguée.

2.2.2 A priori non informatif

A priori de Laplace

Historiquement, Laplace 3 fut le premier à utiliser des techniques non informatives. Il

munit les paramètres d’une loi a priori qui prend en compte son ignorance en donnant la

même vraisemblance à chaque valeur du paramètre, donc en utilisant une loi uniforme.

Ainsi, la densité a priori d’un paramètre θ est définit par

π(θ) = k,

où k est une constante.

3. Nous devons envisager l’état présent de l’Univers comme un effet de l’état antérieur et comme la

cause de l’état suivant, 1795.
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Trois critiques ont été avancées sur ce choix :

– Les lois résultantes sont impropres quand l’espace des paramètres n’est pas compact,

ces dernières mènent à des difficultés comme le paradoxe de marginalisation.

– Le principe des événements équiprobables de Laplace n’est pas cohérent en termes

de Partitionnement.

– Une autre critique concerne le problème de l’invariance par reparamétrisation, si on

passe de θ ∈ Θ à η = g(θ) par une transformation bijective g l’information a priori

reste totalement inexistante et ne devrait pas être modifiée.

Cependant, si π(θ) = 1, la loi a priori sur η est π(η) = | d
dη
g−1(η)| par le changement

de variable. Donc π(η) est le plus souvent non constante.

Exemple 2 Si p, une proportion, suit une loi uniforme sur [0, 1], le paramètre de rapport

des chances % = p
1−p suit une loi a priori π(%) = 1

(1+%)2
, qui est donc non constante.

A priori de Jeffreys

Afin d’éviter le besoin de prendre en compte une structure d’invariance potentielle,

Jeffreys (1946, 1961) propose des lois a priori non informatives fondées sur l’information

de Ficher, donnée par

I(θ) = Eθ

[(
δ log f(x|θ)

δθ

)2
]
, (2.6)

Dans le cas unidimensionnel, sous certaines conditions de régularité, cette information est

aussi égale à

I(θ) = −Eθ

[
δ2 log f(x|θ)

δθ2

]
. (2.7)

La loi a priori de Jeffreys est

π(θ) ∝
√
I(θ),

elle définie un coefficient de normalisation près quand π est propre.

Ce choix, dépendant de l’information de Ficher se justifie par le fait que I(θ) est

largement accepté comme un indicateur de la quantité d’information apportée par le

modèle sur θ, (Ficher 1956).

Page 28



Chapitre 2 Approche bayésienne

2.2.3 A priori impropre

La loi a priori peut être impropre i.e.
∫

Θ
π(θ)dθ = ∞. Ce choix de type de loi n’a

donc plus d’intérêt que calculatoire et s’interprète difficilement. La construction de lois

non informatives peut conduire à des lois a priori de ce type.

2.3 Loi a posteriori

L’analyse statistique se ramène fondamentalement à une inversion 4, car elle doit déter-

miner les causes réduites aux paramètres du mécanisme probabiliste générateur, à partir

des effets résumés par les observations.

Une description générale de l’inversion des probabilités est donnée par le théorème de

Bayes :

Théorème 6 (Bayes) Si A et E sont deux événements tels que P (E) 6= 0, P(A|E) et

P(E|A) sont reliés par

P (A|E) =
P (E|A)P (A)

P (E|A)P (A) + P (E|Ac)P (Ac)

=
P (E|A)P (A)

P (E)
.

Bayes donne en réalité une version continue de ces résultats, à savoir, pour deux v.a. X

et Y de distributions conditionnelle f(x|y) et marginale g(y), la distribution conditionnelle

de y sachant x est

g(y|x) =
f(x|y)g(y)∫
f(x|y)g(y)dy

.

Bayes et Laplace ont considéré que l’incertitude sur le paramètre θ d’un modèle peut

être décrite par une distribution de probabilité π sur Θ, appelée distribution a priori.

L’inférence est alors fondée sur la distribution de θ conditionnelle à X, π(θ|x), appelée

distribution a posteriori et définie par

π(θ|x) =
f(x|θ)π(θ)∫
f(x|θ)π(θ)dθ

. (2.8)

4. À l’époque de Bayes et de Laplace, c’est-à-dire à la fin du XVIII ème siècle, la Statistique était

souvent appelée Probabilités inverses, à cause de cette perspective.
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2.4 Marginalisation

Une caractéristique de l’approche bayésienne est la possibilité d’éliminer les paramètres

qui ne nous intéressent plus, par marginalisation.

Supposons que le vecteur des paramètres θ puisse se décomposer en deux vecteurs tel

que θ = (θ1, θ2) ∈ Θ1×Θ2 et que seul θ1 nous intéresse . La densité a posteriori marginale

de θ1, π(θ1|x) est déduite par intégration de la densité a posteriori de π(θ|x) par rapport

à θ2 sur son domaine de définition, c’est-à-dire :

π(θ1|x) =

∫
Θ2

π(θ|x)dθ2.

Cette technique implique donc une réduction de la dimension de l’espace des paramètres

à estimer qui peut être très intéressante lors de l’analyse Bayésienne.

2.5 Quand la vraisemblance fait le posterior

L’inférence Bayésienne mobilise deux sources d’information : d’une part les données

via la vraisemblance et d’autre part le savoir de l’expert via la distribution a priori sur les

paramètres et via les hypothèses structurelles sur lesquelles repose le modèle utilisé. Les

approches Bayésienne et fréquentiste sont équivalente dans deux cas :

I- Grande taille de données (n → ∞) : L’influence du prior s’estompe et c’est la

vraisemblance qui fait le posterior.

Exemple 3 (Modèle exponentiel) Soit x un n-échantillon de v.a. i.i.d. par une expo-

nentielle paramètrée par θ dont la vraisemblance est donnée par :

f(x|θ) = θn exp(−nxθ),

le prior conjugué est une distribution Gamma de paramètres a et b :

π(θ|a, b) =
ba

Γ(a)
θa−1 exp(−bθ),

la règle de Bayes donne la distribution a posteriori de θ suivante

π(θ|x, a, b) ∝ θn+a−1 exp(−(nx+ b)θ).
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On reconnâıt la forme analytique d’une nouvelle distribution Gamma.

Si la taille de l’échantillon (n→∞) alors

n+ a− 1 ≈ n et nx+ b ≈ nx,

Ainsi, le posterior et la vraisemblance ont la même forme analytique.

II- Prior vague : La vraisemblance fait aussi le posterior quand l’état de connaissance

disponible n’autorise qu’un prior vague (peu informatif).

Exemple 4 (Suite) Dans l’exemple précédent, un prior vague est obtenu pour (a, b)→
(0, 0).

La forme analytique de la densité a posteriori devient

π(θ|x) ∝ θn−1 exp(−(nx)θ),

Quand n est assez grand, n et n− 1 possèdent le même ordre de grandeur. De même, le

posterior et la vraisemblance ont la même forme analytique.

2.6 Inférence Bayésienne

Dans cette section, nous présentons les estimateurs ponctuels Bayésiens, et leurs pro-

priétés. Nous la débutons par une discussion sur le concept de fonction de risque Bayé-

sien dont la minimisation conduit aux différents estimateurs paramétriques Bayésiens. En

particulier, nous présentons, en détail, les estimateurs par maximum a posteriori et par

moyenne a posteriori.

2.6.1 Fonctions de coût

Étant donné θ̂ l’estimateur du paramètre θ, on définit une fonction de coût non négative

C(ε) telle que ε = θ− θ̂ est l’erreur d’estimation pour un vecteur d’observations x donné.

L’objectif est de determiner l’estimateur θ̂ qui minimise le coût moyen E[C(ε)] nommé le

risque de Bayes ”R” définit par :

R = E[C(ε)] =

∫
Θ

[∫
Ω

C(ε)π(x|θ)dx
]
π(θ)dθ. (2.9)
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Sous certaines conditions de régularité (2.9) peut s’écrire sous la forme :

R =

∫
Ω

[∫
Θ

C(ε)π(θ|x)dθ

]
π(θ)m(x)dx. (2.10)

Pour x fixé, l’estimateur qui minimise R est l’estimateur qui minimise le coût moyen sur

θ, définit par :

E
[
C(θ − θ̂(x))|x

]
=

∫
Θ

C(θ − θ̂(x))π(θ|x)dθ.

On présente les estimateurs Bayésiens correspondant aux fonctions de coûts classiques.

Coût quadratique

Considérons le cas où C(ε) est quadratique

C(θ − θ̂(x)) = (θ − θ̂(x))2.

L’estimateur de Bayes qui minimise le risque de Bayes étant donné cette fonction de coût,

doit minimiser :

E
[
(θ − θ̂(x))2|x

]
= θ̂2(x)− 2θ̂(x)E[θ|x] + E[θ2|x]

= θ̂2(x)− 2θ̂(x)E[θ|x]− E2[θ|x] + E2[θ|x] + E[θ2|x]

= V[θ|x] + (θ̂(x)− E[θ|x])2. (2.11)

L’égalité qui correspond au minimum du risque quadratique est atteinte pour

θ̂MMSE(x) = E[θ|x]. (2.12)

Par conséquent, pour une fonction de coût quadratique, l’estimateur de risque de Bayes

minimum est la moyenne a posteriori ou en notation anglo-saxonne Minimum Mean Squa-

red Error (MMSE ).

Coût absolu

Considérons le cas où C(ε) est la fonction valeur absolue,

C(θ − θ̂(x)) = |θ − θ̂(x)|,
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L’estimateur de Bayes qui minimise le risque de Bayes étant donnée cette fonction de

coût, doit minimiser :

E
[
C(θ − θ̂(x))|x

]
=

∫
Θ

|θ − θ̂(x)|π(θ|x)dθ. (2.13)

Si θ ∈ R, on peut écrire :

E
[
|θ − θ̂(x)||x

]
=

∫ θ̂(x)

−∞
(θ̂(x)− θ)π(θ|x) +

∫ +∞

θ̂(x)

(θ − θ̂(x))π(θ|x)dθ (2.14)

=

∫ θ̂

−∞
pπ(θ < y|x)dy +

∫ +∞

θ̂

pπ(θ > y|x)dy. (2.15)

Dérivant en θ̂(x), on obtient

pπ(θ < θ̂(x))− pπ(θ > θ̂(x)) = 0,

soit encore

pπ(θ < θ̂(x)) =
1

2
.

Dans le cas du coût absolu, l’estimateur de Bayes est la médiane a posteriori, qui est

l’estimateur obtenu par Laplace.

Coût uniforme

Considérons le cas où C(ε) est défini par :

C(θ − θ̂(x)) =

 0, si |θ̂ − θ(x)| ≤ δ
2
,

1, sinon,

ou encore

C(θ − θ̂(x)) = 1− 1[θ̂− δ
2
, θ̂+ δ

2
](θ),

tel que δ est la longueur maximale du domaine de l’erreur d’estimation.

Étant donné x, l’estimateur qui minimise le risque de Bayes associé à la fonction de

coût uniforme, doit minimiser

E
[
C(θ − θ̂)|x

]
=

∫
Θ

[
1− 1[θ̂− δ

2
, θ̂+ δ

2
](θ)
]
π(θ|x)dθ

= 1−
∫ θ̂+ δ

2

θ̂− δ
2

π(θ|x)dθ. (2.16)
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Minimiser (2.16) revient à maximiser l’intégrale ci-dessus. Si δ est arbitrairement petit,

l’intégrale est maximisée lorsque θ̂ correspond au mode, c-à-d à l’argument du maximum

de la densité a posteriori.

Par conséquent, pour une fonction de coût uniforme, l’estimateur qui minimise le risque

de Bayes est le mode a posteriori, appelé aussi l’estimateur du maximum a posteriori

(MAP).

2.6.2 Estimateurs MMSE et MAP

Estimateur MMSE

L’estimateur MMSE est déterminé par la moyenne de la densité a posteriori considérée.

Étant donné, un vecteur de paramètres θ et un vecteur d’observations x, l’estimation de

θMMSE est définie par

θ̂MMSE =

∫
Θ

θπ(θ|x)dθ. (2.17)

– Une integration est requise pour estimer la moyenne de la densité a posteriori π(θ|x).

– Le principe d’invariance 5 n’est pas vérifié pour l’estimateur MMSE.

Estimateur MAP

L’estimateur MAP est déterminé par le mode de la densité a posteriori. Il est défini

par :

θ̂MAP = arg max
θ
π(θ|x). (2.18)

– L’évaluation de θ̂MAP nécessite uniquement la résolution d’un problème d’optimisa-

tion.

– Trouver l’argument du maximum de π(θ|x) est équivalent à trouver celui de f(x|θ)π(θ),

tel que le calcul de la constante de normalisation m(x) n’est pas nécessaire.

– Lorsque π(θ|x) ∝ f(x|θ), c-à-d π(θ) est uniforme sur Θ, l’estimation MAP cöıncide

avec celle du maximum de vraisemblance (MLE).

– L’estimateur MAP vérifie le principe d’invariance.

5. Un estimateur est invariant si, pour une reparamétrisation φ = f(θ) du modèle, les estimateurs θ̂

et φ̂ sont telles que φ̂ = f(θ̂).
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– Les estimations MMSE et MAP sont identiques lorsque la densité a posteriori est

unimodale et symétrique.

À l’exception des cas académiques, l’inférence Bayésienne se heurte très rapidement

à des problèmes d’intégration et/ou d’optimisation. En effet, l’évaluation des intégrales

suivantes intervient souvent dans l’analyse Bayésienne :

– Calcul de la constante de normalisation

m(y) =

∫
Θ

f(y|θ)π(θ)dθ. (2.19)

– Evaluation d’une densité marginale a posteriori

Soit θ = (θ1, θ2) ∈ Θ1 ×Θ2

π(θ1|y) =

∫
Θ2

π(θ1, θ2|y)dθ2. (2.20)

– Calcul de moment a posteriori

E[h(θ)|y] =

∫
Θ

h(θ)π(θ|y)dθ. (2.21)

– On peut également se heurter à des problèmes d’optimisation quand, par exemple,

on a besoin de déterminer le maximum de densité a posteriori

θ̂MAP = argmax
θ∈Θ

π(θ|y). (2.22)

Pour résoudre ces problèmes, trois approches sont envisageables. Dans un premier temps,

nous allons présenter brièvement l’approche par approximation analytique, l’approche

numérique puis nous abordons, plus en détails l’approche par simulation, particulièrement

les méthodes de Monte Carlo qui sont l’objet de ce chapitre.

2.6.3 Approches par approximations analytiques

Si la densité a posteriori de θ, étant donné le vecteur des observations y, π(θ|y), satis-

fait certaines conditions de régularité, des méthodes d’approximation analytique peuvent

être utilisées pour faciliter l’analyse Bayésienne. Elles sont en général fondées sur des

considérations asympthotiques. Nous allons présenter les deux méthodes analytiques les

plus courantes pour approximer les inférences a posteriori :
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Approximation normale

La densité a posteriori π(θ|y) peut être approximée asymptotiquement par une densité

normale N (θ̂,
∑̂

) lorsque le nombre d’observations N tend vers l’infini où θ̂ est l’estima-

tion par maximum de vraisemblance de θ et
∑̂

est l’inverse de la matrice hessienne évaluée

pour θ̂, Walker [1969]. Cette méthode est donc basée sur le principe de normalité asympto-

tique. Le grand avantage de cette approximation est que toutes les inférences a posteriori

peuvent, alors, être facilement déterminées. Bien que cette méthode nous donne unique-

ment le comportement asymptotique de la densité a posteriori, elle peut être également

intéressante dans le cas où le vecteur y est de taille modérée et même, lorsque cette der-

nière est petite et que l’approximation normale n’est pas justifiée. Cette approximation

peut être un point de départ à partir duquel les densités a posteriori non Gaussiennes

peuvent être analysées.

Approximation de Laplace

Tierney and Kadane [1986] ont proposé une méthode analytique faisant appel à la

méthode de Laplace et qui n’est valide qu’asymptotiquement.

Supposons que l’on désire évaluer l’espérance a posteriori suivante :

E[h(θ)|y] =

∫
Θ
h(θ)`(θ)π(θ)dθ∫
Θ
`(θ)π(θ)dθ

, (2.23)

Où ` est la fonction vraisemblance

L’idée de base de cette méthode est d’appliquer séparément la méthode de Laplace 6

sur le numérateur et le dénominateur de (2.23).

`N =
1

n
(lnh+ ln π + ln `) et

`D =
1

n
(ln π + ln `).

La moyenne a posteriori de h(θ) est alors donnée par :

E[h(θ)|y] =

∫
Θ
en`Ndθ∫

Θ
en`Ddθ

. (2.24)

6. la méthode de Laplace (méthode du col ou du point selle), due à Pierre-Simon de Laplace, est une

méthode pour l’évaluation numérique d’intégrales de la forme :
∫ b

a
eMf(x)dx
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Soit θ̂N le mode de `N , et σ2
N = −1/`′′N(θ̂N). La méthode d’approximation de Laplace

nous donne : ∫
enLN (θ)dθ ≈

∫
e
n[`N (θ̂N )− (θ−θ̂N )2

2σ2
N

]
dθ

=
√

2πσNn
−1/2en`N (θ̂N ).

D’une manière similaire, si θ̂D le mode de `D, et σ2
D = −1/`′′D(θ̂D), l’approximation de

Laplace du dénominateur est
√

2πσDn
−1/2enLD(θ̂D).

Enfin la moyenne a posteriori de h(θ) est approximée par

E[h(θ)|y] =
σN
σD

en[`N (θ̂N )−`D(θ̂D)]. (2.25)

Cette technique peut être utilisée dans le cas multidimensionnel pour l’évaluation des

densités marginales et l’approximation des moments a posteriori comme le soulignent

Lindely [1980] et Tierney and Kadane [1986].

Remarques 1

– h(θ) doit être une fonction positive. Des approximations alternatives ont été propo-

sées pour contourner cette difficulté par Tierney and Kadane [1986].

– Cette méthode d’approximation analytique n’est intéressante que si les estimateurs

par Maximum de Vraisemblance nécessaires sont faciles à évaluer.

2.6.4 Approche numérique

De nombreuses méthodes numériques d’intégration et d’optimisation ont été déve-

loppées en Analyse Numérique (voir par exemple Jedrzejewski [2005]). Certaines d’entre

elles peuvent être intéressantes pour résoudre les problèmes d’implémentation pratique de

l’analyse Bayésienne. Nous ne présenterons qu’une méthode d’intégration numérique, la

quadrature numérique, et une méthode d’optimisation, l’algorithme de Newton-Raphson.

Quadrature numérique

Supposons que l’on désire calculer une intégrale de la forme suivante :

I =

∫
h(θ)f(y|θ)π(θ)dθ. (2.26)
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La quadrature numérique est basée sur une approximation de la fonction intégrée par

le produit d’une densité normale et d’un polynôme, tel que :

g(θ) = h(θ)f(y|θ)π(θ) ≈ P (θ)φ(θ;µ, σ2), (2.27)

où φ(θ;µ, σ2) est la densité Normale de moyenne µ et de variance σ2 au point θ et P (θ)

est un polynôme de degré 2M .

Ainsi g(θ) peut être intégrée efficacement en utilisant la quadrature de Gauss-Hermite

telle que : ∫
P (θ)φ(θ;µ, σ2)dθ ≈

M∑
i=1

ωiP (θi)e
θ2i , (2.28)

où

ωi = 2M−1M
√
πH2

M−1(xi) et

θi =
√

2σxi + µ,

où xi est la ième racine du polynôme de Hermite HM(x) de degré M .

Remarques 2

– Contrairement à la méthode de Simpson 7, les racines xi ne sont pas uniformément

espacés, ce qui permet une évaluation très efficace de l’intégrale (2.26).

– D’autres bases orthogonales peuvent être employées pour approcher les intégrales

mais ces méthodes exigent que la fonction g soit suffisamment régulière.

– Quelle que soient les méthodes d’intégration numérique utilisées, elles deviennent

très instables et peu fiables lorsque la dimension de θ augmente.

Méthode de Newton-Raphson

Cette méthode est une approche itérative basée sur une approximation quadratique du

développement en série de Taylor du logarithme de la densité a posteriori L(θ) = ln π(θ|y)

où cette densité peut ne pas être normalisée. Cette approximation quadratique de L(θ)

est, généralement, suffisamment précise quand le nombre des observations est grand par

rapport au nombre de paramètres.

7. Dû à Thomas Simpson, est une technique de calcul numérique d’une intégrale
∫ b

a
f(x)dx en utilisant

l’approximation de f par un polynôme quadratique d’ordre 2
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La procédure de recherche du mode est alors la suivante :

Algorithme 1 (Newton-Raphson)

1. choix d’une valeur initiale θ(0)

2. pour k=1, 2, ...

– calcul de L′(θ(k−1)) et L′′(θ(k−1))

– évaluation de θ(k) à partir de la relation suivante :

θ(k) = θ(k−1) − L′(θ(k−1))

L′′(θ(k−1))
.

Remarques 3

– Cette méthode nécessite la détermination analytique des deux premières dérivées de

L(θ).

– La valeur initiale joue un rôle très important. En effet, la convergence vers le mode

n’est pas garantie pour toutes les valeurs initiales, en particulier, lorsqu’elles sont

issues des régions où −L′′(θ) n’est pas définie positive.

– L’avantage de cette méthode numérique est que la convergence vers le mode est

très rapide une fois que l’on est proche de la solution. Par contre s’il n’y a pas

convergence, il faut essayer avec une autre valeur initiale.

Une des approches possibles pour résoudre des problèmes d’intégration et d’optimi-

sation rencontrés en inférence Bayésienne est d’utiliser des méthodes de simulation de

densités de probabilité. Elles sont basées sur la génération de variables aléatoires distri-

buées suivant une loi à simuler.

2.6.5 Méthodes de simulation Monte Carlo

A l’origine, l’objectif des méthodes de simulation de Monte Carlo était de simuler

des échantillons de réplicats indépendants de distributions de probabilités. La simulation

Monte Carlo permet d’estimer les moments de tout ordre de distributions de variables

aléatoires, trop complexes pour être étudiées de façon analytique, en utilisant des algo-

rithmes numériques itératifs de génération.
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Méthode d’acceptation-rejet

La première technique de simulation générale (échantillonnage indirecte), introduite

par J. Von Neuman dans les années 40 puis publiée en 1956, est la méthode d’acceptation-

rejet.

Soit f une densité de probabilité de support Sf difficile à simuler et soit g une autre

densité de même support que f mais aisément simulable.

Soit M > 0 un nombre réel tel que :

∀x ∈ Sf : f(x) ≤Mg(x),

alors les étapes de simulation d’une réalisation de f sont résumées dans l’algorithm sui-

vant :

Algorithme 2 Acceptation-Rejet

– Données : les densités f(.) et g(.) et la constante M ,

1. générer θg à partir de g,

2. générer u à partir d’une distribution uniforme en [0, 1],

3. Si u ≤ f(θg)

Mg(θg)
alors

accepter la réalisation θg,

Sinon

répéter les étapes 1, 2, 3.

Fin Algorithme

Tout θg accepté dans l’algorithme 2 n’est qu’une réalisation d’une variable aléatoire

ayant f(θ)∫
f(θ)dθ

comme distribution de probabilité. Sans perte de généralités, on se contente

de présenter un bref résumé de la preuve heuristique donnée par Smith and Gelfand [1992].

Leur construction se base sur deux événements S et S0 donnés comme suit :

S = {(θ, u) : θ ≤ θ0, u ≤ f(θg)/Mg(θg)} et

S0 = {(θ, u) : u ≤ f(θg)/Mg(θg)}.
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La fonction de répartition de θ (considéré réel) accepté selon la procédure précédente est

alors donnée par

P(θ ≤ θ0|θ accept) =
P(θ ≤ θ0, θ accept)

P(θ accept)
(2.29)

=

∫ θ0
−∞ f(θ)dθ∫ +∞
−∞ f(θ)dθ

. (2.30)

Il s’ensuit que le paramètre θ accepté ait une densité proportionnelle à la cible f .

Choix de la constante M

La probabilité qu’une réalisation θ soit acceptée est donnée par

P(θ accept) =

∫ ∫
1S(u, θ)g(θ)dudθ

=
1

M

∫ +∞

−∞
f(θ)dθ. (2.31)

Dans l’equation (2.31), le terme 1
M

∫ +∞
−∞ f(θ)dθ est bien une probabilité et cela est vérifié

pour

M ≥
∫ +∞

−∞
f(θ)dθ.

En pratique, il est conseillé de choisir M = [
∫
Sf
f(x)dx] + 1 ou M =

∫
Sf
f(x)dx dans la

mesure où la primitive de f soit facilement calculable . Sinon il est nécessaire de faire

appel à d’autres techniques qu’on présentera par la suite.

Remarque 1 La méthode d’acceptation-rejet a le défaut de nécessiter la connaissance a

priori de la constante M qui n’est pas toujours disponible.

En effet, dans le cadre bayésien cette dernière est (en partie) l’objet de recours aux tech-

niques de simulation.

2.6.5.1 Méthodes d’échantillonnage

Les méthodes d’échantillonnage sont utilisées pour l’approximation des espérances

dans le cadre de l’estimation statistique ainsi que la visualisation des distributions com-

plexes. L’historique de ces méthodes est disponible dans Metropolis [1987].
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Le choix des espérances comme base des méthodes d’échantillonnage est motivé par

leur adaptativité et représentativité des mesures et grandeurs statistiques, comme indiqué

ci-dessous :

1. Toute probabilité peut être exprimée sous forme d’espérance :

Soit X une v.a et A un événement probabiliste donné, alors

P(x ∈ A) = E[1x∈A].

2. Certaines intégrales et/ou sommations complexes nécessitent des approximations.

Or que ces dernières peuvent toujours être représentées autant qu’espérance sous

certaine distribution de probabilité (en général, l’uniforme).

Avantages des méthodes de Monte Carlo

◦ faciles à comprendre et à implémenter,

◦ domaine d’applicabilité général.

Inconvénients des méthodes de Monte Carlo

◦ leur facilité cause leur faiblesse lors des utilisations inappropriées,

◦ vitesse de convergence lente comparées aux méthodes d’approximation déterministes,

◦ difficulté de génération des échantillons représentatifs des cibles,

◦ difficulté de contrôle de leur convergence.

2.6.5.2 Approximation de Monte Carlo

Le but est d’approximer des espérances E[h(X)] motivées par leur difficulté d’évalua-

tion.

Définition 7 Si X1, X2, ... Xn
iid∼ f alors

µ̂n =
1

n

n∑
i=1

h(Xi) (moyenne empirique) est l’estimateur Monte Carlo standard de E[h(X)].

Page 42



Chapitre 2 Simulation Monte Carlo

Remarques 4

1. E[µ̂n] = E[h(X)],

⇒ l’estimateur standard Monte Carlo est non biaisé.

2. µ̂n
P−→ E[h(X)] (LGN) pour n→∞ et σ2[h(X)] <∞,

⇒ µ̂n est consistant.

3. σ2[µ̂n] = 1
n
σ2[h(X)],

⇒ le taux de convergence de µ̂n est de 1√
n

.

4. MSE(µ̂n) = 1
n
σ2[h(X)]→ 0,

⇒ µ̂n est convergent en moyenne quadratique.

2.6.5.3 Échantillonnage préférentiel

La méthode que nous présentons ici est appelée échantillonnage préférentiel (pon-

déré), car elle est basée sur les fonctions de préférence (ou, aussi appelées, fonctions de

pondération).

L’échantillonnage préférentiel est une technique, initialement introduit par Marshall

en 1956 Liu [1996]. Elle contourne la simulation suivant la cible (généralement complexe

ou inconnue) par un tirage suivant une loi de proposition (dite aussi loi d’importance ou

loi instrumentale) et associe à chaque particule issue de ce tirage un poids d’importance.

Le résultat de cette technique est un système de particules pondérées dont la loi empirique

approche la cible.

On présente quelques généralités de l’échantillonnage préférentiel.

Échantillonnage préférentiel basique

L’échantillonnage préférentiel basique est la technique brute décrite par Marshall.

Étant donnée une loi cible Π de densité π, l’échantillonnage préférentiel vise à approximer

des intégrales du type

I(h) = Eπ[h] =

∫
h(x)π(x)dx, (2.32)
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pour une certaine fonction test h. Pour cela on échantillonne une loi de proposition Q de

densité q, de la façon suivante :

Eπ[h] =

∫
h(x)π(x)dx

=

∫
Sπ

h(x)π(x)

q(x)
q(x)dx, ∀q(pdf) : q(x) = 0⇒ π(x) = 0

=

∫
Sq

h(x)π(x)

q(x)
q(x)dx, Sπ ⊆ Sq (2.33)

= Eq

[
h(x)

π(x)

q(x)

]
≈ 1

N

N∑
i=1

h(θi)
π(θi)

q(θi)
, θi ∼ q (2.34)

=
1

N

N∑
i=1

h(θi)w(θi), w(θi) =
π(θi)

q(θi)
. (2.35)

L’intégrale (2.32) est approchée par l’estimateur (2.36) donné par

ÎISN (h) =
1

N

N∑
i=1

w(θi)h(θi), (2.36)

avec θ un N-échantillon issu de Q et w est la fonction d’importance définit comme le

rapport

w(θi) =
π(θi)

q(θi)
. (2.37)

L’estimateur (2.36) converge vers (2.32) pour les mêmes raisons que l’estimateur Monte

Carlo standard pour tout choix de la distribution Q telle que Sq ⊇ Sπ, dans ce cas ÎISN (h)

est sans biais (Robert and Casella [2004]). En effet, nous avons

ÎISN (h)
p.s.−→ I(h),

quand N →∞ et lorsque la fonction h est telle que∫
h2(x)π2(x)

q(x)
dx < +∞.

En appliquant le théorème de la limite centrale (TCL), nous obtenons

√
N
{
ÎISN (h)− I(h)

}
L−→ N (0, σ2

IS(h)) quand N →∞. (2.38)

La variance asymptotique est donnée par :

σ2
IS(h) =

∫
h2(x)π2(x)

q(x)
− I2(h). (2.39)
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• Choix de l’instrumentale

D’après les développements présentés ci-dessus (voir les equations (2.33)), le choix de

l’instrumentale est guidé, uniquement, par son support qui doit englober celui de la cible

(le produit du prior et de la vraisemblance dans le cadre bayésien).

Théorème 7 (Robert and Casella [2004]) Le choix de q qui minimise la variance de

l’estimateur 2.39 est :

q∗(x) =
|h(x)|π(x)∫
|h(z)|π(z)dz

. (2.40)

La variance de l’estimateur est nulle, en prenant pour loi de proposition q∗ ∝ |h|f .

Ce choix n’est évidement pas possible en pratique puisqu’il requiert la connaissance de

la quantité d’intérêt f . Néanmoins, l’expression de q∗ signifie que le choix de q doit être

guidé par un critère de proximité au produit |h|f .

Échantillonnage pondéré auto-normalisé

Dans le domaine statistique bayésien, la forme même des distributions a posteriori

(connues seulement à une constante près) n’as pas permis pendant longtemps une appli-

cation aisée des algorithmes de simulation hormis celui de l’échantillonnage préférentiel

Parent and Bernier [2007].

En absence de connaissance de constantes de normalisation (paradoxe des constantes

de normalisation), l’échantillonnage préférentiel basique ne peut être appliqué d’où la

proposition d’une adaptation et généralisation de ce dernier.

Eπ[h] =

∫
h(θ)π(θ|x)dθ

=

∫
Sπ

h(θ)π(θ|x)

q(θ)
q(θ)dθ, ∀q(pdf) : q(θ) = 0⇒ π(θ|x) = 0

=

∫
Sq

h(θ)π(θ|x)

q(θ)
q(θ)dθ, Sπ ⊆ Sq (2.41)

=

∫
Sq

h(θ)f(x|θ)π(θ)

m(x)q(θ)
q(θ)dθ, q(θ) = 0⇒ f(x|θ)π(θ) = 0
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Eπ[h] =

∫
Sq

h(θ)w(θ)q(θ)dθ∫
Sπ f(x|θ)π(θ)dθ

, w(θ) =
f(x|θ)π(θ)

q(θ)
(2.42)

=

∫
Sq

h(θ)w(θ)q(θ)dθ∫
Sq
f(x|θ)π(θ)

q(θ)
q(θ)dθ

=

∫
Sq

h(θ)w(θ)q(θ)dθ∫
Sq w(θ)q(θ)dθ

=

∫
Sq h(θ)w(θ)q(θ)dθ∫

Sq w(θ)q(θ)dθ

=
Eq[h(.)w(.)]

Eq[w(.)]

≈

1
N

N∑
i=1

h(θi)w(θi)

1
N

N∑
j=1

w(θj)

, θ ∼ q

=
N∑
i=1

h(θi)ŵ(θi), ŵ(θi) =
w(θi)
N∑
j=1

w(θj)

. (2.43)

NB : même dans le cas où l’instrumentale q soit connue à une constante près, l’échan-

tillonnage préférentiel auto-normalisé demeure applicable.

Soient π ∝ π̃ et q ∝ q̃ ou encore π = 1
qπ
π̃ et q = 1

qq
q̃ avec qπ et qq sont des constantes

de normalisation respectives.

Eπ[h] =

∫
h(x)π(x)dx

=

∫
Sπ

h(x)π(x)

q(x)
q(x)dx

=

∫
Sq
h(x)

π̃(x)

q̃(x)

qq
qπ
q(x)dx

=
qq
qπ

∫
Sq
h(x)

π̃(x)

q̃(x)
q(x)dx

=

(
qπ
qq

)−1

Eq

[
h(x)

π̃(x)

q̃(x)

]
(2.44)
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Eπ[h] =

(∫
1

qq
π̃(x)dx

)−1

Eq

[
h(x)

π̃(x)

q̃(x)

]
=

(∫
π̃(x)

q̃(x)
q(x)dx

)−1

Eq

[
h(x)

π̃(x)

q̃(x)

]
=

Eq [h(.)w̃(.)]

Eq [w̃(.)]
, w̃(.) =

π̃(.)

q̃(.)

≈

1
N

N∑
i=1

h(θi)w̃(θi)

1
N

N∑
j=1

w̃(θj)

, θ ∼ q

=
N∑
i=1

h(θi)ŵ(θi), ŵ(θi) =
w̃(θi)
N∑
j=1

w̃(θj)

. (2.45)

En utilisant le résultat (2.45), l’algorithme général de l’échantillonnage préférentiel est

donné comme suit :

Algorithme 3 Échantillonnage préférentiel

– Données : un échantillon x, x ∼ f

– Initialiser (h(.), π(.), q(.), N),

– Simuler un N-échantillon θ, (θ1, θ2, ..., θN) ∼ q

1. calculer la vraisemblance f(x|θ).

2. évaluer les poids w(θi) selon l’Eq. 2.42 :

w(θi) =
f(x|θi)π(θi)

q(θi)
.

3. normaliser les w(θi) suivant l’Eq. 2.43

w̃(θi) =
w(θi)
N∑
j=1

w(θj)

.

4. évaluer l’estimateur de Monte Carlo

hθ =
N∑
i=1

h(θi)w̃(θi).

Fin Algorithme
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Ré-échantillonnage

Rubin [1987] a proposé une technique dite ré-échantillonnage afin de pallier ,dans une

certaine mesure, aux difficultés évoquées précédemment. On l’appelle dans la littérature

anglo-saxonne sampling importance resampling (SIR). L’algorithme du Ré-échantillonnage

est donné par :

Algorithme 4 Ré-échantillonnage

– Données : un échantillon x, x ∼ f

– Initialiser (h(.), π(.), q(.), N),

– Simuler un N-échantillon θ, (θ1, θ2, ..., θN) ∼ q

1. calculer la vraisemblance f(x|θ).

2. évaluer les poids w(θi) selon l’Eq. 2.42 :

wi =
f(x|θi)π(θi)

q(θi)
.

3. normaliser les wi suivant l’Eq. 2.43

w̃i =
wi
N∑
j=1

wj

.

4. Tirer un échantillon avec remise de la distribution finie sur θ1, θ2, ..., θN affectant

les poids w̃i à chaque θi

5. évaluer l’estimateur de Monte Carlo

hθ =
1

N

N∑
i=1

h(θi).

Fin Algorithme

L’avantage de cette méthode est d’obtenir un véritable échantillon (tout les poids

générés retrouvent le même poids). Son principal défaut est de produire un grand nombre

de doublons, ce qui appauvrit les possibilités d’exploration du support de la cible.
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2.6.5.4 Population Monte Carlo (PMC)

Les algorithmes de Monte Carlo dépendent de paramètres d’implémentation dont le

choix est crucial pour la convergence de l’algorithme et son efficacité. Par exemple, dans les

algorithmes de type échantillonnage pondéré, les tirages se font sous une loi instrumentale

puis corrigés par la suite pour approcher une loi cible.

Choisir des paramètres appropriés est une étape difficile, qui demande une certaine ex-

pertise de l’utilisateur. En conséquence, les nouveaux algorithmes de simulation s’orientent

vers des procédures itératives au cours desquelles l’algorithme corrige la valeur des para-

mètres d’implémentation en fonction de son comportement passé. Cette procédure d’adap-

tation est guidée par la recherche des paramètres d’implémentation qui optimisent un

critère d’efficacité de l’échantillonneur.

En combinant la méthode d’échantillonnage préférentiel et celle du ré-échantillonnage,

Cappé et al. [2004] ont proposé l’approche PMC pour traiter le problème de reconstitution

de signal (observé bruité) dans un canal ionique.

Les étapes de l’algorithme PMC général (sans adaptation à un problème bien spécifique)

sont résumées dans l’algorithme suivant :

Algorithme 5 Schéma PMC général

Données : un échantillon x,

Initialiser (h(.), f(.), π(.), q(.), N, T ),

• étape 0 : Choix de (θ1
0, θ

2
0, ..., θ

N
0 ) ;

• étape t : (t = 1, ..., T ) :

1. pour i=1, ..., N

générer θit ∼ qit(θ) et calculer

rit =
f(x|θit)π(θit)

qit(θit)
;

2. calculer wit = rit/

N∑
k=1

rkt et ré-échantillonner les θit en utilisant les poids wit ;

3. construire qi(t+1) à partir de l’échantillon courant.

Fin Algorithme
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2.6.5.5 Monte Carlo par châınes de Markov (MCMC)

La génération des échantillons à partir d’une densité de probabilité π, connue à une

constante multiplicative près et qui est suffisamment complexe de sorte que l’application

des méthodes usuelles de génération (Robert and Casella [2004]) telle que la méthode

d’acceptation-rejet n’est pas possible est un problème et sujet d’actualité.

L’idée de base des méthodes MCMC est de construire une châıne de Marcov {θ(t)}, à

partir d’un noyau de transition qui garantie la convergence en loi vers la loi cible π, et ce,

en partant d’un état initial arbitraire {θ(0)}. Au bout d’une période N0, appelée période

de chauffage, suffisamment grande, on estime que les particules générées (simulées) sont

représentatives de la loi cible π.

L’idée d’utiliser le comportement limite d’une châıne de Markov donnée dans

Metropolis et al. [1953] apparâıt à la même époque que la technique de Monte Carlo

originelle, mais elle nécessite une puissance de calcul qui n’était alors pas suffisamment

grande pour qu’elle soit appréciée dans sa globalité.

Algorithmes de Métropolis-Hastings

La mise en oeuvre du principe d’utilisation d’une châıne de Markov de loi stationnaire

π nécessite la construction d’un mécanisme de génération pour produire de telles châınes.

En effet, Metropolis et al. [1953] ont développé un algorithme quasi universel satisfaisant

cette contrainte, au départ pour la physique particulaire (et la bombe H), puis généralisé

par Hastings [1970] dans un cadre statistique (et plus pacifique). Cet algorithme est connu

par ses applications variées car sa principale restriction est que la loi d’intérêt soit connue

à une constante près.

Asymptotiquement, une simulation par châınes de Markov doit assurer deux conver-

gences :

• convergence de la châıne vers sa loi stationnaire. De plus, cette dernière doit être aussi

proche que possible de la cible π,

• convergence des moyennes empiriques vers l’espérance correspondante Eπ[h(.)]
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Dans les algorithmes de simulation avec indépendance, la convergence des moyennes

empiriques vers les moyennes théoriques est assurée par la Loi des Grands Nombres (LGN)

mais cette dernière ne fonctionne plus dans le cadre de simulation avec dépendance. Afin

que la simulation via les châınes de Markov puisse remplacer les méthodes de simulation

indépendantes, la LGN est étendue par le théorème ergodique (voir Robert and Casella

[2004] et Robert [2006]) qui résout le paradoxe des deux types de convergence. Ainsi ce

théorème supprime le besoin de produire des suites de variables aléatoires indépendantes.

Contrairement à l’algorithme d’acceptation-rejet, l’algorithme M-H ne dépend que des

quotients π(y)/π(x) et q(x|y)/q(y|x) tel que x et y sont deux particules générées successi-

vement. En effet, cette dépendance est la motivation de leur non besoin de connaissance

de constantes de normalisation que ce soit pour la cible ou l’instrumentale. L’algorithme

est donné comme suit :

Algorithme 6 M-H

– Données : les densités π(.) et q(.), la taille et la période de chauffe N, N0 et le

vecteur x,

1. initialiser θ0,

2. Pour t ∈ {1, .., N} faire

(a) générer θ̃, θ̃ ∼ q(θ|θt−1),

(b) calculer la probabilité d’acceptation ρ = min{1, π(θ̃|x)q(θt−1|θ̃)
π(θt−1|x)q(θ̃|θt−1)

},

(c) générer u, u ∼ U[0, 1],

θt+1 =

 θ̃, si u < ρ,

θt, sinon.

3. évaluer l’estimateur de Monte Carlo, θ̄ =
1

N −N0

N∑
t=N0+1

h(θt).

Fin Algorithme

Il existe plusieurs formes particulières de l’algorithme M-H induites par le procédé de

génération de candidats via l’instrumentale. On cite les algorithmes M-H les plus utilisés

et cités en littérature : M-H indépendant, M-H à marche aléatoire et M-H dit une variable

à la fois.
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2.7 Conclusion

L’objet principal de ce chapitre est la présentation des algorithmes basés sur les diffé-

rentes méthodes et techniques de Monte Carlo.

Nous avons suivi l’ordre chronologique des événements dans l’évolution et l’introduc-

tion des différentes approches d’approximation des intégrales, soit analytiquement, soit

numériquement ou par simulation. Les critiques faites aux deux premières approches nous

orientent sur l’approche simulation dont les méthodes d’échantillonnage préférentiel adap-

tatif et les méthodes MCMC l’emportent sur les autres techniques que nous avons pré-

sentées.

Une partie du chapitre suivant est consacrée à l’adaptation et implémentation des

algorithmes MCMC et PMC pour l’estimation de la moyenne a posteriori de la loi du

paramètre de lissage.

Page 52



Chapitre 3

Approches globales pour la sélection

du paramètre de lissage

3.1 Introduction

Le choix du paramètre de lissage h est d’une importance capitale dans l’estimation de

la fonction densité par la méthode des noyaux associés.

Dans ce chapitre, nous présentons deux approches différentes pour la sélection du

paramètre de lissage. La première approche est basée sur les méthodes classiques (fré-

quentistes) dont les méthodes de ré-injection (plug-in) et les méthodes validation croisée,

la seconde est bayésienne et englobe trois approches : globale, adaptative et locale (voir par

exemple les travaux récents de Zougab et al. [2012], Zougab et al. [2013a] et Zougab et al.

[2013b]). Nous présentons et utiliserons par la suite uniquement l’approche bayésienne glo-

bale à cause de sa similitude avec les méthodes classiques.

3.2 Approche fréquentiste

Plusieurs méthodes (dites classiques) pour choisir le paramètre de lissage ont été pro-

posées dans la littérature et quelques études comparatives intéressantes ont été effectuées

(cas des noyaux symétriques, voir Zougab [2007]) notamment les méthodes reposant sur
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la validation croisée, dont le principal intérêt est leur caractère direct. Une autre classe de

méthodes dite de ré-injection (ou plug-in) a également été introduite. Son principe repose

sur l’estimation d’une (ou des) quantité(s) inconnue(s), donnant un paramètre de lissage

dépendant des observations.

Nous présentons brièvement le principe de ces méthodes pour le choix du paramètre

de lissage dans le cas de données positives.

3.2.1 Méthodes plug-in

Dans le cas d’utilisation des noyaux associés asymétriques, le paramètre de lissage idéal

au sens de AMISE dépend généralement de trois quantités inconnues exprimées à travers

f , f ′ et f ′′. Ceci rend plus difficile le choix du paramètre de lissage par les méthodes plug-

in. La seule méthode qui a été proposée dans ce cas est la méthode de règle de référence par

analogie avec le cas des noyaux symétriques. Scaillet [2004] suggère d’estimer les quantités

inconnues en remplaçant f par un modèle de référence log-normal de paramètres µf et σ2
f .

Par exemple, les paramètres de lissage obtenus par Scaillet [2004] pour la règle de référence

en utilisant le noyau gaussien-inverse et le noyau gaussien-inverse-réciproque sont donnés

respectivement par

hrdrIG =

[
16σ5

f exp
{

1
8
(7σ2

f − 20µf )
}

12 + 68σ2
f + 225σ4

f

] 2
5

n−
2
5 , (3.1)

hrdrRIG =

[
16σ5

f exp
{

1
8
(−17σ2

f + 20µf )
}

12 + 4σ2
f + σ4

f

] 2
5

n−
2
5 . (3.2)

En pratique, les deux paramètres µf et σ2
f sont estimés à l’aide des observations

X1, . . . , Xn par la moyenne et la variance empiriques. Cette méthode a tendance à fournir

des valeurs très petites pour le paramètre de lissage, ce qui conduit au phénomène de

sous-lissage. Une étude de simulation conduite par Scaillet [2004] montre que le choix de

paramètre de lissage par la règle de référence en utilisant les noyaux gaussien-inverse et

gaussien-inverse-réciproque confirme le défaut de cette approche.

La méthode la plus répandue lorsque le noyau utilisé est asymétrique est la méthode

de validation croisée dont nous allons présenter deux de ses variantes :
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3.2.2 Méthodes de validation croisée

Validation croisée non biaisée

La validation croisée non biaisée pour la sélection du paramètre de lissage dans l’es-

timation à noyau de densité a été initialement introduite par Rudemo [1982] et Bowman

[1984]. La méthode consiste à choisir le paramètre de lissage qui minimise un estimateur

optimal de

ISE(h) =

∫
(f̂h(x)− f(x))2dx =

∫
f̂ 2
h(x)dx− 2

∫
f̂h(x)f(x)dx+

∫
f 2(x)dx. (3.3)

Étant donné que
∫
f 2(x)dx ne dépend pas du paramètre de lissage h. Le paramètre h est

choisi de sorte à ce qu’il minimise un estimateur de

UCV(h) =

∫
f̂ 2
h(x)dx− 2

∫
f̂h(x)f(x)dx. (3.4)

La relation donnant le terme UCV(h) est composée de deux termes I1(h) et I2(h) avec

UCV(h) = I1(h)− 2I2(h)

En s’inspirant des techniques de Monte Carlo, le terme
∫
f̂h(x)f(x)dx peut être estimé par

1

n

n∑
i=1

f̂h(Xi) mais la technique décrite dans Scott and Terrell [1987] nécessite d’estimer

le second terme par un estimateur jackknife 1 1

n

n∑
i=1

f̂h,i(Xi) afin d’assurer l’indépendance

des variables, où f̂h,i(Xi) est l’estimateur de la densité calculé à partir de l’échantillon

privé de l’observation Xi, soit f̂h,i(Xi) =
1

n− 1

n∑
j=1,i 6=j

KXi,h(Xj).

Le second terme est estimé par Î2(h) tel que

Î2(h) =
1

n(n− 1)

n∑
i=1

n∑
j=1,j 6=i

KXi,h(Xj). (3.5)

L’évaluation du premier terme

∫ ∞
0

f̂ 2
h(x)dx, est obtenue en lui appliquant une approxi-

mation Monte Carlo comme suit :

1. Une méthode de ré-échantillonnage qui tire son nom de couteau suisse. À partir des années 70, cette

méthode de ré-échantillonnage a été ”remplacée” par une méthode plus sophistiquée, le bootstrap.
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I1(h) =

∫ ∞
0

f̂ 2
h(x)dx =

∫ 1

0

f̂ 2
h

(
1− y
y

)
1

y2
dy, avec x =

1− y
y

= EU[0,1]

[
f̂ 2
h

(
1− y
y

)
1

y2

]
≈ 1

m

m∑
i=1

1

y2
i

f̂ 2
h

(
1− yi
yi

)
, yi ∼ U[0,1]

=
1

m

m∑
i=1

1

y2
i

{
1

n

n∑
j=1

K 1−yi
yi

,h
(Xj)

}2

=
1

mn2

m∑
i=1

1

y2
i

{
n∑
j=1

K 1−yi
yi

,h
(Xj)

}2

, (3.6)

où m est la taille d’une séquence uniforme : y1, . . . , ym.

Le critère à optimiser devient alors

UCV(h) =
1

mn2

m∑
i=1

1

y2
i

{
n∑
j=1

K 1−yi
yi

,h
(Xj)

}2

− 2

n(n− 1)

n∑
i=1

n∑
j=1,j 6=i

KXi,h(Xj). (3.7)

Reste à montrer que UCV(h) est un estimateur sans biais de MISE(h)−
∫
f 2(x)dx.

On a :

MISE(h)−
∫
f 2(x)dx = E

[∫ {
f̂h(x)− f(x)

}2

dx

]
−
∫
f 2(x)dx

= E

∫
f̂ 2
h(x)dx− 2E

∫
f̂h(x)f(x)dx. (3.8)

Or
∫
f̂ 2
h(x)dx est approximée par un estimateur Monte Carlo standard qui est un esti-

mateur approximativement non biaisé. Il reste donc à montrer que
1

n

n∑
i=1

f̂h,i(Xi) est un

estimateur sans biais de E
∫
f̂h(x)f(x)dx.

D’une part, on a

E

[
1

n

n∑
i=1

f̂h,i(Xi)

]
=

1

n

n∑
i=1

E

[
1

n− 1

n∑
j=1, j 6=i

KXi,h(Xj)

]
,

=
1

n

n∑
i=1

∫
KXi,h(z)f(z)dz,

=

∫
f(x)

∫
Kx,h(z)f(z)dzdx. (3.9)
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D’autre part,

E

[∫
f̂h(x)f(x)dx

]
= E

[∫
1

n

n∑
i=1

∫
Kx,h(Xi)f(x)dx

]
,

=
1

n

n∑
i=1

E

[∫
Kx,h(Xi)f(x)dx

]
,

=

∫
f(x)

∫
Kx,h(z)f(z)dzdx. (3.10)

1

n

n∑
i=1

f̂h,i(Xi) est donc un estimateur non biaisé de E
∫
f̂h(x)f(x)dx.

Algorithme de la méthode validation croisée non biaisée

La sélection du paramètre de lissage optimal, noté hucv par validation croisée non

biaisée, est donnée par la minimisation numérique de la fonctionnelle UCV(h) donnée

dans (3.7). Pour cela, on propose un algorithme général pour le calcul du paramètre de

lissage optimal d’un noyau associé asymétrique de support R+. Les étapes de l’algorithme

sont résumées comme suit :

Algorithme 7 Validation croisée non biaisée (UCV)

1. Données : un n-échantillon x,

2. générer un m-échantillon y, y ∼ U[0, 1]

Terme1(h)← 0, Terme2(h)← 0

3. pour i← 1 à m

Terme1(h)← Terme1(h) +
1

y2
i

{
n∑
j=1

K
θ(

1−yi
yi

,h)
(xj)

}2

4. pour i← 1 à n

Terme2(h)← Terme2(h) +
n∑

j=1, j 6=i
Kθ(xi,h)(xj)

5. UCV(h)← 1

mn2
Terme1(h)− 2

n(n− 1)
Terme2(h)

6. hucv ← arg min
h

UCV(h)

Fin Algorithme
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Validation croisée de la vraisemblance

La plus simple des méthodes de type validation croisée est celle proposée par

Habbema et al. [1974], appelée validation croisée du maximum de vraisemblance. Elle

consiste à maximiser par rapport à h un estimateur de la vraisemblance donné par

LCV(h) =
n∏
i=1

f̂h,i(xi)

=
1

(n− 1)n

n∏
i=1

n∑
j=1,j 6=i

Kxi,h(xj). (3.11)

Le paramètre de lissage optimal fourni par cette méthode est donné par

hlcv = argmax
h

LCV(h).

Cette méthode est probablement la moins utilisée car elle révèle un certain nombre

de faiblesses pour les estimateurs à noyau. Plusieurs études ont mis en avant la mauvaise

robustesse de cette méthode ainsi que le risque qu’elle conduise vers une estimée non

consistante lorsqu’elle est appliquée à des observations dont la distribution présente des

queues. C’est la méthode la moins utilisée pour choisir le paramètre de lissage optimal.

3.2.3 Avantages et inconvénients des méthodes classiques

Pour les méthodes plug-in, plusieurs points peuvent être soulignés. D’abord la tech-

nique de plug-in est satisfaisante théoriquement dans le cas où le paramètre de lissage

optimal h∗ obtenu en minimisant le critère AMISE s’exprime d’une manière simple. Par

exemple, dans le cas d’utilisation des noyaux associés symétriques continus, la forme de

h∗ est donné dans Zougab [2013]. Cependant, plusieurs difficultés se posent en pratique

pour cette méthode. En effet, pour calculer l’optimal h∗, il faut estimer une ou plusieurs

quantités inconnues. Ceci s’avère techniquement très difficile selon le type du noyau utilisé

et des restrictions sont aussi imposées sur la densité à estimer f souvent très difficiles à

vérifier dans la pratique. De plus, le paramètre de lissage obtenu par plug-in n’est valable

qu’asymptotiquement.
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Le principal intérêt des méthodes validation croisée est qu’elles n’exigent pas des hy-

pothèses sur la densité à estimer f comme c’est le cas des méthodes plug-in. Pour être

applicable en pratique, ces méthodes sont guidées entièrement par les observations. Ce-

pendant cette approche présente quelques inconvénients majeurs : le paramètre de lissage

estimé par les techniques de validation croisée présente une grande variabilité, c’est à dire

que les valeurs des paramètres de lissage peuvent être très différentes après plusieurs ap-

plications de la méthode à un même échantillon. Ceci relève du problème d’automatisation

de la méthode validation croisée.

3.3 Approche Bayésienne globale

Dans cette section, nous présentons l’approche Bayésienne globale pour la sélection du

paramètre de lissage. L’estimation Bayésienne du paramètre h conditionné aux données

se fait par la densité a posteriori π(h|données).

Concrètement, nous considérons une séquence X1, . . . , Xn de variables aléatoire réelles,

indépendantes et identiquement distribuées par une densité de probabilité f et de réali-

sations x = (x1, . . . , xn).

L’estimation Bayésienne globale du paramètre de lissage est généralement construite

par le biais de ces étapes :

1. Donner la forme de l’estimateur de la vraisemblance f(x1, . . . , xn|h), la densité des

données sachant le paramètre h ;

2. Choisir la loi a priori sur le paramètre de lissage h ;

3. Calculer la densité a posteriori π(h|x1, . . . , xn) du paramètre de lissage h et les

données x1, . . . , xn en utilisant le théorème de Bayes.

4. Estimer le paramètre de lissage h par la moyenne, le mode ou la médiane a posteriori

en utilisant les méthodes de Monte Carlo.
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3.3.1 Approximation de la vraisemblance

La vraisemblance des données x1, . . . , xn notée L(x1, . . . , xn) est donnée par

L(x1, . . . , xn) = f(x1, . . . , xn) =
n∏
i=1

f(xi).

L’estimateur de la vraisemblance est obtenu en utilisant l’estimateur à noyau associé donné

dans (1.9) et la technique de jackknife, parfois appelée technique de validation croisée.

f(x1, . . . , xn|h) ≈
n∏
i=1

f̂h,i(xi).

La technique du jackknife consiste à estimer f(xi) à partir de l’ensemble des points sauf le

point xi en utilisant l’estimateur à noyau associé. L’estimateur à noyau associé et jackknife

de f(xi) est donné par

f̂h,i(xi) =
1

n− 1

n∑
j=1,j 6=i

Kxi,h(xj).

La vraisemblance est alors approximée par

f(x1, . . . , xn|h) ≈ 1

(n− 1)n

n∏
i=1

n∑
j=1,j 6=i

Kxi,h(xj). (3.12)

L’estimateur (3.12) de la vraisemblance sera utilisé pour le calcul de la densité a posteriori.

3.3.2 Choix de la loi a priori

L’inférence Bayésienne nécessite le choix de la loi a priori sur le(s) paramètre(s) à

estimer. Dans le cas du paramètre de lissage, ce choix n’est pas unique mais il est fait de

sorte à ce que les méthodes Monte Carlo fonctionnent correctement.

Zhang et al. [2006] ont utilisé la loi a priori π(h) dont la densité est donnée, à une

constante près par

π(h) ∝ 1

1 + h2

L’avantage de ce prior est qu’il ne présente pas d’hyper-paramètres. cet avantage fait aussi

son défaut, vu la difficulté de son adaptation à l’estimation du paramètre de lissage par

la méthode du noyau associé.
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Nous avons choisi d’utiliser la loi Gamma proposée par Brewer [1998] comme loi a

priori pour h. La densité π(h) est alors donnée, à une constante près, par

π(h|α, β) ∝ hα−1 exp(−h
β

),

où α et β sont des hyper-paramètres.

Notons aussi que le choix de la loi a priori peut se faire dans le but d’avoir la conjugalité

avec la vraisemblance.

3.3.3 Approximation de la densité a posteriori

En utilisant le théorème de Bayes, la densité a posteriori de h est estimée par :

π̂(h|α, β, x1, . . . , xn) =
f(x1, . . . , xn|h)π(h|α, β)

π(x1, . . . , xn)
≈
π(h|α, β)

n∏
i=1

f̂h,i(xi)

π(x1, . . . , xn)

≈
π(h|α, β)

n∏
i=1

n∑
j=1,j 6=i

Kxi,h(xj)∫
π(h|α, β)

n∏
i=1

n∑
j=1,j 6=i

Kxi,h(xj)dh

(3.13)

où π(x1, . . . , xn) =

∫ n∏
i=1

f̂h,i(xi)π(h|α, β)dh est la loi marginale de l’échantillon.

Vu la complexité de la loi a posteriori (3.13) il est difficile d’obtenir directement l’es-

timateur Bayésien de h. Pour cela, On utilise les méthodes Monte Carlo présentées dans

le chapitre précédent pour estimer le paramètre de lissage h.

Ainsi, nous proposons de raisonner proportionnellement afin de nous débarrasser des

calculs inutiles. La densité a posteriori du paramètre h sachant les données x1, . . . , xn est

donnée, à une constante d’intégration près, par

π(h|α, β, x1, . . . , xn) ∝ hα−1 exp(−h
β

)
n∏
i=1

n∑
j=1,j 6=i

Kxi,h(xj). (3.14)

Nous présenterons, ci-dessous, l’adaptation numérique des méthodes Monte Carlo

(MCMC et PMC) pour la sélection du paramètre de lissage h.
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3.3.4 MCMC pour estimer le paramètre de lissage

Parmi les algorithmes se basant sur la méthode MCMC, nous avons choisi l’algorithme

M-H Hastings [1970] à marche aléatoire pour estimer le paramètre de lissage h par la

moyenne a posteriori. Cet algorithme est basé sur l’utilisation d’une loi génératrice de

candidats de la forme Q(.|h(k)). Le candidat h̃ est généré à partir d’une variable aléatoire

ε positive de densité q(h|h(k), γ(k)), tels que h(k) est le candidat généré à la kème étape,

γ(k) est un paramètre de réglage choisi de telle sorte à obtenir un taux d’acceptation

optimal τ . ε est généralement choisie comme gaussienne de moyenne h(k) et de variance

γ2
(k) (voir Zougab [2013] et Li et al. [2013]). Ici, nous la remplaçons par une même loi

gaussienne tronquée sur [0,+∞[, vu la positivité du paramètre de lissage h, c’est-à-dire

ε ∼ N (h(k), γ2
(k), 0,∞). La densité de l’instrumentale est alors donnée par

q(h|h(k), γ(k)) =
2

γ(k)

√
2πΦ

(
h(k)

γ(k)

) exp

(
−(h− h(k))2

2γ2
(k)

)
, (3.15)

où Φ(.) est la fonction de répartition de la loi normale standard.

Garthwaite et al. [2010] donnent la formule de mise-à-jour du paramètre γ à l’étape k

par

γ(k) =

 γ(k−1) +
γ(k−1)

kτ
, si h(k) est accepté,

γ(k−1) − γ(k−1)

k(1−τ)
, si h(k) est rejeté,

(3.16)

où τ est le taux d’acceptation optimal, il est égal à 0.234 dans le cas multivarié et 0.44 dans

l’univarié, voir Gelman et al. [1996], Roberts and Rosenthal [2009] et Garthwaite et al.

[2010].

Une des difficultés rencontrées dans l’implémentation des méthodes MCMC est le

diagnostique de convergence de la châıne construite. Plusieurs critères et indicateurs ont

été présentés dans la littérature pour vérifier la convergence des méthodes MCMC. Nous

citons par exemple, le critère Intern-Intra-châıne proposé par Gelman et al. [1996] et les

indicateurs Bath Mean Standard Error (BMSE), aussi appelée erreur standard de Monte

Carlo, et Simulation Inefficiency Factor (SIF) proposé par Meyer and Yu [2000]. Ces

critères et indicateurs ont été utilisés pour vérifier la convergence des méthodes MCMC
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par plusieurs auteurs, par exemple, Meyer and Yu [2000], Tse et al. [2004], Zhang et al.

[2006] et Roberts and Rosenthal [2009].

L’algorithme M-H consiste à construire une châıne de longueur N avec valeur initiale

h(0) puis à évaluer les estimations Monte Carlo désirées. Afin de réduire le biais de l’esti-

mateur Monte Carlo qui est dû à l’effet des valeurs initiales. Les N0 premières iterations

de départ, appelée phase de chauffe, sont ignorées.

Nous présentons les étapes de calcul des indicateurs BMSE et SIF. Ces critères consistent

à subdiviser la châıne (h(k))0≤k≤N en m châınes de longueur n. Le BMSE est donné par

BMSE =

√
σ̂2

N
, (3.17)

où σ̂2 =
n

m− 1

m∑
k=1

(h̄k − h̄)2 avec h̄k =
1

n

kn∑
i=(k−1)n+1

h(i), k = 1, m et

h̄ =
1

N −N0

N∑
i=N0+1

h(i).

Le SIF est donné par

SIF =
σ̂2

σ̃2
, (3.18)

où σ̃ est l’estimation de la déviation standard donnée par

σ̃ =

[
1

N −N0 − 1

N∑
i=N0+1

(h(i) − h̄)2

] 1
2

.

De petites valeurs de ces indicateurs révèlent la bonne convergence de l’échantionneur.

Nous utiliserons ces indicateurs pour contrôler la convergence des Méthodes MCMC.

L’objectif de l’algorithme M-H est de simuler un échantillon selon la densité a pos-

teriori π(h|α, β, x1, . . . , xn) connue à une constante multiplicative près, à partir de la loi

de proposition Q(h|h̃) facilement simulable. Les étapes de l’algorithme M-H sont données

comme suit
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Étape 1- initialiser h(0) et γ(0)

Étape 2- pour k ∈ {1, . . . , N}
(a) Générer h̃ ∼ q(h|h(k−1), γ(k−1))

(b) Calculer la probabilité d’acceptation

ρ = min

{
1,

π(h̃|x1, . . . , xn)

π(h(k−1)|x1, . . . , xn)
× q(h(k−1)|h̃, γ(k−1))

q(h̃|h(k−1), γ(k−1))

}

(c) Calculer l’état de la châıne

h(k) =

 h̃, si u < ρ, u ∼ U[0,1]

h(k−1), sinon

(d) Mettre à jour le paramètre de réglage

γ(k) =

 γ(k−1) +
γ(k−1)

kτ
, si h̃ est accepté

γ(k−1) − γ(k−1)

k(1−τ)
, si h̃ est rejeté

Étape 3- k = k + 1 et aller à 2.

Étape 4- Calculer l’estimateur de Bayes ĥ = 1
N−N0

N∑
k=N0+1

h(k)

où U[0,1] désigne la loi uniforme dans [0, 1].

Pour éviter les erreurs de calcul dans la pratique, la probabilité d’acceptation est

modifiée comme suit :

ρ̂ = min
{

0, log(ρ) = log
(
π(h̃|x1, . . . , xn) + q(h(k−1)|h̃, γ(k−1))

)
− log

(
π(h(k−1)|x1, . . . , xn) + q(h̃|h(k−1), γ(k−1))

)}
.

Puisque la fonction logarithme est strictement monotone, la règle de décision devient :

h(k) =

 h̃, si log(u) < ρ̂, u ∼ U[0,1]

h(k−1), sinon

3.3.5 PMC pour estimer le paramètre de lissage

Lorsque le calcul explicite de la loi a posteriori du paramètre h est impossible, les mé-

thodes de Monte Carlo par châınes de Markov (MCMC) permettent de fournir un échan-
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tillon approximativement distribué suivant celle loi. Nous avons alors utilisé ce dernier afin

d’estimer l’espérance a posteriori du paramètre h. Le recours excessif à l’utilisation des

méthodes MCMC a peu à peu marginalisé l’utilisation des méthodes d’échantillonnage

préférentiel qui leurs sont ultérieurs. En effet, le schéma d’échantillonnage préférentiel

nécessite son adaptativité en lui introduisant une dimension temporelle pour fonctionner

correctement.

Dans l’algorithme M-H présenté ci-dessus, la vraisemblance est doublement évaluée

dans chaque étape lors du calcul de la probabilité d’acceptation. Cela cause la lenteur

de l’algorithme M-H. Cette motivation est largement suffisante pour l’utilisation des mé-

thodes d’échantillonnage préférentiel, précisément l’algorithme Population Monte Carlo

(PMC) qui nécessite une seule évaluation de la vraisemblance dans chaque étape (ou pour

chaque particule).

L’algorithme PMC est basé sur l’utilisation d’une loi génératrice de particules de la

forme Qt(h|h(k)) où h
(k)
t est la kème particule générée à l’iteration t. En choisissant comme

instrumentale la loi normale tronquée sur [0, ∞[, sa densité s’écrit sous la forme

q(h|h(k)
t−1, σ) =

2

σ
√

2πΦ
(h(k)t−1

σ

) exp

(
−(h− t− 1(k))2

2σ2

)
, (3.19)

où σ est un hyper-paramètre fixé (σ = 0.3 dans notre cas) et h
(1)
0 , . . . , h

(M)
0 sont M parti-

cules initialisées au départ. Les particules initiales peuvent être générées à partir de la loi

a priori.

Le diagnostique de convergence de l’approche PMC ou d’une manière générale l’échan-

tillonnage préférentiel itératif est encore un sujet ouvert Guillin et al. [2005]. Par ailleurs,

les estimations faites à travers les échantillons générés sont approximativement non biai-

sées.

L’algorithme PMC consiste en l’itération de deux étapes : tout d’abord, on simule

une population de M particules suivant la loi instrumentale choisie puis on calcule les

poids de chaque particule et on retire un échantillon dans la population générée propor-

tionnellement aux poids calculés et normalisés. La représentation algorithmique suivante

correspond à ces deux étapes :
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• étape 0 : Choix de h
(1)
0 , . . . , h

(M)
0 ;

•• étape t : (t = 1, ..., T ) :

(a) pour i = 1, . . . ,M

1. générer h
(i)
t ∼ qit(h|h(i)

t−1) et calculer r
(i)
t =

π(x1, . . . , xn|h(i)
t )π(h

(i)
t )

qit(h
(i)
t |h(i)

t−1)

2. normaliser les poids r
(i)
t , w

(i)
t = r

(i)
t /

M∑
k=1

rkt ;

(b) ré-échantillonner les particules h
(i)
t en utilisant les poids w

(i)
t ;

(c) t=t+1 et aller à (••) ;

(d) Calculer l’estimateur de Bayes ĥ =
1

MT

T∑
t=1

M∑
i=1

w
(i)
t × h(i)

t

La paramétrisation de l’a priori est liée au paramètre de lissage h. Pour ce faire, nous

avons à satisfaire deux contraintes : h → 0 quand n → ∞ et la vraisemblance doit faire

le posterior quand n → ∞. Nous avons utilisé la méthode de validation croisée de la

vraisemblance pour vérifier la deuxième contrainte.

3.4 Conclusion

L’objectif majeur de ce chapitre est l’utilisation des méthodes de Monte Carlo dans

la sélection du paramètre de lissage h, qui est aussi la motivation du choix de l’approche

bayésienne globale.

Dans l’approche classique, nous avons présenté les méthodes : plug-in, validation croi-

sée non biaisée et validation croisée de la vraisemblance. Quant à l’approche bayésienne

globale, nous avons présenté l’algorithme M-H basé sur les méthodes MCMC et l’algo-

rithme PMC basé sur les méthodes d’échantillonnage préférentiel.

Dans l’approche bayésienne globale, nous n’avons pas discuté le choix des hyper-

paramètres précisément les paramètres de la loi a priori. En effet, le choix est fait empi-

riquement de sorte que les méthodes de Monte Carlo fonctionnent correctement.
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Application Numérique

4.1 Introduction

Nous présentons dans ce chapitre le travail de simulation effectué pour étudier, d’une

part, l’influence du noyau dans l’estimation de la densité de probabilité, d’autre part, les

performances des méthodes MCMC et PMC pour l’approche bayésienne et la méthode

de validation croisée non biaisée pour l’approche classique dans le choix du paramètre de

lissage.

Afin d’illustrer l’influence du noyau et les performances des méthodes de sélection du

paramètre de lissage, nous utilisons sept densités tests présentant différentes formes.

4.2 Choix des densités cibles

Densités définies sur ]0,+∞[

• Les densités D1 et D2 sont unimodales et avec queues, de plus D2 est à queue lourde.

• La densité D4 est unimodale ayant un pôle au voisinage de x = 0 et sans maximum

local.

• La densité D7, combinaison linéaire de deux densités de sorte qu’elle soit bimodale.

Densités définies sur [0,+∞[

• La densité D3 est unimodale, ayant un maximum en x = 0.
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• Les densités D5 et D6 sont unimodales présentant deux particularités. Les points de

forte densité sont concentrés dans le voisinage de x = 0 (bord) pour le cas du modèle

D5 et ailleurs pour le modèle D6.

Densités des différents modèles :

– D1 Modèle log-normale de paramètres µ = 0 et σ = 1 :

f1(x) =
1

x
√

2π
exp

(
−1

2
[log(x)]2

)
1]0,+∞[(x),

– D2 Modèle log-normale de paramètres µ = 2 et σ = 1 :

f2(x) =
1

x
√

2π
exp

(
−1

2
[log(x)− 2]2

)
1]0,+∞[(x),

– D3 Modèle normale tronquée de paramètres µ = 0 et σ = 1 :

f3(x) =
2√
2π

exp

(
−1

2
x2

)
1[0,+∞[(x),

– D4 Modèle Weibull de paramètre de forme α = 0.91 et de paramètre d’échelle

β = 1 :

f4(x) = 0.91x−0.09 exp
(
−x0.91

)
1]0,+∞[(x),

– D5 Modèle normale tronquée de paramètres µ = 1
10

et σ = 1
10

:

f5(x) =
10√

2πΦ(1)
exp

(
−50

[
x− 1

10

]2
)

1[0,+∞[(x),

– D6 Modèle normale tronquée de paramètres µ = 1 et σ = 1
10

:

f6(x) =
10√

2πΦ
(

1
10

) exp
(
−50 [x− 1]2

)
1[0,+∞[(x),

– D7 Le mélange de deux densités de loi log-normale de paramètres (µ1 = 1, σ1 = 1
10

)

et (µ2 = 0, σ2 = 1) pondérées par les poids (p1 = 1
4
, p2 = 3

4
) :

f7(x) =

[
1

4

10

x
√

2π
exp

(
−50 [log(x)− 1]2

)
+

3

4

1

x
√

2π
exp

(
−1

2
[log(x)]2

)]
1]0,+∞[(x),

Les courbes de ces densités tests sont données dans la figure (4.1) suivante :
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Figure 4.1: Courbes des densités tests choisies Di, i=1, 7
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4.3 Les méthodes utilisées

Parmi les méthodes et critères présentés dans les chapitres précédents, nous utilisons :

• La fonction noyau : afin de mettre en évidence l’influence du noyau, nous avons utilisé

quatre noyaux : Gamma, Gamma modifié, gaussien-inverse-réciproque et log-normal.

• Le paramètre de lissage : le paramètre de lissage est sélectionné par le biais de deux

approches :

? bayésienne : en utilisant la méthode MCMC (Algorithme M-H) et l’algorithme PMC ;

? classique : en utilisant l’algorithme UCV ;

• Les critères d’erreur : nous avons choisi d’évaluer l’erreur d’estimation par le ISE

et la MISE, présentés ci-dessous :

Pour une fonction de densité de probabilité f à support positif, nous utilisons l’approxi-

mation de Monte Carlo pour l’évaluation de l’erreur quadratique intégrée ainsi que sa

moyenne. Le ISE est donné par :

ISE(h) =

∫ ∞
0

{
f̂h(x)− f(x)

}2

dx

≈ 1

m

m∑
i=1

1

y2
i

{
1

n

n∑
j=1

K 1−yi
yi

,h
(xj)− f

(
1− yi
yi

)}2

, yi ∼ U[0,1], (4.1)

la ISE, la moyenne empirique du ISE(h) est alors donnée par

ISE(h) = E

[∫ ∞
0

{
f̂h(x)− f(x)

}2

dx

]
≈ 1

m Nsim

Nsim∑
r=1

m∑
i=1

1

y2
i

{
1

n

n∑
j=1

Kr
1−yi
yi

,h
(xj)− f

(
1− yi
yi

)}2

. (4.2)

4.4 Plan de simulation

Nous nous contenterons de faire des simulations et d’observer le comportement de l’es-

timateur à noyau calculé à partir des échantillons simulés pour les densités tests fi, i=1, 7.

Nous utilisons, pour les simulations, des échantillons de lois Di, i=1, 7 et de tailles

n ∈ {25, 50, 100, 200, 400}. Pour chaque type de densité, pour chaque type de noyau,

pour chaque méthode de sélection et pour chaque taille d’échantillon, Nsim = 50 répéti-

tions d’expériences ont été conduites afin d’approcher le plus possible la valeur du MISE.
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Algorithme

Étant donnée une distribution paramétrique Di, l’algorithme de simulation que nous

avons utilisé, pour un seul jeu de données, comporte six phases :

• Simuler un échantillon de taille n à partir d’une des densités paramétriques cibles

Di, i=1, 7,

• Choisir un noyau asymétrique : Gamma, Gamma modifié, gaussien-inverse-réciproque

ou log-normal,

• Calculer le paramètre de lissage optimal (hUCV ,hMCMC ou hPMC) en utilisant l’un des

algorithmes de sélection (UCV, M-H ou PMC),

• Construire l’estimateur par la méthode du noyau à partir des observations et le para-

mètre de lissage optimal calculé,

• Calculer l’erreur quadratique intégrée commise lors de l’estimation de f ,

• Tracer les deux courbes : la densité test (théorique) et la densité estimée.

Le calcul du ISE est donné après plusieurs executions de ce dernier algorithme.

La programmation, les simulations et les graphiques ont été réalisés à l’aide du logiciel

R (R Development Core Team [2013]) version 3.0.0.

4.5 Résultats de simulation

Les résultats de simulation sont donnés sous forme de tableaux et de graphiques. Les

tableaux (4.2) à (4.9) contiennent les résultats suivant :

1. h∗ : le paramètre de lissage théorique optimal calculé à partir des equations (1.24,

1.29 et 1.40) ;

2. h̄UCV : le paramètre de lissage moyen obtenu par la méthode validation croisée non

biaisée ;

3. h̄MCMC : le paramètre de lissage moyen obtenu par l’algorithme de Metropolis-

Hasting ;

4. h̄PMC : le paramètre de lissage moyen obtenu par l’algorithme PMC ;
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5. σh : l’écart type du paramètre de lissage pour chaque taille d’échantillon ;

6. MISE∗ : l’erreur quadratique intégrée moyenne théorique et optimale, calculée à

partir des equations (1.25, 1.30 et 1.42) ;

7. ISEUCV : le ISE moyen empirique calculée par la relation (4.2) avec le paramètre

de lissage hUCV ;

8. ISEMCMC : le ISE moyen empirique calculée par la relation (4.2) avec le paramètre

de lissage hMCMC ;

9. ISEPMC : le ISE moyen empirique calculée par la relation (4.2) avec le paramètre

de lissage hPMC ;

10. σISE : l’écart type du ISE pour chaque taille d’échantillon ;

11. τac : le taux d’acceptation empirique de l’algorithme M-H ;

12. SIF : le facteur d’inefficacité de simulation empirique, utilisé pour diagnostiquer la

convergence de la méthode MCMC ;

Les tableaux (4.2) à (4.9) nous permettent de comparer les résultats obtenus par la

méthode de validation croisée non biaisée, les méthodes bayésiennes et les quatre noyaux

pour les différentes densités tests Di, i=1, 7.

Les figures (4.3) à (4.16) présentent la qualité de lissage des densités Di, i=1, 7 à

travers les noyaux Gamma, Gamma modifié, RIG et LN en choisissant les fenêtres hUCV ,

hMCMC et hPMC . Pour la construction des figures, la taille des jeux de données simulées

est fixée à n = 400.

4.6 Discussions des résultats

Modèle D1

La visualisation des courbes estimées et théoriques présentées dans les figures (4.3) et

(4.4) et la lecture du tableau (4.2) montrent que :

– Les valeurs de hUCV sont les plus proches du paramètre de lissage optimal h∗ par-

ticulièrement pour des échantillons de tailles n ∈ {100, 200, 400}.
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– hMCMC et hPMC sont proches sauf dans le cas du noyau RIG où hPMC est trop faible,

il a tendance à sous-lisser la densité estimée. De plus, la convergence de hMCMC et

hPMC vers h∗ est très lente.

– Le ISE empirique est proche de l’optimal MISE∗ associé et ceci quelque soit le

noyau choisi.

– Les courbes estimées comparées aux courbes théoriques présentées dans les figures

(4.3) et (4.4) confirment ces résultats. La qualité de lissage est satisfaisante, elle est

presque identique quelque soit les noyaux et les paramètres de lissage, sauf dans le

cas du noyau log-Normal pour les paramètres de lissage sélectionnés par la méthode

Bayésienne où les courbes sont sujet à un phénomène de sous-lissage.

Modèle D2

La lecture du tableau (4.3) nous permet de remarquer que :

– Toutes les méthodes de sélection fournissent des valeurs h̄ très voisines des valeurs

h∗ dans le cas des noyaux Gamma modifié et RIG. Notons que la dispersion du

paramètre de lissage est importante dans tous les cas, surtout pour la méthode

Bayésienne (MCMC et PMC).

– Les performances (selon le critère ISE moyen) de ces méthodes sont très proches,

et ceci quelque soit le noyau choisi. Cependant, le noyau RIG associé au paramètre

de lissage hPMC est meilleur pour des échantillons de tailles n ∈ {25, 50, 100} et

n ∈ {200, 400} pour une combinaison avec hUCV .

– Ces résultats sont confirmés graphiquement (voir les figures 4.5 et 4.6). Enfin, la

qualité de lissage est presque identique pour tous les noyaux. On constate que les

courbes estimées ne sont pas suffisamment lisses, à l’exception du noyau RIG com-

biné avec le paramètre de lissage hPMC .

Modèle D3

Les résultats donnés dans le tableau (4.4) nous permettent de remarquer que :

– Les paramètres de lissage obtenus par les différentes approches diffèrent des pa-

ramètres de lissage optimaux dans toutes les situations. La même remarque est
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constatée pour les ISEs et MISE∗s associés.

– En terme du ISE, l’approche Bayésienne l’emporte sur la validation croisée pour les

tailles d’échantillon n ∈ {25, 50, 100}. Les ISE minimales sont associées au noyau

Gamma modifié, qui sont proches de celles associées au noyau Gamma.

– Les figures (4.7) et (4.8) montrent les similitudes des courbes estimées par les es-

timateurs à noyaux Gamma et Gamma modifié de celles des courbes de la densité

théorique. Les estimations obtenues par les noyaux RIG ou log-Normal divergent au

voisinage de 0.

Modèle D4

La première lecture du tableau (4.5) nous permet de remarquer que :

– Le paramètre de lissage h̄UCV associé au noyau Gamma modifié est le seul qui est

proche de l’optimum h∗.

– Les erreurs minimales sont enregistrées dans le cas de l’estimateur à noyau Gamma

pour le paramètre de lissage hUCV . Notons que ces dernières sont proches des erreurs

induites par le même estimateur pour les paramètres de lissage hMCMC et hPMC .

Les performances des noyaux Gamma et Gamma modifié sont similaires.

– Les figures (4.9) et (4.10) confirment ces dernières remarques. En effet, la qua-

lité du lissage obtenue par l’estimateur à noyau Gamma est meilleure. Le noyau

Gamma est avantageux au voisinage de x = 0, ce qui confirme les résultats de

Bouezmarni and Scaillet [2005] et Malec and Schienle [2014]. Les estimations obte-

nues par les noyaux RIG et log-Normal divergent au voisinage de 0 et convergent

lentement ailleurs.

Modèle D5

La lecture des résultats donnés dans le tableau (4.6) nous permet de constater que :

– Les paramètres de lissage h̄UCV , h̄MH et h̄PMC sont proches et convergent vers h∗

et ceci quelque soit le noyau.

– Les erreurs moyennes ISE sont minimales et approximativement proches dans le cas

des noyaux Gamma et Gamma modifié. De plus, l’approche Bayésienne est meilleure
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pour n ∈ {25, 50, 100}.
– Les estimateurs à noyaux RIG et log-Normal ne convergent pas vers la densité

théorique cible au voisinage de x = 0.

– Les figures (4.11) et (4.12) confirment ces dernières remarques. Les courbes estimées

par les estimateurs à noyaux Gamma et Gamma modifié sont suffisamment lisses.

Modèle D6

La lecture du tableau (4.7) nous permet de remarquer que :

– Le paramètre de lissage hucv est constant (hucv = 0.00311) pour tout échantillon de

taille n ≥ 200, et cela pour les noyaux Gamma, Gamma modifié et RIG. Les trois

méthodes de sélection convergent vers le même paramètre de lissage dans le cas du

noyau log-Normal.

– Les erreurs (selon le critère ISE) sont toutes dans le voisinage des MISE∗ associées.

Les erreurs minimales sont associées aux paramètres de lissage hMCMC et hPMC

pour n ∈ {200, 400}.
– Les figures (4.13) et (4.14) confirment ces dernières remarques. La qualité de lis-

sage est presque parfaite dans tout les cas. Contrairement à la validation croisée,

l’approche Bayésienne est compétitive dans l’estimation au voisinage du mode de la

densité cible.

Modèle D7

La lecture du tableau (4.8) nous permet de remarquer que :

– Les performances de la méthode UCV sont meilleures que celles de l’approche Bayé-

sienne pour n ∈ {200, 400}. Pour n ∈ {25, 50, 100} les performances sont proches.

– Les estimateurs à noyaux Gamma et Gamma modifié fonctionnent correctement. En

effet, les courbes estimées présentent un effet de sous-lissage engendré par hUCV et

une sur-estimation causée par les fenêtres hMCMC et hPMC (Voir la figure (4.15)).

– L’estimateur à noyau RIG fournit des estimations proches de la densité théorique

avec un effet de sous-lissage pour la première constituante du mélange (voisinage

de x = 1) causé par hUCV et hPMC , le lissage est acceptable ailleurs. De plus, on
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constate un effet de sur-lissage causé par hMCMC (Voir figure 4.16). Par contre,

des sur-estimations de la densité du mélange sont données par l’estimateur à noyau

log-Normal (Voir figure 4.16).

Remarque : D’une manière générale, que ce soit pour les noyaux utilisés, ou pour les

méthodes de sélection du paramètre de lissage ou les modèles choisis, on peut constater

quelques points :

– La taille de l’échantillon n influe sur les valeurs de h∗, h̄, MISE∗ et ISE. L’aug-

mentation de n entrâıne leur décroissance.

– Le tableau (4.9) affiche de petites valeurs du paramètre SIF et des taux d’acceptation

proches de la valeur optimal. Ces résultats confirment la bonne convergence de

l’algorithme M-H. D’ailleurs, cette remarque est valable pour l’algorithme PMC vu

que les deux algorithmes convergent vers des valeurs fortement proches.

– Contrairement à ce qu’a été cité dans la littérature, le choix des particules initiales

dans l’algorithme PMC peut influer dans certains cas sur sa convergence (cas du

noyau RIG, voir les tableaux (4.2, 4.4, 4.5 et 4.8)).

– En terme de qualité de lissage, on peut admettre que l’approche Bayésienne fournie

des courbes suffisamment lisses comparée aux méthodes classiques (UCV).

4.7 Application aux données réelles

Nous considérons les durées (en minutes) de 299 éruptions du geyser 1 d’Old Faith-

ful dans le parc national de Yellowstone, aux États-Unis d’Amérique. Ces données sont

disponibles dans les bases de données du package ”MASS” du logiciel R. Elles sont aussi

utilisées par Silverman [1986] et Zougab et al. [2013b] pour l’estimation non paramétrique

de densité de probabilité.

En utilisant les différents estimateurs à noyau (Gamma, Gamma modifié, RIG et Log-

Normal) dont les paramètres de lissage correspondants sont calculés par les méthodes

UCV, MCMC et PMC et présentés dans le tableau (4.1), nous estimons la densité de la

1. Type particulier de source d’eau chaude qui jaillit par intermittence en projetant de l’eau et de la

vapeur.
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variable continue à support positif ”durée d’une éruption”. Les différentes courbes estimées

sont présentées dans la figure (4.2).

Gamma Gamma modifié RIG Log-Normal

hUCV 0.00311 0.00311 0.00311 0.00311

hMCMC 0.01092 0.01086 0.00999 0.08219

hPMC 0.01085 0.01133 0.01105 0.08213

Table 4.1: Paramètres de lissage correspondants aux durées d’éruption
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Figure 4.2: Courbes de la densité estimée de la durée d’éruption
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La méthode UCV fournit un paramètre de lissage identique (hUCV = 0.00311) pour

tous les noyaux. Quant aux paramètres de lissage hMCMC et hPMC , donnés par la méthode

Bayésienne, ils sont approximativement proches mais présentent d’importants écarts com-

parés à hUCV .

La visualisation des courbes estimées données dans la figure (4.2) permet de remarquer

que :

– Le paramètre de lissage hUCV engendre le phénomène de sous-lissage des courbes

de densités estimées et ceci quelque soit le noyau. Par contre, les courbes lissées en

utilisant les paramètres de lissage hMCMC et hPMC sont suffisamment lisses quelque

soit le noyau utilisé.

– Les courbes estimées présentent deux modes. Leurs niveaux sont différents dans

le cas du noyau Log-Normal et sont approximativement proches pour les autres

noyaux.

– Les estimateurs à noyau Gamma, Gamma modifié et RIG fournissent des estimations

similaires de la densité des durées d’éruption, soit par le paramètre de lissage hUCV

ou par les paramètres sélectionnés par l’approche Bayésienne.

4.8 Conclusion

Dans ce chapitre, il a été présenté l’étude numérique basée sur des données simulées

et des données réelles. L’étude est motivée par l’illustration des résultats théoriques sur

l’apport du choix adéquat du noyau et du paramètre de lissage dans l’estimation de densité

de probabilité de données positives.

Dans cette étude de simulation, on a observé l’impact sur la qualité des estimations,

d’une part, de la variation des estimateurs par le biais du noyau et des méthodes de

sélection du paramètre de lissage et d’autre part, des données (simulées ou réelles) par leurs

types (variation des modèles pour les données simulées) ainsi que la taille des échantillons.

Il est clair que le type de données influe sur le choix du noyau. Cela est constaté

lors d’utilisation des noyaux RIG et log-Normal pour des données dont la plupart sont

concentrées au voisinage de x = 0. Par contre les noyaux Gamma et Gamma modifié sont

suffisamment flexibles à l’estimation de la densité de données positives.
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Les deux algorithmes MCMC et PMC convergent tous les deux vers des quantités très

proches, mis à part quelques situations où l’algorithme PMC diverge. Cette divergence

est causée par le choix inapproprié des particules initiales ou par le nombre insuffisant

d’itérations. Si les particules initiales sont bien choisies, l’algorithme PMC est meilleur de

l’algorithme MCMC du point de vue temps d’exécution.

La méthode de validation croisée présente certaines limites. Les paramètres fournis

par cette méthode ont tendance à reproduire les données, ce qui cause, généralement,

le phénomène de sous-lissage. Par contre, l’approche Bayésienne (MCMC et PMC) est

compétitive au lissage de la densité estimée. Cependant, les paramètres donnés par cette

approche ont parfois tendance au sur-lissage des densités estimées.

Les algorithmes de sélection basés sur la méthode de validation croisée ou l’approche

Bayésienne ont parfois tendance à diverger, en fournissant des paramètres non appro-

priés. Cela relève, d’une part, du défaut de la méthode validation croisée (la fonction

score UCV(h), à minimiser, présente plusieurs minima locaux) et d’autre part, du choix

inapproprié des paramètres d’implémentation dont les hyper-paramètres de l’a priori dans

l’approche Bayésienne.
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èt
re

d
e

li
ss

a
g

e
p

ar

le
s

a
lg

or
it

h
m

es
:

U
C

V
,

M
C

M
C

et
P

M
C

,
ca

s
d

u
m

o
d

èl
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Chapitre 4 Application Numérique
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Figure 4.3: Estimateurs à noyaux Gamma et Gamma modifié d’une densité (D1)
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Figure 4.4: Estimateurs à noyaux RIG et log-Normal d’une densité (D1)
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Figure 4.5: Estimateurs à noyaux Gamma et Gamma modifié d’une densité (D2)
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Figure 4.6: Estimateurs à noyaux RIG et log-Normal d’une densité (D2)
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Figure 4.7: Estimateurs à noyaux Gamma et Gamma modifié d’une densité (D3)
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Figure 4.8: Estimateurs à noyaux RIG et log-Normal d’une densité (D3)
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Figure 4.9: Estimateurs à noyaux Gamma et Gamma modifié d’une densité (D4)
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Figure 4.10: Estimateurs à noyaux RIG et log-Normal d’une densité (D4)
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Figure 4.11: Estimateurs à noyaux Gamma et Gamma modifié d’une densité (D5)
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Figure 4.12: Estimateurs à noyaux RIG et log-Normal d’une densité (D5)
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Figure 4.13: Estimateurs à noyaux Gamma et Gamma modifié d’une densité (D6)
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Figure 4.14: Estimateurs à noyaux RIG et log-Normal d’une densité (D6)
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Figure 4.15: Estimateurs à noyaux Gamma et Gamma modifié d’une densité (D7)
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Figure 4.16: Estimateurs à noyaux RIG et log-Normal d’une densité (D7)
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Conclusion générale & Perspectives

Le travail présenté dans ce mémoire traite le problème de l’estimation de la densité

de probabilité de variables aléatoires réelles à valeurs positives par la méthode du noyau

associé. L’applicabilité de cette méthode nécessite, préalablement, le choix du noyau et

du paramètre de lissage.

Dans un premier temps, nous avons rappelé la notion de l’estimateur à noyau asso-

cié récemment introduite par Kokonendji and Libengué [2011] et Libengué [2013]. Cette

notion donne la définition unifiée d’un noyau associé Kx,h de cible x et du paramètre de

lissage h, à partir d’une quelconque loi de probabilité vérifiant certaines conditions de

régularité. En pratique, pour estimer une densité de probabilité f de support S, il est

utile de choisir un noyau associé construit à partir d’une distribution de même support S.

Cette technique a permis de remédier au problème des effets de bord rencontré souvent

en pratique lorsqu’on utilise par exemple un noyau continu symétrique comme le noyau

gaussien, pour lisser une densité dont le support est borné d’un ou des deux cotés.

Pour estimer la densité de variables aléatoires à valeurs positives, nous avons utilisé les

noyaux asymétriques : Gamma et Gamma modifié de Chen [2000], Gaussien-Inverse-

Réciproque de Scaillet [2004] et log-Normal de Libengué [2013]. Les noyaux Gamma et

Gamma modifié sont les plus adaptés pour ce type de données, les résultats obtenus

cöıncident avec ceux de Bouezmarni and Scaillet [2005] et Malec and Schienle [2014]. Ce-

pendant, les autres noyaux (voire Gaussien-Inverse-Réciproque et Log-Normal) conduisent

à des estimateurs divergeant au voisinage de 0.

Dans un second temps, nous avons traité le problème du choix du paramètre de lissage

h qui est d’importance capitale dans l’estimation de la fonction densité par la méthode

du noyau associé. Deux différentes approches ont été présentées : l’approche classique
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Conclusion générale

(fréquentiste) et l’approche Bayésienne globale. L’approche fréquentiste est basée sur les

méthodes classiques qui sont regroupées en deux classes. La première classe repose sur la

minimisation du critère de l’erreur quadratique moyenne intégrée MISE. Cependant cette

classe a tendance a fournir des paramètres de lissage de très faibles valeurs qui conduisent

à des estimations sous lissées, comme l’a souligné Scaillet [2004]. La seconde classe en-

globe les méthodes de validation croisée, guidée seulement par les observations. L’intérêt

de cette catégorie de méthodes est dans les applications. Cependant, elle ne garantit pas

l’existence d’un seul minimum local. L’inconvénient principal de cette classe est qu’elle

a tendance à produire des estimateurs sous ou sur-lissés lorsque la densité à estimer est

complexe ou quand la taille de l’échantillon est petite ou modérée. L’approche Bayésienne

globale est caractérisée par la considération du paramètre de lissage comme une variable

aléatoire de loi a priori π(.). La loi a priori sert à compenser le manque d’information

lorsque la taille de l’échantillon est petite ou modérée. L’estimateur Bayésien de h est

obtenu par la moyenne a posteriori sous la perte quadratique Bayésienne. Le calcul ex-

plicite de la moyenne a posteriori a été impossible vu la complexité de la loi a posteriori.

Cette complexité a été résolue par les méthodes de Monte Carlo par châınes de Markov

(MCMC) et Population Monte Carlo (PMC), qui permettent de générer des échantillons

suivant la loi a posteriori connue à une constante près.

Les résultats numériques obtenus sur des données simulées et sur des données réelles,

en utilisant les noyaux asymétriques, montrent que les performances de l’approche Bayé-

sienne globale, lorsque la taille de l’échantillon est petite ou modérée, sont légèrement

meilleures que celles obtenues par la méthode UCV. Pour les échantillons de grande taille,

les performances des méthodes de sélection sont équivalentes. En revanche, la qualité de

lissage a été très satisfaisante par l’approche Bayésienne. Dans l’approche Bayésienne, les

deux méthodes (MCMC et PMC) sont comparées et toutes les deux convergent vers des

quantités très proches.

Le travail réalisé dans ce mémoire ouvre de nombreuses perspectives intéressantes :

– Dans ce travail, on s’est limité à des estimateurs unidimentionnels à noyaux asymé-

triques : un travail important reste à mener sur les estimateurs multidimentionnels,
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là où les performances des deux approches (Bayésienne et classique) peuvent se

distinguer considérablement.

– Utiliser l’approche Bayésienne adaptative et locale pour le lissage des densités ayant

des queues lourdes ou des pôles au voisinage de x=0.

– Généralisation et automatisation des algorithmes de sélection du paramètre de lis-

sage pour un noyau associé donné.

– Réaliser un Package sous R traitant le problème de l’estimation de la densité de

probabilité de variables aléatoires positives, où sera traité le problème du choix du

noyau et du paramètre de lissage par l’approche classique et les approches Bayé-

siennes.
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Statistics, 33(1) :21–37, 2005.

T. Bouezmarni and O. Scaillet. Consistency of asymmetric kernel density estimators

and smoothed histograms with application to income data. Econometric Theory, 21 :

390–412, 2005.

A. W. Bowman. An alternative method of cross-validation for the smoothing of density

estimates. Biometrika, 71(2) :353–360, 1984.

M. J. Brewer. A modelling approach for bandwidth selection in kernel density estimation.

In : Proceedings of COMPSTAT Physica Verlag, Heidelberg, pages 203–208, 1998.
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G. Wahba. Optimal convergence properties of variable knot, kernel, and orthogonal series

methods for density estimation. The Annals of Statistics, pages 15–29, 1975.

G. Wahba. Data-based optimal smoothing of orthogonal series density estimates. The

Annals of Statistics, pages 146–156, 1981.

A. M. Walker. On the asymptotic behaviour of posterior distributions. Journal of the

Royal Statistical Society, 31 :80–88, 1969.

G. G. Walter. Approximation of the delta function by wavelets. Journal of Approximation

Theory, 71(3) :329–343, 1992.

Page 110



Bibliographie

X. Zhang, M. L. King, and R. J. Hyndman. A bayesian approach to bandwidth selection

for multivariate kernel density estimation. Computational Statistics and Data Analysis,

50 :3009–3031, 2006.

X. Zhang, M. L. King, and H. L. Shang. Bayesian bandwidth selection for a nonparametric

regression model with mixed types of regressors. Submitted paper, 2013.

X. Zhang, M. L. King, and H. L. Shang. Bayesian estimation of bandwidths for a non-

parametric regression model with an unknown error density. presented at Econometric

Society North American Summer Meeting, 9-12 June 2011, St. Louis, MO, USA.
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Résumé : Pour estimer la densité de probabilité des données positives par la méthode du
noyau associé, le choix du noyau et du paramètre de lissage est important. On a utilisé les noyaux
asymétriques du type Gamma, Gamma modifié, Gaussien-Inverse-Réciproque et Log-Normal.
La sélection du paramètre de lissage est basée sur l’approche classique (UCV) et l’approche
Bayésienne globale. La complexité de la loi a posteriori, dans l’approche Bayésienne globale,
nécessite l’utilisation des méthodes de Monte Carlo (MCMC et PMC). La comparaison de l’ap-
proche Bayésienne globale (MCMC et PMC) avec la méthode classique (UCV) pour des données
simulées et des données réelles montre que les performances de l’approche Bayésienne globale
sont meilleures que celle de la méthode UCV pour des données de petites ou moyennes tailles.
Les noyaux Gamma sont plus performants que les autres noyaux.

Mots clés : estimation non paramétrique de densité, noyaux associés, approche Bayésienne,
méthodes de Monte Carlo, validation croisée, plug-in.

Abstract : To estimate the probability density of positive data by the associated kernels
method, the choice of kernel and smoothing parameter is important. We used asymmetric ker-
nels of the type Gamma, modified Gamma, Reciprocal Inverse Gaussian and Log-Normal. The
selection of the smoothing parameter is based on the classical approach (UCV) and the Bayesian
global approach. The complexity of the posterior distribution in the Bayesian global approach
required the use of Monte Carlo methods (MCMC and PMC). The performance of the Bayesian
global approach (MCMC and PMC) are compared with the classical method (UCV) through
simulated data and real data. The results obtained show that the performance of the Bayesian
global approach is better than that of the UCV method for small or moderate size data. Fur-
thermore, the performance of the Gamma kernels are better than those of the other kernels.

Key words : non-parametric density estimation, associated kernels, Bayesian approach,
Monte Carlo methods, cross-validation, plug-in.
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