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Introduction générale

La programmation mathématique est une branche des mathématiques appliquées ayant
pour objet l’étude théorique des problèmes d’optimisation, ainsi que la conception et la mise en
œuvre des algorithmes de résolution . En effet , la programmation mathématique mono-critères
résume à rechercher un n-uple x ∈ Rn qui maximise (où minimise) une fonction scalaire(fonction
dite fonction objectif) sous des contraintes linéaires ou non linéaire et de type inégalités et (où)
égalités.

Suivant la nature de la fonction objectif, et celles des fonctions intervenant dans les contraintes,
on tombe dans une catégorie particulière de programmation mathématique ; par exemple :
lorsque la fonction objectif est linéaire et les contraintes sont linéaires, on obtient un problème
de programmation linéaire. Si la fonction objectif est quadratique, on a affaire à un problème
de programmation quadratique ; en dehors de ces cas, on parle de programmation non linéaire
dont la programmation quadratique sujet de notre travail n’est qu’un cas particulier.

D’ailleurs la programmation quadratique est considérée comme une transition naturelle de la
programmation linéaire vers la programmation non linéaire. En effet la majorité des méthodes
développées pour le cas quadratique sont des extensions directes de celle de la programmation
linéaire. De plus les algorithmes élaborés pour le cas de l’optimisation non linéaire reposent
essentiellement sur l’approche quadratique.

l’optimisation quadratique trouve son application dans plusieurs domaines tels que l’écono-
mie, les sciences de l’ingénieur , la recherche opérationnelle et la commande optimale. Elle
s’adapte mieux à la réalité en modélisant par exemple le risque et la distance. En effet le
problème de gestion de portefeuille de Markowits [26] est souvent utilisé par les économistes.

Historiquement , Barankin et Dorfman [2] furent les premiers à remarquer qu’en combinant
les conditions d’optimalité de Lagrange avec celles du système original, la solution optimale
d’un problème quadratique était une solution de base d’un système élargi ayant la propriété
que seuls certain couple de variables figuraient dans la base. de son coté Markowitz montra
qu’il est possible de modifier le système élargi et d’engendrer paramétriquement une classe de
solutions de base ayant la propriété particulière ci-dessus et convergeant vers l’optimum en un
nombre fini d’itérations. Enfin, Wolf [23] montra qu’en modifiant légèrement la méthode de
simplexe d’une façon à ne pas autoriser l’introduction d’une variable dans la base si sa variable
complémentaire s’y trouvait déjà, on parvenait aisément à l’optimum recherché.

D’autre méthodes ont été développées pour la résolution de ce type de problème, parmi
lesquelles on peut citer :

• Méthode d’activation des contraintes : [27] Elle est utilisée dans le cas des contraintes
d’inégalité, et où on considèrera certaines contraintes d’inégalité comme des contraintes
d’égalité pendant un certain nombre d’itérations. La première méthode est mise au point
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Introduction générale

par Flechter en 1971 [12] ; par la suite d’autre auteurs ont fait des raffinements numériques
a cette dernière tel que Gil et Al en 1978 ainsi que Gould en 1991 .Goldfarb et Idnani
[2] en 1983 ont développé une méthode duale pour les cas des programmes quadratiques
strictement convexes.

• Méthode des points intérieurs : ces méthodes, ont été développées en 1984 par Karmarkar
[19] dans le cadre de problèmes linéaires, avant d’être généralisées à d’autres problèmes
plus généraux notamment la programmation quadratique et ou convexe . Dans cette
méthode , le itérés approchent la solution par l’intérieur de domaine et nécessitent un
nombre d’itérations qui croit de façon polynomiale avec le nombre de variables.

• La Méthode adaptée de support : [21, 22, 28] Cette méthode est développé par R Gabassov
et F.M Killirova [28] pour résoudre initialement le problème d’un contrôle optimal, puis
étendre à la résolution des problèmes dela programmation linéaire et quadratique convexe
sous forme générale.
Cette dernière, qui constitue une variante de la méthode direct de support qui est une
généralisation de la méthode du simplexe ,est développée par les mêmes auteurs dans les
années 70, dont le principe est partant d’un solution initiale et chaque itération consiste
à trouver une direction d’amélioration et un pas maximal le long de cette direction en
changeant tous les indices non optimaux.
le problème de cette méthode est pratiquement le même que celui de la méthode directe de
support, au lieu d’utiliser une direction standard, on utilisera une direction dite adaptée ;
i.e : ces composante non basiques sont calculées en fonction des composantes de la solution
courante dans le but d’assurer un accroissement maximal.
L’avantage de cette méthode réside dans le fait qu’elle permet de calculer la solution
optimale à ε-prés où ε ≥ 0 choisi à l’avance.

Ce travail commence par une introduction qui s’articule autour des trois chapitres. Dans
le premier chapitre nous faisons quelques rappels algébriques , certains résultats classiques
concernant les fonction quadratiques,ainsi que la notion de la convexité .

Le deuxième chapitre , nous avons séparé le cas d’optimisation non linéaire sans contraintes
et avec contraintes et nous avons présenté deux méthode de minimisation de fonction différen-
tiables à savoir la méthode du gradient à pas optimal et la méthode de newton

Dans le dernier chapitre nous présenterons en détails les méthodes existantes pour la résolu-
tion des problème quadratiques convexe citées ci-dessus . Et on fin nous terminons notre travail
avec une conclusion générale et quelques perspectives.

2



Chapitre 1

Rappels mathématiques

1.1 Introduction

Dans ce chapitre nous allons donner quelques notions sur l’algèbre linéaire et les propriétés
des formes quadratique , ainsi que la notion des ensembles et fonctions convexes .

1.2 Rappel sur l’algèbre linéaire

1.2.1 Vecteurs et matrices

Définition 1.2.1 Soient n,m ∈ N∗. une matrice d’ordre m × n à coefficients dans R est un
tableau a deux dimensions, ayant m lignes et n colonnes, représenté sous la forme suivante :

A = A(I, J) = (aij, i ∈ I, j ∈ J) =


a11 a12 . . . a1n

a21 a22 . . . a2n
...

...
...

...
am1 am2 . . . amn


où I = {1, 2, . . . ,m} et J = {1, 2, . . . , n} représentent respectivement l’ensemble des indices
des lignes et des colonnes de A.Pour des calculs pratiques, la matrice A se note aussi :

A = (a1, a2, . . . , an) =



A′
1

A′2
...

A′
i

...
A′m



où aj = A(I, j) =


a1j

a2j
...

amj

 est un vecteur colonne de dimension m.

A′
i = A(i, J) = (ai1, ai2, . . . , ain) et un vecteur ligne de dimension n.

Le symbole (’) est celui de la transposition.

3



Rappels mathématiques

1.2.2 Matrices et vecteurs partitionnés

On peut faire le produit d’une matrice A et d’un vecteur x Après les avoir partitionnés
judicieusement. On dit alors qu’on a effectué un produit en blocs. En effet si l’on a

A = (A1 | A2), x =
(

x1

x2

)
Alors on peut écrire

Ax = (A1 | A2)
(

x1

x2

)
= A1x1 + A2x2

De même pour

A =

(
A11 A12

A21 A22

)
, x =

(
x1

x2

)
, b =

(
b1
b2

)
l’équation Ax = b peut alors s’écrire{

A11x1 + A12x2 = b1

A21x1 + A22x2 = b2

On peut partitionner une matrice d’une manière arbitraire. Par exemple, si A = A(I, J) est une
matrice d’ordre (m× n) et que JB et JN sont deux sous-ensembles quelconques de J , tels que
det(JB) = m, JB ∪ JN = J, JB ∩ JN = ∅ alors on peut partitionner A de la façon suivante :

A = (a1, a2, . . . , aj, . . . , an) = [AB | AN ],

avec AB = A(I, JB), AN = A(I, JN). Si x = x(J) =
[ xB

xN

]
, xB = x(JB), xN = x(JN), alors on

peut écrire

Ax =
n∑

j=1

ajxj =
∑
j∈JB

ajxj +
∑
j∈JN

ajxj

= A(I, JB)x(JB) + A(I, JN)x(JN)

= ABxB + ANxN

1.2.3 Espace vectoriel

Un vecteur x de Rn est une collection ordonnéex = (x1, x2, , . . . , xn)′de n réels xj, j =
1, 2, . . . , n appelés composantes de x. Le nombre n est appelé dimension du n vecteur.
L’espace Rn est l’ensemble de toutes les collections d ce type. Il est muni des deux opérations
linéaires de base :

- Addition : La somme des deux vecteurs x,y ∈ Rn est un vecteur de Rn, défini par :

x + y = (x1 + y2, x2 + y2, . . . , xn + yn)′ (1.1)

- Multiplication par des réels : Soit x = (x1, x2, , . . . , xn)′ un vecteur de Rn. La multi-
plication du vecteur x par le réel λ est aussi un vecteur de Rn , défini comme suit :

λx = (λx1, λx2, . . . , λxn)′ (1.2)

La structure que nous obtenons (l’ensemble de tous les vecteurs n-dimensionnels avec les deux
opérations qu’on vient de définir )s’appelle l’espace vectoriel réel Rn n-dimensionnel.
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Rappels mathématiques

Sous espace linéaire

Un sous-ensemble S non vide de Rn est appelé sous-espace linéaire de Rn si les deux opéra-
tions (1.1) et (1.2 sont stable dans S, autrement dit :

∀x, y ∈ S, ∀α, β ∈ R ⇒ αx + βy ∈ S

.

Sous-espace affine

Un sous-ensemble A de E est sous-espace affine si :

∀x, y ∈ A∀α ∈ R, αx + (1− α)y ∈ A

Autrement dit, un sous-espace affine contient toujours la droite passant par deux de ces points
x et y.

Combinaison linéaire

Étant donnés k vecteurs a1, a2, . . . , ak, et un ensemble de k scalaires λ1, λ2, . . . , λk.Le vecteur
b est dit combinaison linéaire des vecteurs {ai}i=1...k s’il s’écrit sous la forme :

b = λ1a1 + λ2a2 + . . . + λkak. (1.3)

L’expression (1.3) peut être écrite sous forme du produit d’une matrice et d’un vecteur comme
suit :

b = (a1, a2, . . . , ak)


λ1

λ2
...

λk

 = Aλ, (1.4)

où ai est la ième colonne de la matrice A, et λi est le ième élément du vecteur colonne λ.

Une combinaison linéaire où tous les coefficients sont nuls est appelée combinaison linéaire
triviale ; dans le cas contraire elle est appelée combinaison non triviale.

1.2.4 Noyau , image et rang d’une matrice

Définition 1.2.2 Soit A une matrice d’ordre m× n. Le noyau de A est l’ensemble

N(A) = {x ∈ Rn : Ax = 0}

L’image ou l’espace image de A est l’ensemble :

R(A) = {y ∈ Rm : ∃x ∈ Rn, Ax = y}

Définition 1.2.3 On appelle rang d’une matrice, la dimension de l’image de la matrice A :

rang(A) = dimR(A)

5



Rappels mathématiques

1.2.5 Espace complémentaire orthogonal

Le produit scalaire (produit euclidien) de deux n-vecteurs x et y est le scalaire défini par :

x′y =
n∑

i=1

xiyi = x1y1 + x2y2 + . . . + xnyn

Le produit scalaire possède les propriétés suivantes :
– Commutativité
– Distributivité par rapport à l’addition des vecteurs.
– Positivité

Si x′y = 0, les vecteurs x et y sont dit orthogonaux et on note x ⊥ y.
Deux parties A et B de Rn sont dites orthogonales si :

∀a ∈ A, ∀b ∈ B, a′b = 0

1.2.6 Discussion générale sur l’existence et le nombre de solutions
d’un système linéaire

Soient m et n deux nombres entiers. Un système de m équations à n inconnues x1, x2, . . . , xn

s’écrit comme suit : 
a11x1 + a12x2 + . . . + a1nxn = b1,

a21x1 + a21x2 + . . . + a2nxn = b2,

. . . . . . . . . . . . = . . .

am1x1 + am1x2 + . . . + amnxn = bm,

(1.5)

où les coefficients aij sont des réels. Les nombres b1, b2, . . . , bm sont appelées les membres
libres du système 1.5 ou les seconds membres. En posant

A = (aij, 1 ≤ i ≤ m, 1 ≤ j ≤ n), x =


x1

x2
...

xn

 , b =


b1

b2
...

bm

 ,

le système (1.5) peut s’écrire sous la forme matricielle suivante :

Ax = b. (1.6)

Tout vecteur x vérifiant les équations (1.5) s’appelle solution du système.Le système (1.5) est dit
compatible s’il possède une ou plusieurs solutions. Dans le cas contraire, il est dit incompatible
ou impossible. D’une manière générale, le système (1.6) possède une solution si le vecteur
b ∈ R(A),i.e, au sous-espace engendré par les vecteurs colonnes de la matrice A. Lorsque le
vecteur b est nul, le système (1.6) est dit homogéne. Tout système homogène possède la solution
triviale x = 0.

Définition 1.2.4 Le système linéaire (1.6) est dit de rang complet en lignes si rang(A) = m,
avec m ≤ n, et de rang complet en colonnes si rang(A) = n, avec m ≥ n.

Lemme 1.2.1 Soit m ≤ n et rangA = m,Alors le système Ax = b admet toujours des
solutions, quel que soit le second membre b :

(a) une solution unique si m = n,
(b) une infinité de solutions si m < n.

6



Rappels mathématiques

1.3 Propriétés des formes quadratiques semi-définies po-
sitives

Définition 1.3.1 Une fonction réelle de la forme suivante :

F (x) =
n∑

i=1

n∑
j=1

aijxixj (1.7)

est dite forme quadratique de n variables x1, x2, . . . , xn.
En posant x′ = (x1, x2, . . . , xn), et A = (aij, 1 ≤ i, j ≤ n),la formule (1.7) s’écrit sous la forme
suivante :

F (x) = x′Ax

1.3.1 Gradient et Hessien d’une forme quadratique

Définition 1.3.2 Soit une fonction de classe C 1 f : Rn → R. Le gradient de la fonction f
est définit par :

g(x) = ∇f(x) =


∂f
∂x1
∂f
∂x2...
∂f
∂xn

 = 2Dx + c

où ∂f
∂xi

est les dérivées partielles de f(x) par rapport à xi

Définition 1.3.3 Soit une fonction de classe C 2f : Rn −→ R.Le hessien de la fonction f est
définie par :

H(x) = ∇2f(x) =


∂2f
∂2x1

∂2f
∂x1∂x2

. . . ∂2f
∂x1∂xn

∂2f
∂x2∂x1

∂2f
∂2x2

. . . ∂2f
∂x2∂xn...

...
...

∂2f
∂xn∂x1

∂2f
∂xn∂x2

. . . ∂2f
∂2xn


Définition 1.3.4 Soit une fonction de classe C 1 f : Rn. La dérivée directionnelle de f
dans la direction d au point x est :

∂f

∂d
(x) = lim

h→0

f(x + h)− f(x)

h

=
d

dh
f(x + hd) |h=0

=
∂f

∂x1

(x + hd) |h=0 d1 + . . . +
∂f

∂xn

(x + hd) |h=0 dn

= ∇′f(x)d

Si ||d|| = 1 alors la dérivée directionnelle est le taux d’accroissement de f dans la direction d
au point x. Le taux d’accroissement est maximal dans la direction du gradient.
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1.3.2 Formes quadratiques définies et non définies

Soit la forme quadratique F (x) = x′Dx

Définition 1.3.5 F (x) est dite définie positive si x′Dx > 0, ∀x ∈ Rn et x 6= 0 . Elle est dite
semi-définie positive ou définie non négative si x′Dx ≥ 0, ∀x ∈ Rn et x 6= 0

Définition 1.3.6 F (x) est dite définie négative si x′Dx < 0, ∀x ∈ Rn et x 6= 0. Elle est
définie non positive si x′Dx 6 0 ∀x ∈ Rn et x 6= 0

Définition 1.3.7 Une matrice symétrique D dite matrice définie positive (non négative) et
se note D > 0, (D > 0) , si elle associée à une forme quadratique définie positive ( non négative).

Définition 1.3.8 Une forme quadratique F (x) est dite non définie si F (x) est positive pour
certaines valeurs de x et négative pour d’autres.

1.3.3 Propriétés des matrices définies positives et non négatives

Les matrices symétriques définies définies ont des propriétés très intéressantes. En voici
quelques unes :

Propriété 1.3.1 Soit une matrice symétrique D = (dij, 1 6 i, j 6 n) si D est définie positive
(non négative) , alors on a :
dij > 0(dij > 0),∀i = 1, 2, 3 . . . , n.

Propriété 1.3.2 Soit la matrice D partitionnée de la manière suivante :

D =

(
D11 D12

D21 D22

)
Si D > 0 (D > 0), alors les sous matrices principales D11etD22 sont aussi définies positives (non
négatives). d’une manière générale, toute sous matrice principale d’une matrice définie positive
(non négative) est définie positive (non négative)

Propriété 1.3.3 Un élément diagonal d’une matrice symétrique D définie non négative ne
peut s’annuler que si les autres éléments de la même ligne et colonne s’annulent aussi.

Propriété 1.3.4 Soit D une matrice symétrique définie non négative. Si x est un point
quelconque mais fixé de Rn tel que x′Dx = 0, on a alors Dx = 0
.

1.4 Convexité

La convexité joue un rôle très important dans la théorie classique de l’optimisation. Elle
est un outil indispensable pour la recherche des conditions à la fois nécessaires et suffisantes
d’optimalité.
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1.4.1 Ensemble convexe

Définition 1.4.1 Un ensemble C dans Rn est dit convexe si ∀x1, x2 ∈ C, λ ∈ [0, 1], le
vecteur x = λx1 + (1− λ)x2 appartient à C.

1.4.2 Propriétés des ensembles convexes

Si C1 et C2 sont deux ensembles convexes de Rn, alors K = C1 ∩ C2 est convexe et
K = {x \ x = x1 + x2, x1 ∈ C1 et x2 ∈ C2} est convexe.

1.4.3 Fonction convexe

une fonction réelle f est définie sur un ensemble convexe C de Rn, est dite convexe, si pour
tous les points x, y de C et pour tout nombre réel positif ou nul λ tel que 0 6 λ 6 1, l’inégalité
suivante est vérifiée :

f(λx + (1− λ)y) 6 λf(x) + (1− λ)f(y) (1.8)

Définition 1.4.2 Une fonction convexe f(x) , x ∈ C est dite strictement convexe si l’inéga-
lité (1.2) est stricte pour tous les points x1, x2 de C, avec x1 6= x2 et λ ∈]0, 1[.

1.4.4 Propriétés des fonctions convexe

Propriété 1.4.1 Soit f une fonction réelle définie sur un ensemble convexe C ⊂ Rn.Alors f
est convexe si seulement si son épigraphe

epi(f) = (x, r) : x ∈ C, r ≥ f(x)} ⊂ Rn × R
est un ensemble convexe.

Propriété 1.4.2 Soit fune fonction réelle définie sur un ensemble convexe C ⊂ Rn.alors f
est convexe si seulement si :

f(
n∑

k=1

λisi) 6
n∑

k=1

λif(si) (1.9)

ou si ∈ C, i = 1, 2, . . . , p, λi > 0,
∑p

i=1 = 1

Propriété 1.4.3 Soit une fonction réelle de classe C 1 , définie sur un ensemble convexe C ⊂
Rn. Alors f est convexe si seulement si :

f(y)− f(x) > (x− y)′∇f(x),∀x, y ∈ C (1.10)

Propriété 1.4.4 Soit une réelle de classe C 2 , définie sur un ensemble convexe C ⊂ Rn. Alors
f est convexe si seulement si :

(y − x)′H(x)(x− y) > 0,∀x, y ∈ C (1.11)

Propriété 1.4.5 Si C ⊂ Rn est un ouvert convexe, alors f est convexe si seulement si

H(x) > 0,∀x ∈ C

Nous remarquons qu’une fonction quadratique semi-définie positive est une fonction convexe.

Définition 1.4.3 Le vecteur d ∈ Rn , d 6= 0 est appelé direction admissible en point x ∈ S
s’il existe un réel α > 0 tel que x + θd ∈ S, ∀θ ∈ [0, α].
Si x est un point intérieur, alors toutes les directions sont admissible.
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1.5 Conclusion

Dans ce chapitre nous avons fait un petit rappels sur l’algèbre linéaire , les propriétés des
formes quadratiques et enfin nous avons vu la notion de la convexité et les propriétés des
fonctions convexe
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Chapitre 2

Optimisation non linéaire

2.1 Introduction

Ce chapitre, est consacré à l’optimisation non linéaire, nous allons reprendre des résultats
fondamentaux de l’optimisation non linéaire sans contraintes et avec contraintes, tous ce qui
est en relation avec les conditions de minimalité ( 1 er ordre et 2 ème ordre), ainsi que les
condition de Karush-Kuhn-Tucker (KKT)

2.1.1 Position su problème et définition

Soit f une fonction non linéaire, définie de Rn dans R et de classe C 1. Le problème de
programmation non linéaire consiste à trouver x∗ ∈ S ⊂ Rn tel que

f(x∗) = minf(x), x ∈ S (2.1)

L’ensemble des contraintes S est donné en général par des équations et des inéquations
linéaires ou non. Il peut être représenté de la manière suivante :

S = {x ∈ Rn/g(x) ≤ 0} (2.2)

où la fonction g est une fonction vectorielle définie de Rn dans Rm et de classe C 1 , avec

g(x) =


g1(x)
g2(x)

...
gm(x)

 ∇g(x) = (∇g1(x),∇g2(x), . . . ,∇gm(x))

∇g(x) =


∂g1

∂x1

∂g2

∂x1
. . . ∂gm

∂x1
∂g1

∂x1

∂g2

∂x2
. . . ∂gm

∂x2...
...

...
∂g1

∂xn

∂g2

∂xn
. . . ∂gm

∂xn



Les résultats fondamentaux de l’optimisation non linéaire sont obtenus dans le cas ou la fonc-
tion objectif f est non linéaire et où les contraintes qui définissent l’ensemble S sont linéaires.
Le problème que l’on étudie ici dans ce travail est celui de la recherche du minimum d’une
fonction quadratique convexe.
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Définition 2.1.1 Soit f une fonction réelle définie sur un ensemble ouvert S de Rn. La fonc-
tion f admet un minimum local (strict) en x∗ ∈ S si ∃B(x∗, ε) = {x/‖x − x∗‖ < ε} ⊂ S tel
que :

f(x) > f(x∗),∀x ∈ B(x∗, ε) (f(x) > f(x∗)) (2.3)

Définition 2.1.2 Soit f une fonction réelle, définie sur un ensemble de S de Rn . La fonction
f admet un minimum global en x∗ ∈ S si :

f(x) > f(x∗),∀x ∈ S (2.4)

2.1.2 Conditions nécessaire de minimalité locale

Définition 2.1.3 Le vecteur d ∈ Rn , d 6= 0 est appelé direction admissible en point x ∈ S
s’il existe un réel α > 0 tel que x + θd ∈ S, ∀θ ∈ [0, α].
Si x est un point intérieur, alors toutes les directions sont admissible.

Lemme 2.1.1 Soit f une fonction réelle de classe C1 définie sur l’ensemble S de R1, Si x∗

est un minimum local de f sur S, alors pour toute direction d admissible en x∗ on a :

d′∇f(x∗) ≥ 0

Théorème 2.1.1 Si x∗ est un minimum local de f sur Rn et si f est différentiable en x∗ ,
alors :

∇f(x∗) = 0 (2.5)

le point x∗ vérifiant la condition (2.5) est appelé un point stationnaire.

Théorème 2.1.2 Si x∗ est un minimum local de f sur Rn et si f est deux fois différentiable
en x∗,alors

(i) ∇f(x∗) = 0 (stationnarité)
(ii) H(x) est semi-définie positive.

2.2 Méthodes numériques pour la minimisation d’une
fonction différentiable

Les méthodes numériques de minimisation d’une fonction sur Rn consistent toutes à re-
chercher un point stationnaire x à partir d’une approximation initiale donnée x0. L’algorithme
général se construit sur la forme suivante :

xk+1 = xk + θkl
k, k = 0, 1, . . . (2.6)

où lk est Kime direction d’amélioration ou de descente et θk le Kime pas le long de cette direc-
tion. ces méthodes numériques se différencient seulement par le choix de lk et θk .
Les méthodes du gradient sont les plus couramment utilisées parmi les algorithmes de minimi-
sations des fonctions différentiables .
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2.2.1 Les méthodes du gradient

Toutes les méthode du gradient sont basées sur le schéma suivant :

xk+1 = xk + θkl
k, k = 0, 1, . . .

les différents algorithmes existants ne se différencient que par le choix de θk le long de la
direction de descente qui est l’anti-gradient.
Parmi ces dernières on distingue notamment :

• L’algorithme du gradient à pas fixe (θk = θ = contant )
• L’algorithme du gradient à pas optimal ( où l’algorithme de la descente la plus rapide)
• L’algorithme du gradient à pas prédéterminé ( où méthode de la série divergente)

Ces algorithmes en général ne sont pas finis ; on doit alors définir un test d’arrêt . Ce dernier
est basé sur l’un des critères suivants :

i) ‖∇f(xk)‖ < ε, ε > 0 donné ε = 10−6‖∇f(x0)‖
ii) Max| ∂f

∂xi
| < ε ,i = 1, 2, . . . , n, ε donné.

iii) |f(xk)− f(xk−1)| < ε, ε donné.
Une fois que le point stationnaire x ' xk est trouvé , il restera alors à vérifier que le vecteur
xk correspond bien à un minimum, car ça peut être un point selle.
Dans ce travail nous allons citer que l’algorithme du gradient a pas optimal.

Algorithme du gradient à pas optimal

Pour cette méthode, les itérations sont construites selon la formule itérative :

xk+1) = xk − θk∇f(xk), k = 0, 1, 2, . . . (2.7)

où le pas θk vérifie la condition

f(xk − θk∇f(xk)) = minθ>0 f(xk − θ∇f(xk))

Cette condition signifie que le mouvement le long de la direction de l’anti-gradient se poursuit
tant que la fonction f(x) décroit.
Si lim‖x‖→∞ f(x) = ∞ ; alors la suite {xk} construite selon la forme itérative (2.7) vérifie la
relation suivante :

lim
k→∞

∇f(xk) = 0

Propriété 2.2.1 L’algorithme du gradient à pas optimal possède la propriété suivante : deux
direction de déplacement successives sont orthogonales .
En effet, le pas θh est calculer de façon à minimiser la fonction [10]

ϕ(θ) = f(xk + θlk); lk = −∇f(xk).

On doit avoir
ϕ′(θk) = ∇f ′(xk + θkl

k).lk = ∇f ′(xk+1)lk = 0

D’où l’on déduit < lk+1, lk >
Cette propriétés des direction successives orthogonales a des effets néfastes pour des fonctions
dual conditionnées. En effets, le nombre d’itération peut être considérable pour minimiser ce
genre de fonction.
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2.2.2 Méthode de Newton

Lors de la minimisation d’une fonction f(x) sur Rn, le travail consiste à chercher un point
x tel que

∇f(x∗) = g(x∗) = 0, g : Rn → R
la méthode de newton appliquée à l’équation g(x∗) = ∇f(x∗) = 0 construit alors les approxi-
mations successives de la manière suivante :

xk+1 = xk − [
∂g

∂x
(xk)]−1g(xk) , k = 0, 1, 2, . . . (2.8)

où

g =



g1

g2
...
gi
...

gn


,
∂g

∂x
(xk) =

(
∂gi

∂xj

(xk), 1 ≤ i, j ≤ l

)

En tenant compte du fait que ∂g
∂x

(xk) = ∇2f(xk) = H(xk) La formule itérative (3.27) s’écrit
alors :

xk+1 = xk −H−1(xk)∇f(xk), k = 0, 1, 2, . . . (2.9)

Le point xk+1 peut être interprété comme la racine de l’approximation linéaire de la fonction
g(x) = ∇f(x) au voisinage de xk.
une autre interprétation de la méthode de newton est la suivante : elle consiste à minimiser
l’approximation quadratique q(x) de f(x) au voisinage de xk :

f(x) ' q(x) = f(xk) +∇f ′(xk)(x− xk) +
1

2
(x− xk)′∇2f(xk)(x− xk)

Si le hessien H(xk) = ∇2f(xk) et définit positif, le point xk+1 de la méthode de newton est
alors pris comme étant le minimum de la fonction q(x) :

∇q(xk+1) = ∇f(xk) +∇2f(xk)(xk+1 − xk) = 0

D’où la formule itérative :
xk+1 = xk − [∇2f(xk)]−1∇f(xk) (2.10)

On remarque que dans la méthode de Newton, la direction ainsi que le pas sont fixés ;

lk = −[∇2f(xk)]−1∇f(xk), θk = 1

La méthode de newton possède une vitesse de convergence quadratique,mais la convergence ne
peut être assurée que localement. En effet, si l’approximation initiale x0 est trop éloignée de x
la méthode peut ne pas converger.

Remarque 2.2.1 Lorsque le hessien ∇2f(xk) n’est pas défini positif, la direction de déplace-
ment lk dans la méthode de newton peut ne pas être une direction de descente.
Dans ce cas, la méthode de newton peut fournir aussi des maxima locaux ou des points -selles.

Remarque 2.2.2 Dans le cas d’une fonction quadratique convexe, la méthode de newton
donne la solution x en une seule itération :

x1 = x0 −D−1(Dx0 + c) = x0 −D−1c = −D−1c = x∗

Cette unique itération, n’est que la solution du système linéaire Dx− c.
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Modification de la méthode de newton

Les inconvénient de la méthode de newton sont liés à la nécessité de calculer à chaque
itération le hessien et sont inverse, ainsi qu’au fait que le domaine de convergence est petit.
Pour pallier à la première difficulté en réécrit l’itération générale (3.28) comme suit

xk+1 = xk −H−1(x0∇f(xk) (2.11)

ou le calcul du hessien et de son inverse ce fait seulement on x0 qui l’approximation initiale.
pour pallier à la deuxième difficulté on modifie la formule (2.10) de la manière suivante

xk+1 = xk − θkH
−1(x0∇f(xk), 0 < θ ≤ 1 (2.12)

En effet, le domaine de convergence s’agrandit dans la méthode (3.30) lorsqu’on fait diminuer θk.

En revanche, la vitesse de convergence dans ce cas ne sera pas aussi rapide que pour la
méthode de newton proprement dite.

2.3 Optimisation non linéaire avec contrainte

Un problème d’optimisation non linéaire avec contraintes se formule de la manière suivante :

minF (x), (x ∈ S) (2.13)

où S = {x ∈ Rn/ gi(x) = 0, i = 1, 2 . . . , k , gi(x) ≤ 0, i = k + 1, . . . ,m} désigne l’ensemble des
solutions réalisable. On suppose que les fonctions F et gi(i = 1, . . . ,m) sont de classe C1 ; c’est
à dire continument différentiables sur Rn

Définition 2.3.1
• Un vecteur x ∈ Rn est appelé solution réalisable ou plan de problème (2.13)s’il vérifie

toutes les contraintes de problème i.e x ∈ S.
• Une solution réalisable x∗ est appelé solution optimale du problème (2.13) si

F (x∗) ≤ F (x),∀x ∈ S

et on note minx∈SF (x) = F (x∗)
• x∗ ∈ S est appelé minimum local de problème (2.13) s’il existe un réel ε > 0, tel que :

F (x∗) ≤ F (x), ∀x ∈ S ∩ B(x∗, ε)

, où B(x∗, ε) est la boule de centre x∗ et de rayon ε

2.3.1 Conditions nécessaires de minimalité de Karush-Kuhn-Tucker

Soit f une fonction non linéaire, définie de Rn dans R et de classe C1. Le problème de
minimisation de la fonction f avec des contraintes linéaires de type inégalités se présente ainsi :

f(x) → min (2.14)

sous les contraintes suivantes :

S = {x ∈ Rn/gi(x) = A′
ix− bi ≤ 0, i ∈ I = {1, 2, 3, . . . ,m}} (2.15)
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où b est un vecteur de Rm et A est une matrice d’ordre m× n, formée des vecteurs colonnes et
des vecteurs lignes suivants :

A = (a1, a2, . . . , an); A =


A′

1

A′
2

...
A′

m

 ; et g(x) =


g1(x)
g2(x)

...
gm(x)


est une fonction définie de Rn dans Rm.
Tout vecteur x vérifiant les inégalités (2.15) est appelé solution admissible(réalisable) ou plan
du problème (2.1).
’Pour que l’ensemble des solutions réalisables S ne soit pas vide ou ne soit pas réduit à un
point isolé, on considérera que rang A = m < n.

Définition 2.3.2 L’ensemble des indices actifs au point x∗ est formé des indices i qui vérifient
gi(x) = 0. Il est noté comme suit :

Ia = Ia(x
∗) = {i ∈ I/gi(x

∗) = 0} (2.16)

Définition 2.3.3 La fonction L(x, λ) = f(x)+
∑m

i=1 λigi(x) est appelée fonction de Lagrange
associée au problème de minimisation de f sur S, où le vecteur λ = (λ1, λ2, . . . , λm) ∈ Rm, λ ≥ 0,
formé des multiplications de Lagrange λi, est unique .

Le théorème de KKT est fondamental et donne sous certaines conditions qu’on appelle "
qualification des contraintes" , une condition nécessaire de minimalité locale pour le problème
(2.1).
faire l’hypothèse de qualification des contraintes en x∗ qu’on note (QC)x∗ , revient à chercher
l’existence d’une direction d pointant à l’intérieur du cône convexe défini par :

K = {d ∈ Rn/∇gi(x
∗)′d ≤ 0,∀i ∈ Ia(x

∗)}. (2.17)

C’est à dire que :
(QC)x∗ ⇔ ∃d/∇gi(x

∗)′d < 0, i ∈ Iα(x∗) (2.18)

Évidemment la vérification directe de (QC) peut être difficile en pratique, c’est pourquoi on a
recherché des conditions suffisantes pour que (QC) soit réalisé. Les résultats les plus importants
sont rassemblés dans le lemme ci-dessous :

Lemme 2.3.1 Pour que (QC) soit vérifiée en tout pointx ∈ S il suffit que l’une des conditions
(a) et (b) soit réalisée :

(a) toutes les fonctions gi sont linéaires (Karlin 1959) ;
(b) toutes les fonctions gi sont convexes et S a un intérieur non vide (Slater 1950)

pour que (QC) soit vérifiée en un point x∗ ∈ S, il suffit que l’on ait :
(c) les gradients ∇gi(x

∗) , des contraintes saturées en x∗ sont linéairement indépendants
(Facco et McCormick 1968).

Théorème 2.3.1 Théorème 2.3.2 (théorème de Karush-Kuhn-Tucker 1951)
Si x∗ est un minimum local de f sur S ,et si (QC)x∗ a lieu, alors il existe λ∗ = (λ∗1, . . . , λ

∗
m)

tel que :

(i) ∇f(x∗) +
∑m

i=1 λ∗i∇gi(x
∗) = 0

(ii) λ∗i gi(x
∗) = 0, i ∈ I
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ce qu’exprime (i) n’est autre que ∇L(x∗λ∗) = 0,ce qui n’est d’aprés Lagrange que l’étendu
de la condition de minimalité ∇f(x∗) = 0, établie pour un problème sans contraintes, et ce,
moyennant l’intervention des auxiliaires qui sont les multiplicateurs λ∗.

2.3.2 Condition d’optimalité pour le cas des contraintes linéaires de
type égalité

Le problème se formule sous la forme suivante :{
minF (x),

gi(x) = A′
ix− bi = 0, ∀i ∈ I = {1, 2 . . . , m}

(2.19)

où f : Rn −→ R est une fonction continument différentiable, b est un vecteur de Rm et A une
matrice d’ordre m× n, formée des vecteurs colonnes et ligne suivant :

A = (a1, a2, . . . , an); A =


A′

1

A′
2

...
A′

m

 ; g(x) =


g1(x)
g2(x)

...
gm(x)

 ,

est une fonction vectorielle définie de Rn −→ R ’ pour que l’ensemble des solutions réalisables
S ne soit pas vide ou ne soit pas réduit à un point isolé, on considérera que rangA = m < n.

Définition 2.3.4 La fonction L(x, λ) = f(x)+
∑m

i=1 λigi(x) est appelée fonction de Lagrange
associée au problème de (2.19) où le vecteur λ = (λ1, λ2, . . . , λm) ∈ Rm, λ ≥ 0, formé des
multiplications de Lagrange λi, est unique grâce à la remarque (2.3.2).

Théorème 2.3.3 Soit x∗ un minimum du problème (2.19) , Alors , il existe nécessairement
un vecteur λ ∈ Rmvérifiant :

∇F (x∗) + A′λ = 0 (2.20)

Si de plus A est de rang complet en ligne, alors λ est unique.
La condition (2.20) peut être donné autrement, en utilisant la fonction de Lagrange

∇xL(x, λ) = ∇F (x) + A′λ = 0 (2.21)

De plus, un minimum local est tout d’abord un point réalisable, qui vérifie

Ax = b ⇒ ∇λ(x, λ) = Ax− b = 0 (2.22)

En combinant les relations (2.21 et (2.22, on obtient alors la condition nécessaire d’optimalité
de premier ordre pour le problème (2.19)

Théorème 2.3.4 (théorème de Lagrange)
Soit x∗ un minimum local (ou global) pour le problème (2.19) , Alors il existe un vecteur mul-
tiplicateur de Lagrange λ∗ ∈ Rm , tel que :

∇L(x∗, λ∗) = 0 ⇔

{
∇λ∗L(x∗, λ∗) = 0

∇x∗L(x∗, λ∗) = 0
(2.23)

Le couple (x∗, λ∗) est appelé point stationnaire de la fonction de Lagrange. La condition néces-
saire du second ordre pour le problème (2.19) est la suivante
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Théorème 2.3.5 Soit x∗ un minimum local pour le problème (2.19) et λ∗un vecteur multi-
plicateur de Lagrange vérifiant (2.23), alors la matrice ∇2F (x∗) est semi-définie positive sur
l’ensemble des points de la variété linéaire Ay = 0. Autrement dit :

y′∇2F (x∗)u ≥ 0, ∀y ∈ ν = {y ∈ Rn : Ay = 0} (2.24)

La condition suffisante de second ordre est la suivante :

Théorème 2.3.6 Soit (x∗, λ∗) un couple de vecteurs vérifiant la condition nécessaire d’opti-
malité de premier ordre du problème (2.19) i.e ;

∇L(x∗, λ∗) = 0

pour que x0 soit un minimum local du problème (2.19), il est suffisant que la matrice ∇2F (x∗)
soit définie positive sur le sous espace vectoriel ν.

2.3.3 Condition d’optimalité pour le cas des contraintes de type
inégalités

Considérons maintenant un problème non linéaire avec contraintes linéaires de type inégalité{
minF (x),

gi(x) = A′
ix− bi ≤ 0, ∀i ∈ I = {1, 2 . . . , m}

(2.25)

Définition 2.3.5 Soit x une solution réalisable du problème(2.25) . l’ensemble des contraintes
actives (saturées) au point x est l’ensemble d’indices suivant :

I0 = I0(x) = {i ∈ I : A′
ix = bi}

Théorème 2.3.7 (théorème de Karush-Kuhn-Tucker 1951)
Si x0 est un minimum local de f sur S ,et si (QC)x∗ a lieu, alors il existe λ∗ = (λ∗1, . . . , λ

∗
m)

tel que :

(i) ∇f(x∗) +
∑m

i=1 λ∗i∇gi(x
∗) = 0

(ii) λ∗i gi(x
∗) = 0, i ∈ I

ce qu’exprime (i) n’est autre que ∇L(x∗λ∗) = 0,ce qui n’est d’aprés Lagrange que l’étendu
de la condition de minimalité ∇f(x∗) = 0, établie pour un problème sans contraintes, et ce,
moyennant l’intervention des auxiliaires qui sont les multiplicateurs λ∗.

2.4 Optimisation convexe

L’hypothèse de la convexité apporte élégance et simplicité à la théorie de l’optimisation.En
particulier, les condition nécessaires d’optimalité deviennent également suffisantes , et tout le
résultat acquiert un caractère global.

Définition 2.4.1 On dit qu’un problème de programmation mathématique est convexe (res.
strictement convexe) s’il consiste à minimiser une fonction convexe (res. strictement convexe)
sur un domaine convexe.
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L’étude des problèmes convexes et des algorithmes de résolution correspondants est l’objet
de la programmation convexe. L’hypothèse de convexité est cruciale en optimisation. Notons
que

• Les problèmes convexes sont synonymes de minimisation

• Les problèmes convexes sont les ≺ bons � problèmes de la théorie : ceux pour les quels il
existe des algorithmes de résolutions efficaces.

• l’hypothèse de convexité ne garantit cependant ni l’existence ni l’unicité d’une éventuelle
solution.

Voici quelques propriétés pour tout problème de programmation convexe :

Propriété 2.4.1 Soit f une fonction définie sur un convexe Rn. Alors l’ensemble M des point
où f atteint son minimum est convexe.

Propriété 2.4.2 Tout problème strictement convexe admet au plus une solution.

Propriété 2.4.3 Soit f : C ⊂ Rn −→ R.Alors tout minimum local est un minimum global.

Propriété 2.4.4 Si la fonction f est strictement convexe, alors son minimum global est atteint
en un seul point x∗.

Définition 2.4.2 Considérons le problème défini dans (2.14) et (2.15) où f est une fonction
convexe C1.
Soit (x∗, λ) un couple de vecteurs vérifiant les conditions de KKT :

(i) ∇ιx(x
∗, λ∗) = 0, λ∗i > 0 , i ∈ I ;

(ii) λ∗i gi(x
∗) = 0, i ∈ I.

Alors le vecteur x∗ constitue un minimum global de f .

2.4.1 Problème quadratique convexe (PQC)

Il s’agit d’une classe de problème d’optimisation où la fonction objectif est quadratique,
s’écrivant sous la forme F (x) = 1

2
x′Dx + C ′x, avec D symétrique, que l’on minimise sur un

polyèdre convexe fermé. Ce genre de programmes est convexe dés que la matrice D est semi-
définie positive.

’ On remarquera qu’un problème linéaire n’est autre qu’un problème quadratique dégénéré
(D = 0), et c’est toujours un problème convexe.

L’étude des problèmes quadratiques convexes constitue un domaine propre de la théorie de
la programmation quadratique ; le résultat le plus remarquable est le suivant :

Théorème 2.4.1 Tout problème quadratique convexe dont la valeur est finie admet au moins
une solution.
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2.5 Dualité en programmation quadratique convexe

Le concept de dualité joue un rôle très important en programmation mathématique. Le
but est de trouver une formulation alternative équivalente du problème de programmation
mathématique, qui convient le plus au calcul ou qui a une signification théorique importante.
Le problème original est appelé problème primal et le problème transformé est le problème
dual. Souvent, les variables du dual peuvent être interprétées comme des multiplicateurs de
Lagrange pour le cas linéaire et prennent la valeur λ∗ comme solution duale,quand λ∗ est le
multiplicateur associé à la solution optimale primale x∗. Cependant, dans le cas non linéaire
il existe toujours une fonction objectif, souvent reliée à la fonction de Lagrange, qui doit être
optimisée. Ici, on traitera de la dualité associée à un un problème de programmation convexe
comme problème primal. Il est important de remarquer que si le problème primal n’est pas
convexe, alors le problème dual peut bien ne pas avoir de solution à partir de laquelle la
solution primale peut être déduite. Donc ce n’est pas toujours possible d’appliquer la dualité
comme technique générale dans le but de chercher une solution.

2.5.1 Dualité en programmation convexe

Définition 2.5.1 (Problème primal) On définit le problème primal comme un problème de
minimisation, qui consiste à trouver un vecteur x∗, s’il existe, tel que

(PCP )

{
F (x∗) = minF (x),

x∗ ∈ S = {x ∈ Rn/gi(x) ≤ 0, i = 1, 2, . . . ,m}
(2.26)

où la fonction F est convexe sur l’ensemble S défini par les fonctions gi(x), i = 1 . . . m qui sont
aussi convexes sur Rn.

Définition 2.5.2 On définit le problème dual du (PCP ) comme un problème de maximisa-
tion, qui consiste à trouver deux vecteurs k 0 ∈ Rn et y0 ∈ Rm,s’ils existent tel que :

(PCP )

{
L(k 0, y0) = max(L(k , y),

(k 0, y0) ∈ V = {(k , y) ∈ Rn × Rm/∇kL(k , y) = 0, y ≥ 0}
(2.27)

ou L(k , y) = F (k)+y′g(k) est la fonction de Lagrange associée au problème (PCP). Les rela-
tions existantes entre le programme primal et de son dual sont données par les deux théorèmes
suivants :

Théorème 2.5.1 (Théorème faible de la dualité, Wolfe 1961)
Soit F (x) et L(k , y) les fonctions objectifs respectivement du problème primal et son dual.
On a alors

L(k , y) ≤ F (x), ∀(k , y) ∈ V, ∀x ∈ S.

Théorème 2.5.2 (Théorème fort de la dualité, Wolfe 1961)
Soit x∗ une solution optimale du problème primal(PCP). Alors il existe y∗ ∈ Rm, y∗ ≥ 0, tel
que le couple (x∗, y∗) et une solution optimale du dual (PCD) et on a :

F (x∗) = L(x∗, y∗).
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2.6 Conclusion

Dans ce chapitre nous avons présenté les résultats fondamentaux pour l’optimisation non
linéaire, les différentes méthode de minimisation numérique essentiellement les méthodes de
gradient et la méthode de newton et enfin nous avons vu des notion sur la dualité.
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Chapitre 3

Méthodes de résolution en
programmation quadratique convexe

3.1 Introduction

Dans ce chapitre , nous introduisons les différentes approches développées pour la résolution
des problèmes de programmation quadratique convexe avec contraintes d’inégalités linéaires.
Dans la littérature, plusieurs méthodes ont été développées pour la réalisations des problèmes
de programmation quadratique. Elles sont généralement des extensions de celles développées
pour la programmation linéaire (PL) et peuvent être regroupées en trois classes.
La première classe est constituée des méthodes d’activation des contraintes qui sont une généra-
lisation de la méthode du simplexe pour la (PL). Cette approche est dédiée pour la résolution des
problèmes quadratiques convexes et non convexes de taille moyenne ; pour le cas non convexe,
on se contente généralement de la recherche d’un minimum local. On peut aussi distinguer des
méthodes primales qui cherchent à satisfaire la faisabilité duale en maintenant la faisabilité
primale et la condition de complémentarité . par contre, les méthodes duales sont seulement
conçues pour le cas convexe et cherche à satisfaire la faisabilité primale en maintenant la faisa-
bilité duale et la condition de complémentarité vérifiée.
La deuxième approche est formée des méthodes de points intérieurs , réputées pour leurs bonne
complexité polynomiale et qui sont efficaces pour la résolution des problèmes quadratiques de
grande taille. Elles tentent de satisfaire la condition de complémentarité tout en maintenant la
faisabilité du primal et du dual.
La dernière classe est constituée des méthodes adaptées de support qui sont intermédiaires entre
les deux premières approches. Elles traitent les problèmes quadratiques tels qu’ils se présentent
et utilisent un critère d’arrêt ε-optimal.

3.2 La méthode des points intérieurs

En 1984, Karmarkar a montré qu’une méthode de points intérieurs (MPI) peut résoudre des
programmes linéaires en un temps polynomial.Les deux décennies suivantes ont vu d’énormes
efforts fournis par les spécialistes de l’optimisation pour étudier les propriétés théoriques et
pratiques des différentes MPIs. Une des premières découvertes et que ces méthodes peuvent
être vue comme une modification de la méthode de Newton, qui est capable de traiter des
contraintes d’inégalités . Nesterov et Nemirovski ont montré que cette approche est applicable
à une large classe de problèmes que celles des problèmes linéaires.Par exemple les problèmes de
programmation quadratique peuvent être résolus pôlynomialement comme d’autres programmes
convexe en utilisant des MPIs.
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Les MPIs ont des caractéristiques communes qui se distinguent de celle de la méthode du
simplexe. Chaque itération est couteuse à calculer mais peut faire un progrès significatif vers
la solution. Par contre, le simplexe demande généralement un plus grand nombre d’itération
non couteuse. La méthode du simplexe chemine autour de la bordure du polytope réalisable,
testant une séquence de sommets (points extrêmes) jusqu’à ce qu’il trouve un point optimal.
Les MPIs approximent la solution Soit de l’intérieur ou de l’extérieur du domaine réalisable et
ne s’approchent de la frontière qu’en limite.

3.2.1 Position du problème

On considère, pour simplifier, le problème avec contraintes d’inégalités seulement, celles
pour lesquelles les algorithmes de points intérieurs ont été conçus. On l’écrit sous la forme :

min f(x)

aix ≤ bi (i ∈ I

aix = bi (i ∈ J)

où f : Rn → R, de classe C1 I,J , finis.

3.2.2 Technique de la méthode

En introduisant le vecteur des variables d’écart s = b− Ax, on peut réécrire les conditions
d’optimalité qui sont à la fois nécessaires et suffisantes pour l’optimalité de couple (x, λ) =
(x∗, λ∗) comme suit : 

Dx + A′λ + c = 0,

Ax + s− b = 0,

siλi = 0, ∀i ∈ I
(λ, s) ≥ 0.

(3.1)

Les méthodes de points intérieurs de type primal-dual calculent les solutions (x, λ, s) du système
en appliquant une variante de la méthode de Newton aux trois premières équation du système
(3.1) en modifiant les directions de recherche et le pas de telle sorte que les inégalité de la
quatrième condition du système (3.1) restent satisfaites à chaque itération.

Définissons maintenant l’application non linéaire suivante F : Rn+2m −→ Rn+2m :

F (x, λ, s) =

Dx + A′λ + c
Ax + s− b

SΛe

 , (s, λ) ≥ 0 (3.2)

où S = diag{s1, s2, . . . , sm} et Λ = diag{λ1, λ2 . . . λm} sont des matrices carrées diagonales
d’ordre m, ainsi que e = (1, 1, 1, . . . , 1)′ est un m-vecteur dont chaque composante égale à 1.
Notons que la fonctionF est linéaire en ses deux premiers termes et non linéaire en son dernier
terme.

Les méthodes de points intérieurs du type primal-dual des itérés (xk, λk, sk) qui vérifient les
bornes strictes, c’est-à-dire que xk > 0 et sk > 0. cette propriété est à l’origine du terme point
intérieur. En appliquant la méthode de Newton àF (x, λ, s) = 0 la solution obtenue peut ne pas
vérifier les condition (x, λ) ≥ 0.
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La méthode de Newton forme un modèle linéaire de F autour du point courant et obtient la
direction de recherche (∆x, ∆λ, ∆s) en résolvant le système d’équations suivant :D A′ 0

A 0 I
0 ΛS

∆x
∆λ
∆s

 =

 0
0

−ΛSe

 (3.3)

Notons que le déplacement maximal le long de cette direction est généralement non permis
puisque il pourrait violer les inégalités (λ, s) ≥ 0. Afin d’éviter cette difficulté, on calcule la
direction d’amélioration de telle sorte que le nouveau point est :

(x+, λ+, s+) = (x, λ, s) + α(∆x, ∆λ, ∆s)

pour un certain paramètre α ∈ [0, 1] . Malheureusement, on peut souvent prendre seulement
un petit pas le long de la direction (α � 1) avant la violation de la condition (λ, x) > 0.

3.2.3 La technique des chemins centraux

Ci-dessous, on présente la technique des chemins centraux qui modifie la procédure de la
base de Newton.

Un chemin central C est un arc de points réalisables stricts qui joue un rôle vital dans
les algorithmes de type primal-dual.Il est paramétré par un scalaire τ > 0, et chaque point
(xτ , λτ , sτ ) ∈ C résout le système :

F (xτ , λτ , sτ ) =

 0
0
τe

 , (λτ , sτ ) > 0 (3.4)

. Cette équation n’est autre que l’équation de Newton pour laquelle la condition de complémen-
tarité est remplacée par λisi = τ(i = 1, . . . ,m). elle approxime (3.1) de plus en plus lorsque τ
tend ver zéro. Si C converge lorsque τ tend ver zéro, il doit converger vers la solution primale-
duale du système (3.1). Donc, le chemin central nous guide vers la solution optimale le long
d’une route en gardant les produits λisi strictement positifs et il tend vers zéro avec un même
tau.

choisissons un paramètre de centrage σ ∈ [0, 1] et introduisant la mesure de la dualité de µ
définie par :

µ =
1

n

n∑
i=1

λisi =
λ′s

n
(3.5)

qui mesure la moyenne des produits λisi. En posant τ = σµ et en appliquant la méthode de
Newton au système (3.4) ; on obtient :D A′ 0

A 0 I
0 Λ S

∆x
∆λ
∆s

 =

 0
0

(−ΛS + σµ)e

 (3.6)

Le déplacement (∆x, ∆λ, ∆s) est une direction de newton vers le point (xτ , λτ , sτ ) ∈ C pour
lesquels les produits λisi sont égale à τ = σµ. par contre, le déplacement (3.3) pointe directement
du point pour lesquelles les conditions de KKT (3.4) sont satisfaites. Si σ = 1, les équations
(3.6) définissent une direction centrée et si σ = 0 , (3.6) définissent une direction standard de
Newton.
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pour la majorité des problèmes, un point de départ strictement réalisable (x0, λ0, s0) est
difficile à calculer. Les méthodes de points intérieurs irréalisables remédient à ça en imposant
uniquement que les composantes λ0 et s0 soient strictement positives.Par conséquent on change
légèrement le système (3.6) en définissant les résidus des deux équations de la manière suivante :

rd = Dx + A′λ + c; rp = Ax− b + s

Alors comme (3.6) pour le calcul de la direction d’amélioration, on résout le système modifié
suivant : D A′ 0

A 0 I
0 Λ S

∆x
∆λ
∆s

 =

 rd

rp

(−ΛS + σµ)e

 (3.7)

La prochaine itération est obtenue en posant

x+, λ+, s+) = (x, λ, s) + α(∆x, ∆λ, ∆s),

ou α est choisi de manière à retenir les composantes de λi et si strictement positives :

λ+ = λ + α∆λ > 0, i = 1, 2, . . . , n,

s+ = s + α∆s > 0, i = 1, 2, . . . , n,

Il n’est pas difficile de voir que la valeur maximale αmax qui maintient ces conditions est donnée
par la formule suivante :

αmax = min{mini:∆λi<0 −
λi

∆λi

, mini:∆si<0 −
si

∆si

} (3.8)

Nous pouvons nous éloigner de cette valeur maximale et empêcher ainsi que chaque composante
λi et si d’être aussi proche de zéro en définissant le pas α , comme suit :

α = min{1, ηαmax} (3.9)

ou η est un coefficient proche de 1 et généralement on le prend égal à 0,999.
dans cette partie nous avons présenté la méthode des point intérieurs du type primale-duale.

Les algorithmes de points intérieurs ont la propriété remarquable de converger en quelques
dizaine d’itérations sur la plupart des exemples réels.

3.3 La méthode d’activation des contraintes

Introduction

La méthode activation des contraintes (ASM : Active set method) [21] est une méthode
classique développée au début des années soixante-dix pour la résolution des problèmes linéaires
et quadratiques ; elle s’applique pour des problèmes d’optimisation avec contraintes linéaires de
types inégalités ou mixtes.

cette méthode se présente sous forme de trois classe primale,duale, et primale-duale, dans
cette partie on ne présente que la méthode primale , cette dernière est itérative et s’exécute en
deux phase[5] :

- La première phase consiste à trouver une solution réalisable de départ, qui est obtenue
en exécutant la première phase d’un solveur de programmation linéaire.

- La deuxième phase consiste à appliquer la méthode ASM proprement dite. son principe
général est de résoudre à chaque itération un programme quadratique avec contraintes
d’égalités, correspondants aux indices actifs. Par la suite, elle ajuste cet ensemble pour
identifier les contraintes active à l’optimum.
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3.3.1 Définition

Soit le problème suivant : 
F (x) = 1

2
x′Dx + c′x −→ min,

A′
ix = bi i ∈ ε

A′
ix ≤ bi, i ∈ I

(3.10)

ou D une matrice carrée symétrique d’ordre net semi-définie positive ; I = ε∪I = {1, 2, 3, ...,m}
est un ensemble fini d’indices des contraintes du problème Ai, i ∈ I, c, x sont des n-vecteurs et
b = (bi, i ∈ I)′ est un m-veteur.

- Un point x vérifiant les contrainte du problème (3.10) est appelé solution réalisable.

- une contrainte i ∈ I est dite active ou (saturée) au point x si

A′
ix = bi

L’ensemble des contraintes actives au point x, noté I0 est l’ensemble d’indice défini comme
suit :

I0(x) = {i ∈ I : A′
ix = bi}, avec I = ε ∪ I

3.3.2 Critère d’optimalité

En associant aux contraintes du problème (3.10) le m-vecteur multiplicateur λ, la fonction
de Lagrange s’écrit :

L(x, λ) =
1

2
x′Dx + c′x +

∑
i∈ε∪I

λ(A′
ix− bi). (3.11)

En plus, on définit l’ensemble actif I0(x
0) à la solution optimale x0 comme étant les indices des

contraintes pour lesquels l’égalité est vérifiée :

I0(x) = {i ∈ I : A′
ix = bi}

La condition nécessaire d’optimalité de KKT du premier ordre est la suivante :

Dx0 + c +
∑
i∈I

λ0(A′
ix

0 − bi) = 0

A′
ix

0 = bi, pour tout i ∈ I0(x
0),

A′
ix

0 6 bi, pour tout i ∈ I I0(x
0),

λ0
i ∈ R, i ∈ ε, λ0

i > 0, pour tout i ∈ I;

λ0
i (A

′
ix

0 − bi) = 0, pour i ∈ I.

3.3.3 Itération de la méthode

A une itération donnée de l’algorithme , soit x la solution courante de I0 l’ensemble d’indices
actifs correspondant. une itération de l’algorithme consiste à exécuter les opérations suivantes :

(1) on résout le sous-problème quadratique correspondant à l’ensemble de travail suivant :{
F (x) = 1

2
x′Dx + c′x −→ min,

A′
ix ≤ bi, i ∈ I0

(3.12)
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La solution optimale pour (3.12) est de la forme x+p, ou p est une certaine correction (di-
rection de descente) de la solution courante x.Alors le n-vecteur p est calculé de telle sorte
que la fonction objectif diminue. Par conséquent, le programme quadratique à résoudre
est le suivant : {

F (x) = 1
2
p′Dp + g′x −→ min,

A′
ip = 0, i ∈ I0

(3.13)

ou g = Dx + c est le gradient de F au point x.
On envisage deux cas possibles :

? Si p = 0, aller à l’étape (2)

? sinon (p 6= 0), posons :

x = x + θp avec 0 < θ 6 1 (3.14)

Le pas θ doit être choisi de telle sorte que la nouvelle solution soit réalisable. pour
i ∈ I0 n’importe quelle valeur de θ va maintenir la faisabilité de x. Par contre toutes
contraintes non saturées doivent vérifier :

A′
i(x + θp) 6 bi,∀ i ∈ I�I0.

Alors, la valeur optimal θ0 est la suivante :

θ0 = min{1, θi0} (3.15)

ou

θi0 = min{θi, i ∈ I�I0}, avec θi =

{
bi−A′

ix

A′
ip

, si A′
i > 0,

∞, si A′
i ≤ 0, i ∈ I�I0

Si θ0 = 1 , alors dans ce cas l’ensemble de travail ne change pas, et on aura :

x = x + p, I0 = I0

Sinon, la contrainte i0 est ajoutée à l’ensemble de travail. Par conséquent, le
nouveau ensemble de travail est donc I0 = I0 ∪ {i0}.

(2) cette étape consiste à vérifier si la nouvelle solution obtenue x est optimale ou non dans
le problème( 3.10). Ceci se fait en calculant les multiplicateurs de Lagrange associés au
problème (3.12). Rappelons que pour i /∈ I0, λi = 0. Les autres composantes du vecteur
λ ont été calculés lors de la résolution du problème (3.12).
(a) Si λi ≥,∀i ∈ I ∩ I0, alors la condition d’optimalité de KKT est remplie pour le

problème (3.10). Donc, la solution optimale est trouvées, et on arrête l’algorithme.
(b) Sinon, il existe une composante de vecteur λ vérifiant λi1 < 0, avec i1 ∈ I0 ε = I∪I0.

Alors on peut améliorer la valeur de la fonction objectif en supprimant la contrainte
i1 de l’ensemble de travail. Si plusieurs contraintes ne vérifient pas le critère d’opti-
malité, Alors la contrainte à supprimer doit vérifier la relation suivante :

λi1 = min{λi : λi < 0, i ∈ I ∪ I0}. (3.16)

Donc le nouveau ensemble de travail est I0 = I0 {i1}. ce processus de résolution est répété
jusqu’à ce que l’optimum soit trouvé.
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3.3.4 Schéma de l’algorithme

Soit x une solution réalisable du problème (3.10) et I0 l’ensemble du travail correspondant.
Le schéma de l’algorithme présente les étapes suivantes :

(1) Calculer p en résolvant le programme quadratique (3.13).

- Si p = 0 , alors aller à (3).

- Sinon, on pose :
x = x + θ0p;

ou θ0 est définie par la relation (3.15). Aller à (2).

(2) Changement de l’ensemble actif.

- si θ0 = θi1 < 1 alors :
I0 = I0 ∪ {i0}

- Sinon (θ0 = 1), on pose :
I0 = I0

Aller à (3)

(3)calculer les multiplicateur de Lagrange de (3.12).

- Si λi ≥ 0, ∀i ∈ I ∩ I0, alors l’algorithme s’arrête, avec x solution optimale.

- Sinon , déterminer :

λi1 = min{λi : λi < 0, i ∈ I ∩ I0}.

posons I0 = I0 {i1}. Aller à (1).

Exemple numérique

Considérons le programme quadratique suivant :
F (x) = 2x2 + x1x2 + x2

2 − 12x1 − 10x2 −→ min,

x1 + x2 ≤ 4,

−x1 ≤ 0,

−x2 ≤ 0.

(3.17)

Les données de ce problème sont les suivantes :

D =

(
4 1
1 2

)
, c =

(
−12
−10

)
, A =

 1 1
−1 0
0 −1

 , b =

4
0
0


La méthode qu’on utilise dans cet exemple pour la résolution du problème (3.13) est la méthode
d’élimination simple des variables.
Itération 1 :Soit x1 = (0, 0)′ la solution réalisable de départ pour ce problème. L’ensemble
d’indices actifs en ce point est I1

0 = {2, 3}. Alors pour le problème (3.12), on a :

A =

(
−1 0
0 −1

)
; b =

(
0
0

)
; Z =

(
0
0

)
.
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Il est clair que p1 = (0, 0)′ est optimal pour (3.13), puisque en fait aucun autre point n’est
réalisable pour cet ensemble actif. Le vecteur des multiplicateur de Lagrange associé est :

λ1 = −A−1g(x1) = −
(
−1 0
0 −1

) (
−12
−10

)
=

(
−12
10

)
.

Aucun indice actif n’est optimal et par conséquent la deuxième contrainte sera supprimée de
l’ensemble de travail. donc, on aura :

x2 = x1, I2
0 = I1

0 \ 2 = {3}

Itération 2 : Résolution du problème (3.12) avec les paramètres suivants :

A = (0, 1), b = 0, Z =

(
1
0

)
; Z ′DZ = 4

Le déplacement optimal est le suivant :

p2 = −Z(Z ′DZ)−1Z ′g = −1

4

(
1
0

)
(1 0)

(
−12
−10

)
=

(
3
0

)
.

Le nouveau point obtenue est

x3 = x2 + p2 =

(
3
0

)
,

qui est réalisable. Le multiplicateur de Lagrange associé à la contrainte saturée est alors :

λ3 = −
[
A−1

B

]′ [
gB + D(JB, J)p

]
= −(−1)

[
−10 + (1 2)

(
3
0

)]
= −7 < 0.

Par conséquent, la troisième contrainte est supprimée de l’ensemble des indices actifs ; donc, on
aura :

I3
0 = I2

0 \ 3 = ∅

Itération 3 : A cette itération aucune contrainte n’est active au point x3.Par conséquent, la
solution du problème(3.17) sans contrainte nous donne :

x∗ = −D−1c = −
(

2
7

−1
7

−1
7

4
7

) (
−12
−10

)
=

(
2
4

)
,

qui n’est pas réalisable. Le déplacement du point x3 à x∗ est le vecteur :

p4 = x∗ − x3 =

(
−1
4

)
.

Calcul du θ0 :

A′
1p

4 = (1 1)

(
−1
4

)
= 4 > 0 ⇒ θ1 =

b1 − A′
1x

3

A′
1p

4
=

4− (1 1)

(
3
0

)
3

=
1

3
;

A′
2p

4 = (−1 0)

(
−1
4

)
= 1 > 0 ⇒ θ2 =

b2 − A′
2x

3

A′
2p

4
=

0− (−1 0)

(
3
0

)
1

= 3;
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A′
3p

4 = (0 − 1)

(
−1
4

)
= −4 ≤ 0 ⇒ θ3 = ∞.

θi0= min{θ1, θ2, θ3} = θ1 = 1
3
⇒ i0 = 1 alors θ0 = min{1, θi0} = θi0 = 1

3
.

La nouvelle solution obtenue, ainsi que l’ensemble de travail correspondant sont les suivants :

x4 =

(
3
0

)
+

1

3

(
−1
4

)
=

(
8
3
4
3

)
; I4

0 = I3
0 ∪ 1 = {1}.

Itération 4 :Données correspondant à x4 et I4
0 :

A = (1 1), b = 4, Z =

(
1
−1

)
, Z ′DZ = 4, g = g(x4) =

(
0
−14
3

)
Le déplacement optimal est le suivant :

p4 = −Z(Z ′DZ)−1Z ′g = −1

4

(
1
−1

)
(1 − 1)

(
0
−14

3

)
=

(
−7

6
7
6

)
Calcul θ0 :

A′
2p

4 = (−1 0)

(
−7

6
7
6

)
= 7

6
> 0 ⇒ θ2 =

b2−A′
2x4

A′
2p4 =

0−(−1 0)

8
3
4
3


7
6

= 16
7

A′
3p

4 = (0 − 1)

(
−7

6
7
6

)
= −7

6
≤ 0 ⇒ θ3 = ∞

θ0= min{1, θ2, θ3} = 1 alors on aura :

x5 = x4 + p4 =

(
8
3
4
4

)
+

(−7
6
7
6

)
=

(
3
2
15
6

)
La valeur du multiplicateur de KKT associé à la première contrainte est :

λ3 = −
[
A−1

B

]′
(gB + D(JB, J)p) = −

[
−14

3
+ (2, 1)

(−7
6
7
6

)]
=

7

2
≥ 0

Donc x5 est la solution optimale pour le problème (3.17).
La méthode d’activation des contraintes a l’avantage de traiter les problèmes d’optimisation

linéaire et quadratique tels qu’ils se présentent, sans chercher à modifier leurs contraintes ; cela
permet d’avoir un gain en espace mémoire et en temps d’exécution sur la machine. L’inconvé-
nient de cette méthode est que l’ensemble actif change lentement contrairement à la méthode
du gradient projeté qui permet un changement rapide de l’ensemble actif.
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3.4 La méthode du gradient projeté

Introduction

La méthode du gradient projeté s’inspire des méthodes usuelles de gradient qu’on a vu
dans la deuxième section dans le deuxième chapitre. Supposons, d’une façon générale, que l’on
souhaite minimiser une fonctionnelle f : Rn → R sur un ensemble de contraintes C. Si l’on
construit une suite d’itérés de la forme xk+1 = xk + θkd

k, où dk est une direction de descente,
La question qui se pose est ce que si xk appartient à C, alors xk+1 appartiendra encore à C. Il
faut donc ramener xk+1 dans C, ce que l’on fait en utilisant une projection.

3.4.1 Position de problème

On considère le problème : 
min f(x)

aix ≤ bi (i ∈ I

aix = bi (i ∈ J)

où f : Rn → R, de classe C1 ; I c ’est l’ensemble des indices des contraintes d’inégalités et ,J
l’ensemble des contraintes d’égalité sont deux ensemble finis.
Pour tout x solution réalisable I(x) est l’ensemble des indices des contraintes d’inégalité saturées
par x. On fait l’hypothèse que x vérifie les critère de qualification de l’indépendance linéaire,
c’est à dire que les vecteurs ai, i ∈ I(x) ∪ J sont linéairement indépendants.

3.4.2 Principe de la méthode

la méthode du gradient projeté traite les problème avec contraintes d’égalité, Cependant,
pour les problèmes avec contraintes d’inégalité linéaires, on sera amené à considérer une succes-
sion de problèmes avec contraintes d’égalité, et la matrice A pourra évoluer à chaque itération,
par ajout ou suppression d’une ligne. On part d’un x solution réalisable, on détermine la direc-
tion d définie par la projection de −∇f(x) sur l’espace

L = {y : aiy = 0, i ∈ I(x) ∪ J}

et
d = PL(−∇f(x))

où PL est l’opérateur de projection orthogonale sur L.

−∇f(x) = d +
∑

i∈I(x)∪J

λiai

.
Par construction, le déplacement de la direction d ne viole pas les contraintes saturées.
Si d 6= o le déplacement se fait jusqu’à atteindre le minimum de f dans la direction d mais en
respectant les contraintes non saturées, on obtient un nouveau point et on réitère.
Si d = 0, alors

−∇f(x) =
∑

i∈I(x)∪J

λiai

. Si ∀i ∈ I(x), λi ≥ 0 , alors les conditions de KKT sont vérifiées, et le critère d’optimalité est
satisfait ; on arrête.
Si ∃j ∈ I(x), λj < 0 alors cela signifie que la contrainte j est inactive sur x. On la retire de
I(x) et on réitère.
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3.4.3 Algorithme de la méthode

Projection sur un convexe fermé

Soit K un convexe fermé et soit µ ∈ Rn. On appelle projeté de µ sur K, l’unique élément
µ ∈ K solution de :

‖u− µ‖ = minv∈K‖v − µ‖.
Le projeté de µ est noté :u = Pk(µ), et est caractérisé par :

(u− µ, u− v) ≤ 0 ∀v ∈ K

Soit K un convexe fermé de Rn. Soit J une fonctionnelle convexe sur K. Considérons le pro-
blème :

(P ) minv∈KJ(v)

Théorème Pour tout ρ > 0,on a :

‖u est minimum ⇔ u = PK(u− ρ∇J(u)).

Preuve Soit : ρ > 0
u est min ⇔ (∇J(u), u− v) ≤ 0 ∀v ∈ K
⇔ (ρ∇J(u), u− v) ≤ 0 ∀v ∈ K,
⇔

(
u− (u− ρ∇J(u))︸ ︷︷ ︸, u− v

)
≤ 0 ∀v ∈ K,

⇔ u = PK(u− ρ∇J(u))

Algorithme du gradient projeté

1 On choisit : une condition initiale u0 ∈ K, un pas ρ > 0 et une précision η > 0. On
calcule u1 = PK(u0 − ρJ ′(u0)).

2 Tant que ‖uk − uk−1‖ > η,on définit uk+1par

uk+1 = PK(uk − ρJ ′(uk))

Remarques
• On ne peut plus prendre comme test d’arrêt ‖∇J(uk)‖ ∼ 0 car pour le problème avec

contraintes le minimum u ne satisfait pas forcément "∇J(u) = 0”

• On a ‖uk−uk+1‖ < η ↔ uk−1 ' PK(uk−1− ρ∇J(uk−1)), donc le test d’arrêt signifie bien
que uk−1 est proche du point fixe u = PK(u− ρ∇J(u))

Théorème 3.4.1 Soit K 6= ∅ un convexe fermé de Rn, et soit

J : v → 1

2
(Av, v)− (b, v),

où A ∈ Rn×n est symétrique, définie positive, et b ∈ Rn.
Si 0 < ρ < 2

λmax(A)
,alors quel que soit u0 ∈ K, la suite (uk) définie par (6) converge vers la

solution u du problème (P ).
Preuve Notons d’abord que J ′(v) = Av − b∀v ∈ K.
‖uk+1 − u‖ = ‖PK(uk − ρ(Auk − b))− PK(u− p(Au− b))‖
≤ ‖

(
I − ρA

)
(uk − u)‖

≤ γρ‖uk − u‖
où γρ|λmax(I − ρA)| < 1 pour tout 0 < ρ < 2

λmax
(A)

Donc
‖un − u‖ ≤ (γρ)

n‖u0 − u‖ → 0.
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• Le théorème précédent peut être généralisé à une classe plus large de problèmes d’optimi-
sation convexe avec contraintes.

• D’un point de vue pratique, la projection d’un élément v ∈ Rn sur un convexe quelconque
peut être très difficile à déterminer .

• Un cas facile Si :

K =
n∏

i=1

[ai, bi], alors

si on prend y = (y1, ..., yn)t,la projection x = PK(y) a pour composantes :

xi = min
(
max(max(ai, yi), bi

)
pour 1 ≤ i ≤ n
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3.5 Méthode adaptée de support

Introduction

Le principe est de démarrer d’un plan du support initial et chaque itération consiste à
trouver une direction d’amélioration et un pas maximal le long de cette direction de façon
à améliorer la valeur de la fonction objectif, tout en assurant de ne pas sortir du domaine
admissible déterminé par les contraintes du problème, en utilisant la métrique dite adaptée qui
permet le changement de tous les indices non optimaux en fonction desquels on construit une
direction d’amélioration et le pas le long de cette direction.

3.5.1 position du problème et définition

Le problème de programmation quadratique convexe se présente comme suit :

F (x) =
1

2
x′Dx + c′x −→ min, (3.18)

Ax = b (3.19)

d− ≤ x ≤ d+ (3.20)

où D′ = D ≥ 0; c, d−, d+ et x sont des n-vecteurs ; b un m-vecteur ; rangA = m < n.
Soit I = {1, 2, . . . ,m} : l’ensemble d’indices des lignes de A ;
J = {1, 2, . . . , n} : l’ensemble d’indices des colonnes de A ;
J = {1, 2, . . . , n} = JB ∪ JN , avec JB ∩ JN = ∅,

∣∣JB

∣∣ = m
On peut alors fractionner les vecteurs et la matrice de la manière suivante :
d− = d−(J) = (d−j ,∈ J) ; d+ = d+(J); x = x(J) = (xj, j ∈ JN) ;

x =

 xB

−−
xN

 , xB = x(JB) = (xj; j ∈ JB), xN = x(JN) = (xj, j ∈ JN) ;

x =

 cB

−−
cN

 , cB = c(JB), cN = c(JN),

A = A(I, J) = (aij, 1 6 i 6 m, 1 6 j 6 n); A = (aj, j ∈ J), aj =

a1j
...

amj

 A =

(AB|AN), AB = A(I, JB), AN = (I, JN).

Définition 3.5.1 Un vecteur x vérifiant les contraintes (3.19),(3.20) est appelé plan ou
solution réalisable du problème (3.19),(3.20).

Définition 3.5.2 Un plan x0 est dit optimal si

F (x0) =
1

2
x0′Dx0 + c′x0 = min

1

2
x′Dx0 + c′x

Où x est pris parmi tous les vecteurs vérifiant les contraintes (3.19),(3.20).

Définition 3.5.3 Un plan xε est appelé ε− optimal ou suboptimal si :

F (xε)− F (x0) =
1

2
(xε)′Dxε + c′xε − 1

2
x0′Dx0 + c′x0 ≤ ε

Où ε est un nombre arbitraire positif ou nul et x0 est une solution optimale du problème(3.18),(3.20).
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Définition 3.5.4 L’ensemble JB ⊂ J,
∣∣JB

∣∣ = m , est appelé support des contraintes
(3.19),(3.20) si

detAB 6= 0

.

Définition 3.5.5 le couple {x, JB}, formé du plan x et du support JB est appelé plan de
support des contraintes.

Définition 3.5.6 Le plan de support est dit non dégénéré si

d−j < xj < d+
j , j ∈ JB.

3.5.2 Formule d’accroissement de la fonction objectif

Soit un plan de support des contraintes du problème (3.18),(3.20)et considérons un autre
plan quelconque x = x + ∆x. L’accroissement de la fonction objectif s’écrit alors :

F (x)− F (x) = g′(x)∆x +
1

2
(∆x)′D(∆x) (3.21)

où g(x) = Dx + c est le gradient de la fonction (3.18), avecg(x) = g(J) = (gj, j ∈ J); g = gB

−−
gN

 , gB = g(JB); gN = g(JN)

Par ailleurs on a

{
Ax = b

Ax = b
⇔ Ax = A(∆x + x) = A∆x + Ax = b ⇒ A∆x = 0

En posant ∆x =

∆xN

−−
∆xB

 ∆xB = ∆x(JB), ∆xN = ∆x(JN), l’égalité A∆x = 0 peut s’écrire

AB∆xB + AN∆xN = 0 d’où
∆xB = −A−1AN∆xN (3.22)

On définit le vecteur des potentiels u et le vecteur des estimation E tels que :

u′ = g′BA−1
B , E ′ = E ′(J) = g′ − u′A = (E ′

B, E ′
N)

où
E ′

B = 0, E ′
N = g′N − u′AN

La formule (3.21), devient alors :

F (x)− F (x) = g′B∆xB + g′N∆xN +
1

2
(∆xB, ∆xN)′D(∆xB, ∆xN).

En vertu de (3.22), on obtient donc :

F (x)− F (x) = g′B(−A−1
b AN∆xN) + g′N∆xN +

1

2
(−A−1

B AN∆xN , ∆xN)′D − A−1
B AN∆xN , ∆xN)

= [−g′bA
−1
b AN + g′N ]∆xN +

1

2
∆′xN

(
−A−1

B AN

IN

)′

D

(
−A−1

B AN

IN

)
∆xN ,
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où IN = I(JN , JN) est la matrice identité d’ordre (n−m).
posons :

Z = Z(I, JN) =

(
−A−1

B AN

IN

)
; M = M(JN , JN) = Z ′DZ (3.23)

Finalement (3.21) aura la forme suivante :

F (x)− F (x) = E ′
N∆xN +

1

2
∆′xNM∆xN (3.24)

3.5.3 Critère d’optimalité

Théorème 3.5.1 Soit {x, JB} un plan de support des contraintes (3.1)-(3.3). Alors les rela-
tions : 

Ej ≥ 0, sixj = d−j ,

Ej ≤ 0, sixj = d+
j

Ej = 0, sid−j < xj < d+
j pour∀j ∈ JN ,

(3.25)

sont suffisantes pour l’optimalité du plan x.
ces mêmes relations sont aussi nécessaires, si le plan de support des contraintes est non dégénéré.

3.5.4 Critère de suboptimalité

Les relations (3.25)) n’étant pas vérifiées, calculons alors le nombre β(x, JB) appelé estimation de suboptimalité
qui estime l’écart entre la valeur optimale F (x0) est une autre valeur F (x) d’un plan de support
des contraintes quelconque {x, JB}.

Théorème 3.5.2 Soit {x, JB} un plan de support des contraintes du problème (3.1)-(3.3), et
ε,un nombre positif ou nul arbitraire. Si le nombre :

β(x, JB) =
∑
j∈JN
Ej>0

Ej(xj − d−j ) +
∑
j∈JN
Ej<0

Ej(xj − d+
j ) ≤ ε; (3.26)

alors {x, JB} est ε-optimal.

3.6 Méthode de résolution

Introduisons les définitions suivantes :

Définition 3.6.1 On appelle support de la fonction objectif (3.18) l’ensemble des indices
JS ⊂ JN tel quedetMS = detM(JS, JS) 6= 0, où M est la matrice (3.23). On posera JNN = JN JS.

Définition 3.6.2 On appelle support du problème (3.18),(3.20) l’ensemble JP = {JB, JS}
formé du support des contraintes JB et celui de la fonction objectif JS.

Définition 3.6.3 On appelle plan de support du problème (3.18),(3.20) la paire {x, JP}
formée du plan x et du support JP ; il est dit accordé si E(JS) = 0.
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3.6.1 Construction d’une direction d’amélioration adaptée

Les plans de support admettent plusieurs métriques pour les direction d’amélioration. Consi-
dérons la métrique suivante pour les composantes non basiques de la direction admissible l :

d−j − xj ≤ lj ≤ d+
j − xj, j ∈ JNN = JN JS. (3.27)

Cette métrique dépend du plan courant x, et de ce fait , elle est dite adaptée. Afin de calculer
les composantes de la direction admissible d’amélioration l, considérons l’accroissement

∆F = F (x + l)− F (x) =
∑
j∈JN
Ej≥0

Ejlj +
∑
j∈JN
Ej≤0

Ejlj +
1

2
l′NMlN .

En tenant compte de la métrique (3.27), la partie linéaire de ∆F atteint son minimum pour les
valeurs des composantes de l(JNN) suivantes :

lj =


d−j − xj si Ej > 0,

d+
j − xj si Ej < 0,

0 si Ej = 0, pourj ∈ JNN

(3.28)

quant aux composantes de l(JS) , elles se déduisent à partir de Ej(x + l) = 0, j ∈ JS. Donc

M(JS, JS)l(JS) + M(JS, JNN)l(JNN) = 0

D’où
l(JS) = −M−1

S M(JS, JNN)l(JNN) (3.29)

les composantes l(JB) seront déduites de Al = 0 , d’où

l(JB) = −A−1
B (ASlS + ANN lNN). (3.30)

3.6.2 Changement de plan

On construit alors le nouveau plan x sous la forme

x = x + θ0l;

où l est la direction d’amélioration définie par les formules (3.28),(3.30) et le nombre θ0 est le
pas le long de cette direction , avec θ0 = min {1, θj1, θjs, θF}. Les nombres 1, θj1, θjs, se calculent
de façon à ce que les contraintes directes sur le vecteur x soient vérifiées :

d−j − xj ≤ θ0lj ≤ d+
j − xj, sij ∈ JNN , (3.31)

d−j − xj ≤ θ0lj ≤ d+
j − xj, sij ∈ JB, (3.32)

d−j − xj ≤ θ0lj ≤ d+
j − xj, sij ∈ JS, (3.33)

Donc θj1 = minj∈JB
θj; θjs = minj∈JS

θj , où

θj =


d+

j −xj

lj
, si lj > 0

d−j −xj

lj
, si lj < 0

∞ si lj = 0
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Le nombre θ0 = 1 représente le pas correspondant aux indices de JNN .
Quant à θF , il se calcule de façon que le passage de x à x assure une relaxation maximale de la
fonction objectif tout en gardant le même signe pour Ej et Ej ; où :

E ′
N = g′(x)Z, EN(x) = EN(x + θ0l)

EN(x) = EN(x) + θ0MlN = EN(x) + θ0δN

On posera donc θF = σj∗ = minσj, j ∈ JNN , avec

σj =

{
−Ej

δj
, si Ejδj < 0,

∀ si Ejδj ≥ 0

σj = M(j, JN)lN

.

3.6.3 Estimation de la suboptimalité

Calculons la nouvelle estimation de suboptimalité β(x, JB) en fonction de β(x, JB) :

β(x, JB) =
∑
j∈JN

Ej>0

Ej(xj − d−j ) +
∑
j∈JN

Ej<0

Ej(xj − d+
j )

=
∑
j∈JN

Ej>0

Ej(xj + θ0jj − d−j ) +
∑
j∈JN

Ej<0

Ej(xj + θ0lj − d+
j )

=
∑
j∈JN
Ej>0

(Ej + θ0lj − d−j ) +
∑
j∈JN
Ej<0

(Ej + θ0δj)(xj + θ0lj − d+
j )

=
∑
j∈JN
Ej>0

Ej(xj − d−j ) +
∑
j∈JN
Ej>0

Ejθ
0lj +

∑
j∈JN
Ej>0

θ0δj(xj − d−j ) +
∑
j∈JN
Ej>0

θ0δjθ
0lj+

∑
j∈JN
Ej<0

Ej(xj − d+
j ) +

∑
j∈JN
Ej<0

θ0Ejlj +
∑
j∈JN
Ej<0

θ0δj(xj − d+
j ) +

∑
j∈JN
Ej<0

θ0δjθ
0lj.

En vertu des relations (3.30), on aura alors

β(x, JB) = β(x, JB) = θ0
∑
j∈JN
Ej>0

Ej(d
−
j − xj) + θ0

∑
j∈JN
Ej<0

Ej(d
+
j − xj) + θ0

∑
j∈JN
Ej>0

δj(−lj)+

θ0
∑
j∈JN
Ej<0

δj(−lj) + θ02
∑
j∈JN
Ej>0

δjlj + θ02
∑
j∈JN
Ej<0

δjlj

= β(x, JB)− θ0β(x, JB)− θ0δ′N lN + θ02δ′N lN .

Donc, on obtient la formule suivante :

β(x, JB) = (1− θ0)β(x, JB)− θ0(1− θ0)l′Dl. (3.34)
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3.6.4 Changement de support

• Pour θ0 = 1, alors le vecteur x0 = x = x + l est une solution optimale du problème
(3.18),(3.20).
Le changement de support s’effectue lorsque θ0 < 1 et β(x, JB) > ε.Trois cas peuvent
alors de présenter :

• θ0 = θji < 1 :contrairement à la méthode du simplexe,le choix de l’indice j0 n’est pas
unique, ce qui fait la particularité de cette méthode.Lorsque ce cas se réalise pour un
indice j1 ∈ JB,on a alors

lji = −
∑
j∈JN

e′jj1A
−1
B ajlj = −

∑
j∈JN

xj1jlj 6= 0,

où e est un vecteur unitaire de dimension m. Il existe alors j0 ∈ JN tel que xj1j0 6= 0.
Cette dernière condition nous assure par conséquent que JB = (JB \ j1) ∪ j0 est bel et
bien un support.
Si on peut avoir xj1j0 6= 0, avec j0 ∈ JS,on posera donc

JB = (JB \ j1) ∪ j0, JS = (JS \ j0)

Sinon, on choisira un indice j0 ∈ JNN tel que lj0 6= 0 et on posera

JB = (JB \ ji) ∪ j0 et JS = JS

• θ0 = θjs :on pose JB = JB, JS = JS \ js.
• θ0 = θF :dans ce cas on aura JB = JB, JS = JS ∪ j∗.

Pour ces trois cas sus-cités, on recommencera une nouvelle itération avec le plan de support
{x, JP} si β(x, JB) > ε.
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3.7 Algorithme de Résolution

Soit un nombre réel positif ou nul quelconque ε et un plan de support initial {x, JP} tel que
JP = {JB, JS},avec JS = ∅ pour plus de facilité.
Algorithme

Debut
1) Soit un plan de support initial {x, JP} du problème (3.1)-(3.3) ;
2) Calculer le vecteur des estimations E ′

N = E ′(JN) = g′N − u′AN ;
Si β(x, JB) ≤ ε Alors x est ε-optimal ; Aller à Fin.
Sinon Aller en 3 ;

3) Changement de plan
Calculer la direction d’amélioration l ;
Calculer le pas θ0 = min{1, θj1, θjs , θF} ;
Calculer x = x + θ0l ;
Calculer l’estimation de suboptimalité β(x) = (1− θ0)(β − θ0l′Dl) ;

Si β(x) ≤ ε Alors x est ε-optimal ;Aller à Fin ;
Sinon Aller en 4 ;

4) Changement de support
Si θ0 = 1 Alors x = x + 1 ;β(x) = 0 ;x est optimal ;Aller à Fin ;
Sinon Si θ0 = θji,Alors
Si j0 ∈ JS, Alors JB = (JB \ ji) ∪ j0 et JS = JS \ j0.
Sinon j0 ∈ JNN Alors JB = (JB \ ji) ∪ j0 et JS = JS

Sinon Siθ0 = θjs Alors JB = JB, JS = JS \ js ;
Sinon Si θ0 = θF Alors JB = JB, JS = JS ∪ j∗ ;

Si β(x, JB) > ε ; alors aller en 2 en partant de {x, JP}.
Fin
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3.8 Exemple numérique

Soit le problème de programmation quadratique suivant :

F (x) = 4x2
1 − 4x1x2 + 2x2

2 + 2x1 + x2 + 3x3 − x4 → minx1 − 4x2 + x3 = 3;

2x1 + x2 + x4 = 4;

−2 ≤ x1 ≤ 2, 0 ≤ x2 ≤ 4, 2 ≤ x3 ≤ 5,−3 ≤ x4 ≤ 6,

avec

D =


8 −4 0 0
−4 4 0 0
0 0 0 0
0 0 0 0

 ,c =


2
1
−3
−1

 ,b =

(
3
4

)
,d− =


−2
0
2
−3

 ,d+ =


2
4
5
6

 .

Soit x = (0, 0, 3, 4)un plan initial du problème. Posons JB = {3, 4}, JN = {1, 2}. Nous avons

alors AB = (a3, a4) = I2 ; AN = (a1, a2) =

(
1 −4
2 1

)
.

Déterminons la matrice M = Z ′DZ :

Z = Z(J, JN) =

(
−A−1

B AN

IN

)
=


1 0
0 1
−1 4
−2 −1


D’où

M = Z ′DZ =

(
1 0 −1 −2
0 1 4 −1

) 
8 −4 0 0
−4 4 0 0
0 0 0 0
0 0 0 0




1 0
0 1
−1 4
−2 −1

 =

(
8 −4
−4 4

)

Calculons le vecteur gradient g(x) = (gB, gN)

g(x) = Dx + c =


8 −4 0 0
−4 4 0 0
0 0 0 0
0 0 0 0




0
0
3
4

 +


2
1
−3
−1

 =


2
1
−3
−1

 ,

gB =

(
−3
−1

)
et gN =

(
2
1

)
.

Calculons le vecteur des estimations EN = gN − (g′BA−1
B AN)′

EN =

(
2
1

)
−

(
(−3,−1)

(
1 −4
2 1

))′

=

(
7
−10

)
.
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Posons JS = φ, JNN = JN \ JS = {1, 2}. La paire{x, JP}, avec JP = {JB, Js} est alors le plan
de support du problème considéré. Calculons l’estimation de suboptimalité :

β(x, JB) =
∑
Ej>0

Ej(xj − d−j ) +
∑
Ej<0

Ej(xj − d+
j )

= E1(x1 − d−1 ) + E2(x2 − d+
2 )

= 7(0 + 2) + (−10)(0− 4)

= 54 > ε.

Itération 1 :

l1 = d−1 − x1 car E1 > 0, l2 = d+
2 − x2 car E2 < 0,

on alors :

l(JNN) =

(
−2
4

)
.

l(JS) = (lj, j ∈ JS) = 0, carJS = ∅

l(JB) = (lj, j ∈ JB) = −A−1
B ANN lNN =

(
−1 4
−2 −1

) (
−2
4

)
=

(
18
0

)
D’où

δN = δ(JN) =

(
δ1

δ2

)
= MlN =

(
8 −4
−4 4

) (
−2
4

)
=

(
−32
24

)
Calculons le pas θ le long de cette direction :
Pour j ∈ JNN , nous avons : θ0 = 1.
Pour j ∈ JB,nous avons :

θj1 = minj∈JB
θj = min{θ3, θ4}, avec

{
θ3 = 1/9

θ4 = ∞, carl4 = 0.

θji = θ3 = 1/9 ⇒ j1 = 3.

Pour j ∈ JS nous avons : θJs = ∞, carJS = ∅.
Pour θF , nous avons σj∗ = min{σ1, σ2}, tel que : σ1 = −E1

δ1
= 7/32; σ2 = −E2

δ2
= 5/12

D’où θ0 = min{1, 1/9,∞, 7/32} = θ3 = 1/9.
On a alors

x = x + θ0l =


−2/9
4/9
5
4


et

β(x, JB) = (1− θ0)(β(x, JB)− θ0l′Dl) =
2608

81
' 32.19.

Soit X = X(JB) = A−1
B aj0 =

(
xxij0

xx2j0

)
, avec j0 ∈ JN non optimal.

X = X(JB) =

(
x31

x41

)
= A−1

B a1 =

(
1
2

)
⇒ xj1j0 = 1 6= 0, avec j1 = 3, j0 = 1.
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D’où
JB = {3, 4}\{3} ∪ {1}

avec AB =

(
1 0
2 1

)
dont sa matrice inverse est A

−1

B =

(
1 0
−2 1

)
. Donc

JB = {1, 4}; JS = ∅; JNN = {2, 3}; JP = {JB, JS}.

On commence la deuxième itération par le plan de support {x, Jp} :
Calculons alors le nouveau vecteur des estimations :

g(x) = Dx + c =


8 −4 0 0
−4 4 0 0
0 0 0 0
0 0 0 0



−2/9
4/9
5
4

 +


2
4
−3
−1

 =


−14/9
33/9
−3
−1

 , EN =

(
58/9
−31//9

)

ainsi que la nouvelle estimation de suboptimalité :

β(x, JB) = E2(x2 − d−2 ) + E3(x3 − d+
3 ) = 232/81 ' 2.86.

Déterminons la matrice M :

M = Z ′DZ =

(
4 1 0 −9
−1 0 1 2

) 
8 −4 0 0
−4 4 0 0
0 0 0 0
0 0 0 0




4 −1
1 0
0 1
−9 2

 =

(
100 −28
−28 8

)

Calculons la direction l :
l(JNN) =

(
l2
l3

)
=

(
−4/9

0

)
.

l(JB) = (lj, j ∈ JB) = −A−1
B ANN lNN =

(
4 −1
−9 2

) (
−4/9

0

)
=

(
−16/9

4

)
D’où

δN =

(
δ2

δ3

)
= MlN =

(
100 −28
−28 8

) (
−4/9

0

)
=

(
−400/9
112/9

)
Calculons le pas le long de cette nouvelle direction :
Pour j ∈ JNN ,nous avons : θ0 = 1.
Pour j ∈ JS, nous avons :

θji = minj∈JB
θj = min{θ,θ}, avec

{
θ =

θ4 = 1/2.

θj1 = θ4 = 1/2.

Pour j ∈ JS nous avons : θj∗ = ∞, carJS = ∅,
et finalement

σj∗ = minj∈JNNσj = min{σ2, σ3}, avec

{
σ2 = 29/200

σ3 = 31/112.

σj∗ = σ2 = 29/200.
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Ainsi θ0 = σj∗ = σ2 = 29/200.
Nous avons alors :

x = x + θ0l =


−24/50
19/50

5
229/50

 .

et
JB = JB = {1, 4}; JNN = {3}; JP = {JB, JS}.

Donc le nouveau vecteur des estimations vaut :

g(x) = Dx + c =


8 −4 0 0
−4 4 0 0
0 0 0 0
0 0 0 0



−24
50
19
50

5
229
50

 +


2
1
−3
−1

 , EN =
(
0 −41

25

)
,

et
β(x, JB) = (1− θ0)(β(x, JB)− θ0l′Dl) = 0.

La valeur de β(x, JB) étant nulle, le critère d’optimalité est alors vérifié.
D’où x0 = (−24/50, 19/50, 5229/50) est plan optimal, avec F (x0) = −911

50
= −18.22.

la méthode adaptée est une extension de la méthode directe du support, sa particularité
est de manipuler les variables de décisions tel que se présentent initialement sans modification
préliminaires. de plus, cet algorithme est doté d’un critère d’arrêt qui peut donner une solution
approchée avec une précision choisie à l’avance.
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3.9 Récapitulatif

Méthodes Année Auteurs Caractéristiques
Points in-
térieurs

1984 -
N.K.Karmakar

- Nesterov
- Nemirovski

- Problème convexe et non convexe de taille
moyenne.

- Chaque itération peut faire un progrès vers la
solution

- Approxime la solution soit de l’intérieur ou de
l’extérieur du domaine réalisable

Activation
des
contraintes

- 1971
- 1978
- 1983

- 1997

- R Flechter
- Gil et Al
- D. Goldfarb et

A.idnani
- Boland

- Résolution des problèmes de taille raisonnable.
- Traiter les problèmes tel qu’ils ce présentent sans

modifié leur contraintes.
- L’ensemble actif change lentement.

Gradient
projeté

1974 P.E Gil et W.
Murray - Coût élevé pour le calcul de projection.

- Meilleur convergence.
- changement rapide de l’ensemble actif.
-

Méthode
adaptée de
support

- 1983 - R. Gabassov
- F.M Kirilova

- Fait changé tous les indices non optimaux.
- Traiter les problèmes tel qu’ils ce présentent sans

modifié leur contraintes..
- peut avoir une solution ε-optimale.
- Converge en un nombre fini d’itérations
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Conclusion générale

Ce travail est une synthèses des quatre méthodes de la résolutions des problèmes de pro-
grammation quadratique convexe (activation des contraintes, les points intérieurs, le gradient
projeté et la méthode adapté) ; pour cela nous avons d’abord rappelé les notions fondamen-
tales sur l’algèbre linéaire, la programmation quadratique et la convexité ; ensuite nous avons
présenté les résultats classiques sur l’optimisation non linéaire , sans contrainte où on a fait
un petit rappel sur les méthodes de minimisation (méthode de gradient, méthode de newton)
et avec contraintes , les conditions d’optimalité de Kruch-Kuhn-Tucker (KKT), ainsi que les
théorèmes de dualité en programmation quadratique convexe .

perspectives

• Faire expérimentation numérique pour comparer les quatre méthode.
• Appliquer ces méthodes pour résoudre des cas pratiques comme :

- Gestion de production
- Gestion de portefeuille
- Les moindres carrées
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