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Introduction Générale

La théorie de l’estimation est une des branches les plus basiques de la statistique.

Cette théorie est habituellement divisée en deux composantes principales, à savoir,

l’estimation paramétrique et l’estimation non paramétrique. Le problème de l’estimation

non paramétrique consiste, dans la majeur partie des cas, à estimer, à partir des

observations, une fonction inconnue élément d’une certaine classe fonctionnelle. Plus

particulièrement, on parle d’estimation non paramétrique lorsque celle-ci ne se ramène

pas à l’estimation d’un nombre fini de paramètres réels associés à la loi de l’échantillon.

L’un des modèles le plus fréquemment rencontré en statistique paramétrique ou non

paramétrique est le modèle de régression. Le principe de la régression non paramétrique

remonte au 19ème siecle. La régression non paramétrique est devenue une méthode

populaire pour analyser une relation entre une variable dépendante Y et une variable

indépendante X. Son objet, est d’estimer cette relation de dépendance sans faire

d’hypothèses paramétriques sur la forme de cette dépendance.

Soit les observations suivantes (x1, y1), · · · , (xn, yn). Le modèle de régression étudié

dans ce travail est de la forme :

yi = m(xi) + εi, i = 1, · · · , n,

où m est la fonction de régression que l’on cherche à estimer, et les (εi)
n
i=1 sont des

variables aléatoires supposées indépendantes identiquement distribuées de moyenne nulle

et de variance commune σ2. Ces erreurs représentent les erreurs de mesure, et plus

généralement l’ensemble de la variabilité de Y non expliquée par X.



Introduction Générale Page 2

Les premiers travaux sur ce sujet datent des années 50. La première application est

l’estimation de la fonction de densité par des méthodes d’opérateur à noyau (kernel)

avec les travaux fondateurs de [Rosenblatt 1956][52] et de [Parzen 1962][46]. Ces premiers

travaux ont été étendus à la notion de régression kernel, traduit en français par le terme

de régression avec lissage par opérateur à noyau et maintenant connu sous le nom de

régression par la méthode du noyau. Dans ce domaine, on identifie deux papiers fondateurs

publiés la même année : [Nadaraya (1964)][44] et [Watson (1964)][77]. L’estimateur à

noyau proposé par Nadaraya-Watson est construit à partir d’une fonction noyau K et

d’une fenêtre h, sous la forme :

m̂h(x) =

∑n
i=1 yiK(x−xi

h
)∑n

i=1K(x−xi
n

)
,

qui est un estimateur linéaire par rapport à Y . [Collomb (1977) [10], Collomb (1976)

[11] et (1977a) Collomb [12]] a étudié les propriétés de convergence asymptotiquement

normal, il a donné les résultats sur le biais et la variance de l’estimateur (limite et

évaluation asymptotique). On peut également voir : [Collomb (1977b)][12], [Ferraty et

Vieu (2002)][22] et [Sarda et Vieu (2000)][59] sur les propriétés : uniforme, presque sûre,

presque complète et en moyenne quadratique de l’estimateur m̂h. Stone (1981) [61],

Stone(1982) [61] et [62] a traité la vitesse optimale de convergence sous les conditions de

régularités de m autour d’un compact.

En ce qui concerne le choix du paramètre de lissage, [Härdle et Marron (1985)][28] ont

donné l’optimalité asymptotique de la largeur de fenêtre en termes d’erreur quadratique

(voir aussi les revus bibliographiques de [Marron (1988)][41] et [Jones et al. (1996)][34]).

Loader (1999) [35] a proposé une étude comparative entre plusieurs méthodes de choix

du paramètre de lissage.

Concernant les travaux sur le choix du noyau, [Berlinet (1993)][2] a proposé une

méthode automatique du choix du noyau. (voir [Vieu (1999)][66] pour des résultats et

références récentes.)

Malgré ses bonnes propriétés asymptotiques, la méthode du noyau n’est pas parfaite
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et certains problèmes y sont rattachés. Particulièrement, le paramètre de lissage h lié au

problème du manque de variation locale du lissage est aussi lié à la méthode du noyau.

En effet, étant donné qu’une seule fenêtre de lissage est utilisée, l’estimateur du noyau ne

tient pas compte des différents niveaux de lissage des parties de la fonction. En fait, pour

réduire le MSE (Mean Square Error), h devrait augmenter avec m(x), ce qui réduirait la

variance, et diminuer avec |m′′(x)|, ce qui réduirait le biais. D’un point de vue pratique,

ce manque d’adaptation se manifeste par du sur-lissage ou par du sous-lissage (Figure 1).

Figure 1 – Graphiques de sur-lissage et de sous-lissage.

Une méthode alternative à cette méthode du noyau, est la méthode des fonctions

splines. C’est une méthode d’analyse numérique, elle est utilisée dans le but de l’interpola-

tion. Le mot ”spline” en anglais signifie (languette élastique), où l’on s’intéresse à la courbe

décrite par une languette forcée de passer par un nombre fini de points donnés (xi, yi), i =

1, · · · , n. Introduite pour la première fois par [Whittaker (1923)][78] et développée par

[Schoenberg (1964)][55] pour servir au calcul scientifique (approximation,...). Actuelle-

ment, la méthode des splines de lissage est appliquée pour la représentation de courbes

et surfaces en Computer Graphics.

Les fonctions splines sont devenues très populaires, elles trouvent leurs applications

dans différents domaines comme l’analyse des données de croissance, en médecine et en

économie. Des développement et des applications de la méthode des splines de lissage

peuvent être trouvées dans [Wahba (1990)][73] et [Green and Silverman (1994)][25]. Voir

aussi [Reinsch (1967)][49], [Silverman (1985)][58], [Eubank (1999)][20] ou [Green and

Silverman (1994)][25].

L’estimateur par la méthode des splines de lissage est définit comme étant le fonction
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Figure 2 – Un dessin en zig-zag (à gauche) et en splines (à droite)

m̂λ qui réalise la solution d’un problème de minimisation, qui s’écrit sous la forme

m̂λ = AλY,

où Aλ est une matrice de lissage qui ne dépend que des xi, i = 1, · · · , n.

Cet estimateur est linéaire par rapport au vecteur réponse Y . [Schultz (1970)][56]

a étudié les propriétés de convergence des splines interpolantes et ses dérivées. Wahba

(1973) (1974)][68] et [69] a donné les conditions pour obtenir la convergence en moyenne

quadratique et [wahba (1976)][71] a traité l’erreur moyenne quadratique. Concernant le

degré r de la spline et la selection du paramètre de lissage λ voir [Graven and Wahba

(1979)][15] et voir aussi [Wahba et Wold (1975)][75] pour des résultats de ce type. Pour

une étude détaillée de cet estimateur voir la monographie de [Eubank (1988)][19].

Dans ce mémoire nous exposerons en détail les deux méthodes d’estimation de la

courbe de régression de la moyenne : la méthode du noyau et la méthodes des fonctions

splines. Il est composé principalement de trois chapitres :

– Le premier chapitre est composé de deux parties :

X La première partie porte sur des généralités sur la courbe de régression non pa-

ramétrique et quelques notions utilisées.

X La deuxième patrie du chapitre propose des méthodes d’estimations de la courbe

de régression : la méthode des k plus proches voisins, méthode des séries orthogo-

nales et plus particulièrement la méthode du noyau, les propriétés statistiques et

asymptotiques de l’estimateur sont données.
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– Dans le deuxième chapitre, nous présentons la méthode des fonctions splines dans

un cas général et son application à l’estimation de la courbe de régression de la

moyenne, nous donnons les propriétés statistiques (biais, variance) de l’estimateur

et ses quelques propriétés asymptotiques.

– Le troisième chapitre présente les résultats obtenus par simulation, effectuée sur

3 exemples de fonctions cibles et d’un cas réel, pour comparer les deux méthodes

(noyau et spline). Le critère utilisé est celui de MISE (Mean Integrated Square

Error).

Ce mémoire se termine par une conclusion générale et quelques perspectives.



1
Régression non paramétrique

1.1 Introduction

L’utilisation des modèles paramétrique est très fréquente lorsque l’on fait appel

à la régression afin d’analyser un jeu de données. Or, il y a certaines situations où

ces modèles ne sont pas appropriés et où le choix d’un modèle non paramétrique est

préférable. Dans ce chapitre, nous étudierons certaines méthodes de régression non

paramétrique, à savoir, la méthode des plus proches voisins, la méthode des séries

orthogonales et particulièrement la méthode du noyau, qui est une méthode très

pratique lorsque l’on s’intéresse à la relation entre une variable réponse Y et une

variable explicative X, mais que l’on ne veut supposer aucune forme particulière pour la

relation entre ces deux variables, laissant ainsi aux données le choix exclusif de cette forme.
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1.2 Principe d’estimation non paramétrique

Lorsque nous souhaitons décrire l’influence d’une variable quantitative sur un

événement en faisant le moins d’hypothèses possible sur la forme de la relation, nous

distinguons deux approches :

– L’approche de la régression paramétrique,

– L’approche de la régression non paramétrique.

Le but d’un modèle de régression consiste à déterminer la façon dont l’espérance d’une

variable dépendante Y dépend d’un ensemble de variables explicatives X. Supposons que

X ∈ R le problème consiste donc à déterminer pour chaque réalisation x de la variable

X ; la valeur de la fonction m(x), dite fonction de lien ou fonction de régression.

Définition 1.1. On appelle fonction de régression, la fonction m(x) qui a pour toute

réalisation x de la variable explicative X associe la quantité :

E(Y |X = x) = m(x). (1.1)

1) Modèle paramétrique

Pour caractériser cette fonction de régression, la première approche consiste à utiliser

un modèle de régression paramétrique. Nous supposons que cette fonction peut s’écrire

comme une fonction explicite des valeurs de X. Cette fonction peut être linéaire, loga-

rithmique, non-linéaire etc. Par exemple, dans le cas linéaire on suppose que :

E(Y |X = x) = α + βx.

Nous cherchons alors à déterminer les meilleures valeurs de α et β compte tenu d’un

critère, par exemple celui de la MSE (Mean Square Error).

Définition 1.2. Dans un modèle de régression paramétrique, la fonction de régression

est :

– De forme explicite.

– Peut s’écrire en fonction d’un nombre réduit de paramètres.

Exemple

E(Y |X = x) = m(x, θ),
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où m(.) est connue avec θ ∈ Rk

L’exemple typique est celui d’un modèle linéaire, où l’on suppose que :

E(Y |X = x) = α + βx = m(α, β, x).

1) Modèle non paramétrique

Nous pouvons retenir une approche non paramétrique dans laquelle on va estimer la

relation entre le niveau moyen de Y et toutes les valeurs réalisées de X. Nous ne supposons

aucune forme spécifique sur la fonction de régression.

Définition 1.3. Dans un modèle de régression non paramétrique, la fonction de régression

– N’a pas de forme explicite.

– Ne peut pas s’écrire en fonction d’un nombre réduit de paramètres.

E(Y |X = x) = m(x).

Le principal avantage de cette approche est qu’elle ne nécessite aucune hypothèse a

priori sur la forme du lien entre X et Y .

Remarque 1.1. Avec une approche non paramétrique, on aboutit à :

1. une représentation graphique de la relation entre X et Y .

2. Il n’existe pas de forme analytique de la fonction de lien m(x).

Tout le problème consiste alors à estimer cette fonction de régression m(x), qui est a

priori inconnue.

Le modèle qui va nous intéresser est un modèle non paramétrique, en ce sens que la seule

condition que nous ferons sur la fonction m est une condition de régularité

E(Y |X = x) = m(x). (1.2)

où

m est k fois continûment dérivable,

k étant un entier positif ou nul (le cas k = 0 correspondant évidemment à l’hypothèse

de continuité de m). Nous allons donner quelques définitions théoriques des notions uti-

lisées
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Définition 1.4. On dit qu’un estimateur m̂ de m est sans biais si :

E(m̂) = m.

Définition 1.5. On dit qu’un estimateur m̂ de m est asymptotiquement sans biais si :

lim
n→∞

E(m̂) = m.

Définition 1.6. Un estimateur m̂ de m est dit asymptotiquement uniformément sans

biais si :

lim
n→∞

sup
x
|E[m̂(x)−m(x)]| = 0.

Définition 1.7. L’erreur moyenne quadratique MSE :

MSE(m(x), m̂(x)) = E(m(x)− m̂(x))2

= E(m(x))2 + E(m̂(x))2 − 2E[m(x) m̂(x)]

= E(m(x))2 + E(m̂(x))2 − 2E[m(x) m̂(x)] + [Em̂(x)]2 − [Em̂(x)]2

= (m(x))2 + E(m̂(x))2 − 2m(x) Em̂(x) + [Em̂(x)]2 − [Em̂(x)]2

= [E(m̂(x)−m(x))]2 + E(m̂(x))2 − [Em̂(x)]2

= Biais(m̂(x))2 + Var(m̂(x)).

Définition 1.8. L’erreur moyenne quadratique intégrée MISE :

MISE(m̂,m) =

∫
MSE(m(x), m̂(x)) dx

=

∫
Biais(m̂(x))2 dx +

∫
Var(m̂(x)) dx.

Définition 1.9. On dit qu’un estimateur m̂ de m est ponctuellement consistant en

moyenne quadratique si :

lim
n→∞

MSE(m(x), m̂(x)) = 0.

Définition 1.10. On dit qu’un estimateur m̂ de m est uniformément consistant en

moyenne quadratique intégrée si :

lim
n→∞

MISE(m(x), m̂(x)) = 0.

Définition 1.11. On dit qu’un estimateur m̂ de m est asymptotiquement normal si :

m̂ −→ N (E(m̂),Var(m̂)), en loi.
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1.3 Lien entre la régression et la minimisation d’une

espérance conditionnelle

Soient les observations bivariées (xi, yi), i = 1, · · · , n, où les xi représentent les valeurs

observées de la variable explicative X et les yi représentent celles de la variable dépendante

Y . La méthode la plus communément utilisée pour étudier la relation entre ces deux

variables est la régression linéaire simple, qui suppose un modèle de la forme

Yi = β0 + β1Xi + εi, i = 1, · · · , n,

où les erreurs aléatoires εi sont non corrélées, de moyenne nulle et de variance σ2.

Cette méthode possède l’avantage d’être facile à interpréter et, lorsque les postulats sur

les résidus εi sont vérifiés, elle permet de faire des tests d’hypothèses statistiques formels

sur les paramètres. Par contre, il arrive que la linéarité de la relation ne soit pas toujours

respectée. Dans ce cas, il est préférable de choisir un modèle plus flexible qui reflète

mieux la relation entre X et Y .

Le modèle de régression non paramétrique suivant peut alors être employé :

yi = m(xi) + εi, i = 1, · · · , n,

où m(xi) représente la moyenne conditionnelle de la courbe de régression, c’est-à-dire

m(x) = E(Y |X = x),

l’hypothèse de base est que (X, Y ) est un vecteur aléatoire de R2. Le ”paramètre” fonc-

tionnel du modèle que nous cherchons à estimer est la fonction m de régression

m : R2 −→ R,

définie mathématiquement par le fait que m(Xi) est la variable aléatoire fonction de

Xi qui approxime le mieux Yi en moyenne :

m = arg min
a(Xi)

E(Yi − a(Xi))
2.

Les résidus εi représentent la variation de Y autour de m(x). Les postulats sur les

termes d’erreur εi sont les mêmes que ceux du modèle linéaire et, à part certaines
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hypothèses de continuité et de lissage [Simonoff][59], il n’y a habituellement aucune

contrainte paramétrique ni sur la loi de (X, Y ), ni sur la loi conditionnelle, ni sur la

forme de m(x), c’est-à-dire pour être claire, nous n’écrivons pas a priori par exemple

m(x) = βx (régression linéaire).

Il serait intéressant de faire le parallèle avec la définition formelle de la moyenne condi-

tionnelle d’une variable aléatoire, puisque qu’elle fournit une nouvelle expression pour

la moyenne conditionnelle de la courbe de régression. A cette fin, la démonstration de

l’égalité de ces deux moyennes conditionnelles doit être présentée. Ainsi, soit la définition

m(x) = arg min
a

E[(Y − a)2|X = x] (1.3)

= E(Y |X = x). (1.4)

La preuve de cette égalité est trouvée en différenciant l’espérance E[(Y − a)2|X = x],

par rapport à a, en égalant le résultat à 0 et, finalement, en isolant a :

∂

∂a
E[(Y − a)2|X = x] = −2E[(Y − a)|X = x]

= −2E[Y |X = x] + 2a

= 0

⇒ a = E(Y |X = x).

Le fait que la dérivée seconde, qui se chiffre à 2, soit positive mène à la conclusion que

cette valeur a est bel et bien un minimum, et non un maximum.

Remarque 1.2. Les estimateurs que nous considérons appartiennent à la vaste classe

des estimateurs linéaires (i.e. linéaires en tant que fonction des observations Yi), cette

classe des estimateurs linéaires regroupe la majorité des estimateurs de la régression.

Définition 1.12. Un estimateur m̂(x) de m(x) est dit estimateur linéaire de la

régression non-paramétrique si

m̂(x) =
n∑
i

yiwi(x),

où la fonction de poids wi(.) ne dépend pas des observations yi.

Nous commencerons par présenter le principe de l’estimation par la méthode du noyau.
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1.4 Méthode du noyau

1.4.1 Principe de la méthode

Le problème consiste à estimer la fonction de régression en tous points x1, x2, · · · , xn.

Le principe de la méthode du noyau repose en fait sur des méthodes de lissage, elle

donne pour estimateur de E(Y |X = x) une moyenne pondérée des valeurs yi pour les i

dont le point xi est proche du point d’estimation. Il est évident que le choix d’un point

d’estimation x0, une valeur de x pour laquelle on veut estimer m(x0), doit être fait.

1.4.2 Construction de l’estimateur

Nous supposons que nous disposons des observations (x1, y1), · · · , (xn, yn) du couple

(X, Y ). On se propose de construire un estimateur m̂(x) de la fonction de régression à

partir des couples d’observations. Le premier estimateur rencontré dans la littérature est

l’estimateur à noyau de Nadaraye-Watson. Il est construit à partir d’une fonction K(.)

et d’une fenêtre h, de manière analogue à l’estimateur à noyau de la fonction de densité

fX(.) introduit par [Parzen][46] et [Rosenblatt][51].

Nous rappelons la définition de l’estimateur Parzen et Rosenblatt :

f̂(x) =
1

nh

n∑
i=1

K(
x− xi
h

) ∀x ∈ R.

Dans un premier temps, nous désignons par fenêtre une suite {hn : n ≥ 1} de nombres

strictement positifs vérifiant

hn −→ 0, lorsque n −→ +∞.

La fenêtre h = hn dénote une suite indexée par n = 1, 2, · · · , mais la dépendance en n ne

sera pas précisée afin d’alléger les notations.

La fonction K : R −→ R sera supposée mesurable et satisfait certaines hypothèses

basiques parmi celles énoncées ci-dessous :

1. K est bornée, i.e, sup
u∈R
|K(u)| <∞;

2. lim
|u|→∞

|u| K(u) = 0;

3. K(.) ∈ L1(R), i.e,
∫

R |K(u)| du <∞;

4.
∫

RK(u) du = 1.
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Nous reprenons le modèle

m(x) = E(Y |X = x) =
r(x)

fX(x)
.

Nous avons

r(x) =

∫
R
yfX,Y (x, y)dy

= lim
h→0

1

2h

∫ x+h

x−h

∫
R
yFX,Y (dx, dy)

= lim
h→0

1

2h
E[Y 1(|Xi − x| ≤ h)],

où FX,Y (., .) est la fonction de répartition du (X, Y ).

r̂(x) =
1

n

n∑
i=1

yi
1(|xi − x| ≤ h)

2h
.

Donc m(x) est estimée par

m̂(x) =
r̂(x)

f̂X(x)
=

∑n
i=1 yi 1(|xi − x| ≤ h)∑n
i=1 1(|xi − x| ≤ h)

.

Cet estimateur se présente sous la forme d’une moyenne locale pondérée des valeurs

yi, mais il présente le désavantage d’être discontinu. Sa généralisation naturelle est l’esti-

mateur à noyau, défini comme suit :

m̂(x) =

∑n
i=1 yi K(xi−x

h
)∑n

i=1K(xi−x
h

)
, ∀x.

Cet estimateur a été introduit par [Nadaraya][44] et [Watson][77].

m̂(x) =

∑n
i=1 yi K(xi−x

h
)∑n

i=1K(xi−x
h

)
× 1{

n∑
i=1

K(
xi − x
h

) 6= 0},

où 1{.} = 1{.} désigne la fonction indicatrice.

m̂(x) =


∑n
i=1 Yi K(

Xi−x
h

)∑n
i=1K(

Xi−x
h

)
, si {

∑n
i=1K(Xi−x

h
) 6= 0} ;

1
n

∑n
i=1 yi, sinon.

Le noyau K détermine la forme du voisinage autour du point x et la fenêtre h contrôle

la taille de ce voisinage, i.e, le nombre d’observations prises pour effectuer la moyenne

locale.
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Remarque 1.3. L’estimateur de Nadaraya-Watson est bien linéaire au sens de la

définition (1.12) avec comme fonction de poids

Wi =
K(xi−x

h
)∑n

i=1K(xi−x
h

)
1{

n∑
i=1

K(
xi − x
h

) 6= 0}.

Définition 1.13. L’estimateur à noyau (kernel estimate) introduit par [Watson, (1964),

Nadaraya, (1964)][77] [44], de la fonction de régression évaluée au point x0, noté m̂(x0) ;

est défini par :

m̂(x0) =
n∑
i=1

wi(x0)yi (1.5)

avec :

wi(x0) =
K(xi−x0

h
)∑n

i=1K(xi−x0

h
)
. (1.6)

où K(.) désigne une fonction kernel, h > 0 un paramètre de lissage (bandwidth

parameter).

On peut faire ici plusieurs remarques :

Remarque 1.4. La fonction de régression évaluée au point x0 est donc définie comme

une somme pondérée des observations yi dont les poids wi(x0) dépendent de x0.

Remarque 1.5. Généralement, plus les points xi sont proches de x0 ; plus le poids sera

important : w(x0) est donc décroissante dans la distance |x0 − xi|.

Ces poids dépendent de la fonction noyau qui correspondent tout simplement à des

fonctions de densité de probabilité.

Nous pouvons voir l’estimateur (1.5) comme une solution au problème d’optimisation

(1.3) lorsque l’espérance conditionnelle est remplacée par une version empirique, c’est-à-

dire par la moyenne pondérée par les wi(x0) définie dans 1.6 L’équation qui est finalement

obtenue après avoir effectué ce remplacement dans le problème d’optimisation (1.3) est

m̂(x0) = arg min
a

Ê[(Y − a)2|X = x0]

= arg min
a

n∑
i=1

(yi − a)2K(xi−x0

h
)∑n

i=1K(xi−x0

h
)

= arg min
a

n∑
i=1

wi(x0)(yi − a)2.
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De manière analogue à la démonstration de l’équation (1.3), il est possible de trouver

l’estimateur du noyau. En effet, cet estimateur est obtenu en dérivant la version empirique

Ê[(Y − a)2|X = x0] par rapport à a, comme suit :

∂

∂a

n∑
i=1

(yi − a)2K(xi−x0

h
)∑n

i=1K(xi−x0

h
)

= −2
n∑
i=1

(yi − a)K(xi−x0

h
)∑n

i=1K(xi−x0

h
)

= −2
n∑
i=1

yiK(xi−x0

h
)∑n

i=1K(xi−x0

h
)

+
n∑
i=1

aK(xi−x0

h
)∑n

i=1K(xi−x0

h
)

= 0

⇒ a =
n∑
i=1

yiK(xi−x0

h
)∑n

i=1K(xi−x0

h
)
.

la dérivée seconde de cette même version empirique, qui prend la valeur

2
∑n

i=1

K(
xi−x0
h

)∑n
i=1K(

xi−x0
h

)
est positive. Il est donc possible d’affirmer avec certitude que cette

valeur a est bien une valeur minimale.

Définition 1.14. Une fonction noyau K(xi−x0

h
) = K(u) vérifient les propriétés suivantes :

1. K(u) ≥ 0.

2. K(u) est normalisée de sorte que ∫
K(u)du = 1.

3. K(u) atteint son maximum en 0 lorsque xi = x0 et décrôıt avec la distance |x0−xi|.

4. K(u) est symétrique : le noyau ne dépend que de la distance |x0 − xi| et non du

signe de x0 − xi.

1- Quelque fonctions noyaux usuelles

– Le noyau uniforme

K(u) =
1

2
u ∈ [−1, 1].

– Le noyau triangulaire

K(u) = 1− |u| u ∈ [−1, 1].

– Le noyau quartic ou Bi-Weight

K(u) =
15

16
(1− u2)2 u ∈ [−1, 1].
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– Le noyau Epanechnikov

K(u) =
3

4
(1− u2) u ∈ [−1, 1].

– Le noyau triweight

K(u) =
35

32
(1− u2)3 u ∈ [−1, 1].

– Le noyau normal

K(u) =
1√
2π
exp(−u

2

2
) u ∈]−∞,+∞[.

Remarque 1.6. Des travaux ont montré qu’en pratique le choix de la fonction noyau

n’influence peu les résultats d’estimation. La seule exception notable étant liée à l’utilisa-

tion d’une fonction noyau uniforme qui peut donner des résultats sensiblement différents

des autres noyaux, les fonctions noyaux triangulaires ou gaussienes donnent plus de poids

au voisinage de zéro.

Enfin, les poids wi(x0) dépendent en outre du paramètre de lissage h qui contrôle

l’amplitude des poids.

Remarque 1.7. Plus le paramètre de lissage h (bandwidth parameter) est élevé, plus

on attribue un poids relativement important aux observations xi éloignées du point de

référence x0 dans la construction de m(x0).

1.4.3 Propriétés de l’estimateur à noyau

Lorsque l’on veut comparer plusieurs estimateurs, il faut calculer certaines mesures

permettant d’évaluer leurs qualités, telles que le biais et la variance. L’erreur quadratique

moyenne (MSE) peut aussi être calculée. Cette dernière est en fait une mesure de la

différence quadratique espérée entre l’estimateur et sa valeur théorique. Bien entendu,

l’estimateur par la méthode du noyau ne donne pas exactement la même valeur que la

valeur théorique. Il serait donc intéressant de voir comment se comportent le biais et la

variance pour cet estimateur du noyau m̂(x).

1- La dualité biais-variance

Le compromis entre le lissage et la flexibilité de l’estimateur est identifié comme la

dualité biais-variance. Ainsi, en augmentant la flexibilité, il est possible de suivre plus
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fidèlement les données, ce qui fait diminuer le biais. La courbe obtenue a donc plus ten-

dance à osciller, ce qui implique que la variance augmente. Par contre, on préfère souvent

avoir une courbe qui soit assez lisse, avec moins de variance. Pour ce faire, il faut diminuer

la flexibilité de l’estimateur, ce qui implique de suivre moins fidèlement les données, donc

d’augmenter le biais. Par conséquent, tout utilisateur d’une méthode de régression non

paramétrique doit composer avec cette dualité, lorsque vient le temps de choisir la valeur

du paramètre de lissage.

2- Le biais de l’estimateur

Le traitement du biais est purement analytique et repose essentiellement sur le

développement de Taylor. Il nous faut supposer certaines conditions de régularités sur

les fonctions m(.) et fX(.) qui détermineront l’ordre du biais asymptotique en fonction

du paramètre de lissage h.

Proposition 1.1. [Blondin][4] Supposons que m(.) et fX(.) sont de classe C2(R) et que

le noyau K est d’ordre 2, i.e. tel que

∫
R
K(u) du = 1,

∫
R
u K(u) du = 0 et

∫
R
u2 K(u) du < ∞.

Nous avons alors, lorsque h→ 0 et nh→∞

Biais(m̂(x)) = E[m̂(x)−m(x)]

=
h2

2
(m′′(x) + 2m′(x)

f ′X(x)

fX(x)
)

∫
u2 K(u) du + o(h2).

3- La variance de l’estimateur

Le noyau K est supposé vérifier les hypothèses suivantes :

1. K est bornée, i.e, supu∈R |K(u)| <∞;

2. lim
|u|→∞

|u| K(u) = 0;

3. K(.) ∈ L1(R), i.e,
∫

R |K(u)| du <∞;

4.
∫

RK(u) du = 1.
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On note que les hypothèses (1) et (3) impliquent le fait que K(.) soit de carré intégrable.

Nous posons, par convenance

σ2(x) = Var[Y |X = x],

lorsque cette expression est bien définie.

Proposition 1.2. [Blondin][4]

On suppose que E[Y 2] < ∞. A chaque point de continuité des fonctions m(x), fX(x) et

σ2(x), tel que fX(x) > 0,

Var(m̂(x)) = E[(m̂(x)− Em̂(x))2]

=
1

nh

σ2(x)

fX(x)

∫
K2(u) du + o(

1

h
).

1.4.4 Convergence en probabilité

Proposition 1.3. [Härdle][30]

Supposons que les conditions suivantes sont vérifiées

1.
∫
|K(u)| du <∞,

2. lim
|u|→∞

uK(u) = 0,

3. EY 2 <∞,

4. n→∞, hn → 0, nhn →∞.

Alors, à chaque point de continuité de m(x), fX(x) et σ2(x) avec fX(x) > 0, on a :

n−1

n∑
i=1

wi(x)yi −→ m(x), en probabilité.

1.4.5 Convergence presque complète

Cette notion de convergence presque complète entrâıne à la fois la convergence presque

sûre et la convergence en probabilité. Dans un premier temps nous nous plaçons en un

point fixé x. Nous reprenons le modèle (1.2) et supposons que la condition suivante est

vérifiée

m et fX sont k fois continûment dérivables autour de x.

C-à-d,

E(Y |X = x) = m(x), (1.7)
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où

m est k fois contniûment dérivable,

et

m et fX sont k fois continûment dérivables autour de x.

Théorème 1.1. Vitesse de convergence presque complète ponctuelle sous condi-

tion de dérivabilité [Sarda et Vieu][54]

Considérons le modèle (1.7) avec k > 0 et supposons que les conditions suivantes sont

réalisées.

1. f(x) > 0,

2. |Y | < M <∞,

On a alors

m̂(x)−m(x) = O(hk) +O(

√
log n

nh
), presque complétement.

Ce résultat est issu de [Sarda et Vieu][54] mais les idées qui servent de base à cette

démonstration reviennent à [Collomb][9] et [13].

Pour établir une version uniforme du résultat précédent, plaçons nous sur un compact

S de R, tel qu’il existe θ > 0 pour lequel on a

m et fX sont k fois continûment dérivable autour de S, (1.8)

et

inf
x∈S

fX(x) > θ. (1.9)

Théorème 1.2. Vitesse de convergence presque complète uniforme sous

condition de dérivabilité [Ferraty et Vieu] [22]

Considérons le modèle (1.8) avec k > 0 et supposons que les conditions suivantes sont

vérifiées :

1. lim
n→∞

h = 0 et lim
n→∞

nh
logn

= +∞;

2. K bornée, intégrable et à support compact ;

3.
∫
ujK(u)du = 0, ∀ j = 1, · · · , k − 1 et 0 <

∫
|ukK(u)du| <∞;

4. |Y | < M <∞;



Régression non paramétrique Page 20

5. inf
x∈S

fX(x) > θ;

6. ∃β > 0, ∃C <∞, ∀x ∈ S, ∀y ∈ S, |K(x)−K(y)| ≤ C|x− y|β.

On a alors

sup
x∈S
|m̂(x)−m(x)| = O(hk) +O(

√
log n

nh
), presque complétement.

Remarque 1.8. – La condition (6) est une restriction de type Lipschitz sur le noyau.

– Les résultats précédents sont énoncés sous l’hypothèse de dérivabilité.

Le résultat que nous allons énoncer est établi sous un modèle de régression plus général

que le théorème (4.1) puisque l’hypothèse d’existence de dérivées continues pour les fonc-

tions que l’on estime (i.e pour fX et m) est remplacée par la condition de continuité.

Théorème 1.3. Convergence presque complète ponctuelle sous condition de

continuité [Ferraty et Vieu] [22]

Considérons le modèle (1.7) avec k = 0 et supposons que les conditions suivantes sont

vérifiées

1. fX(x) > 0;

2. lim
n→∞

h = 0 et lim
n→∞

nh
logn

= +∞;

3. K bornée, intégrable et à support compact ;

4. |Y | < M <∞.

On a alors

m̂(x) −→ m(x), presque complétement.

Le prochain résultat est une version uniforme du théorème précédent. Il est établi

sous un modèle de régression plus général que celui du théorème (??) puisque l’hypothèse

d’existence de dérivées continues pour les fonctions que l’on estime (i.e pour fX et m) est

remplacée par la condition de continuité.

Théorème 1.4. Convergence uniforme presque complète sous condition de

continuité [Ferraty et Vieu][22]

Considérons le modèle de régression (1.8) avec k = 0 et supposons que les conditions

suivantes sont vérifiées

1. lim
n→∞

h = 0 et lim
n→∞

nh
logn

= +∞;

2. K bornée, intégrable et à support compact ;
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3. |Y | < M <∞;

4. inf
x∈S

fX(x) > θ;

5. ∃β > 0, ∃C <∞, ∀x ∈ S, ∀y ∈ S, |K(x)−K(y)| ≤ C|x− y|β.

On a alors

sup
x∈S
|m̂(x)−m(x)| −→ 0, presque complétement.

Maintenant nous allons énoncer les résultats sous l’hypothèse de type Lipschitz. Les

conditions de Lipschitz sont des conditions ponctuelles en x fixé du type

∃β > 0, ∃C <∞, ∃ε > 0, ∀y ∈]x− ε, x+ ε[, |φ(x)− φ(y)| ≤ C|x− y|β (1.10)

soit des conditions uniformes sur un compact S du type

∃β > 0, ∃C <∞, ∀x ∈ S, ∀y ∈ S, |φ(x)− φ(y)| ≤ C|x− y|β, (1.11)

où φ désigne indifféremment fX ou m.

Théorème 1.5. Vitesse de convergence presque complète ponctuelle sous condi-

tion de Lipschitz [Ferraty et Vieu][22]

Considérons le modèle (1.10) et supposons que les conditions suivantes sont vérifiées

1. fX > 0;

2. lim
n→∞

h = 0 et limn→∞
nh

logn
= +∞,

3. K bornée, intégrable et à support compact ;

4. |Y | < M <∞;

On a alors

m̂(x)−m(x) = O(hβ) +O(

√
log n

nh
), presque complétement.

Théorème 1.6. Vitesse de convergence presque complète uniforme sous condi-

tion de Lipschitz [Ferraty et Vieu][22]

Considérons le modèle (1.11) et supposons que les conditions suivantes sont vérifiées

1. lim
n→∞

h = 0 et lim
n→∞

nh
logn

= +∞;

2. K bornée, intégrable et à support compact ;

3. |Y | < M <∞;
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4. inf
x∈S

fX(x) > θ;

5. ∃β > 0, ∃C <∞, ∀x ∈ S, ∀y ∈ S, |K(x)−K(y)| ≤ C|x− y|β;

On a alors

sup
x∈S
|m̂(x)−m(x)| = O(hβ) +O(

√
log n

nh
), presque complétement.

1.4.6 Convergence en moyenne quadratique

1- Erreur moyenne quadratique ponctuelle

Nous allons nous intéresser à des résultats asymptotique en termes de convergence

quadratique. Le premier résultat établi la vitesse de convergence en moyenne quadratique

de l’estimateur à noyau de la régression sous hypothèse de dérivabilité, en un point x fixé.

Supposons que

1. lim
n→∞

h = 0 et lim
n→∞

nh =∞;

2. La fonction

E(Y 2|X = x) est continue au point x;

3. K(u) > 0, ∀ u.

Cette 3ème condition est incompatible avec un noyau d’ordre supérieur à 2. Par

conséquent, nous en resterons à un modèle où les fonctions m et fX sont deux fois

continûment dérivable autour de x, et les conditions sur le noyau deviennent alors :

K bornée, intégrable, positive, symétrique et à support compact.

Théorème 1.7. Convergence en moyenne quadratique ponctuelle sous condi-

tion de dérivabilité [Ferraty et Vieu][22]

Considérons le modèle (1.7) avec k = 2 et supposons les conditions suivantes sont vérifiées :

1. fX(x) > 0;

2. |Y | < M <∞;

3. lim
n→∞

h = 0 et lim
n→∞

nh =∞;

4. E(Y 2|X = u) est continue au point x ;

5. K bornée, intégrable, positive, symétrique et à support compact.
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On a alors :

E[m̂(x)−m(x)]2 = [
h

2
(m′′(x) + 2m′(x)

f ′X(x)

fX(x)
)

∫
u2 K(u) du]2

+
1

nh

σ2(x)

fX(x)

∫
K2 du + o(h4 +

1

nh
).

Le résultat suivant est établi sous un modèle de régression plus général que celui du

théorème (1.7), puisque l’hypothèse d’existence de dérivées continues pour les fonctions

que l’on estime (i.e. pour fX et m) est remplacée par la simple condition de continuité.

Théorème 1.8. Convergence en moyenne quadratique ponctuelle sous condi-

tion de continuité [Ferraty et vieu][22]

Considérons le modèle (1.7) avec k = 0 et supposons que les conditions suivantes sont

vérifiées :

1. fX(x) > 0;

2. |Y | < M <∞;

3. lim
n→∞

h = 0 et lim
n→∞

nh =∞;

4. K bornée, intégrable, positive, symétrique et à support compact.

On a alors

E[m̂(x)−m(x)]2 −→ 0.

2- Erreur moyenne quadratique intégrée

[Ferraty et Vieu][22] ont donné des versions uniformes sur un compact des deux

théorèmes précédents. L’erreur moyenne quadratique intégrée est définie par :

MISE(m̂) = E[

∫
(m̂(x)−m(x))2 w(x) dx].

La fonction w est une fonction de poids vérifiant :

w est positive, bornée et à support compact S.

Cette fonction est fixée a priori, et sera souvent dans la pratique prise égale à une indi-

catrice sur un intervalle borné de R, ou égale à un produit d’une telle indicatrice par la

densité fX de X [Ferraty et vieu][22].

Supposons aussi que

E(Y 2|X = u) est continue autour deS.
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Théorème 1.9. Erreur moyenne quadratique intégrée sous condition de

dérivabilité [Ferraty et Vieu][22]

Considérons le modèle (1.8) avec k = 2 et supposons que les conditions suivantes sont

vérifiées

1. inf
x∈S

fX(x) > θ, θ > 0;

2. lim
n→∞

h = 0 et lim
n→∞

nh =∞;

3. K bornée, intégrable, positive, symétrique et à support compact ;

4. w est positive, bornée et à support compact S ;

5. E(Y 2|X = u) est continue autour de S.

On a alors

MISE(m̂) =

∫
[
h2

2
(m′′(x) + 2m′(x)

f ′X(x)

fX(x)
)

∫
u2K(u)du]2w(x)dx

+

∫
[

1

nh

σ2(x)

fX(x)

∫
K2du]w(x)dx+ o(h4 +

1

nh
).

Maintenant, nous allons donner un résultat analogue sous le modèle plus général k = 0.

Théorème 1.10. Erreur moyenne quadratique intégrée sous condition de conti-

nuité [Ferraty et Vieu][22]

Considérons le modèle (1.8) avec k = 0 et supposons que les conditions suivantes sont

vérifiées

1. inf
x∈S

fX(x) > θ; θ > 0;

2. lim
n→∞

h = 0 et lim
n→∞

nh =∞;

3. K bornée, intégrable, positive, symétrique et à support compact ;

4. w est positive, bornée et à support compact S ;

On a alors

MISE(m̂) −→ 0.

1.4.7 Choix du paramètre de lissage h

Comment choisir le paramètre de lissage h dans le cadre d’une régression par noyau ?

C’est sans doute le point le plus important de ce type de méthodes. Rappelons que pour

certaines fonctions noyaux, les points xi qui sont distants de plus de h du point de référence
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x0, ne sont pas pris en compte dans le calcul de m(x0).

Exemple : dans le cas d’une fonction noyau Epanechnikov, on a

K(u) =

{
3
4
(1− u2), si u ∈ [−1, 1] ;

0, sinon.

avec u = (xi − x0)/h. Donc si |xi − x0| > h, alors u ∈]−∞,−1[ ∪ ]1,+∞[, K(u) = 0 et

par conséquent wi(x0) = 0.

Proposition 1.4. [Hurlin][33]

Le choix du paramètre de lissage h correspond à un arbitrage variance / biais :

– (i) Plus h est élevé, plus la courbe m̂(x) sera lisse. La variance de l’estimation est

limitée, mais l’estimateur m̂(x) peut être fortement biaisé.

– (ii) Plus h est faible, plus la courbe m̂(x) est irrégulière. Les biais d’estimation de

m(x) sont faibles, mais la variance de m̂(x) est très importante.

Le choix de h résulte donc d’un arbitrage biais versus variance, mais aussi d’un arbi-

trage lissage / non lissage de m(x).

Exemple

supposons que l’on choisisse h tel que h→∞. Alors, on a :

lim
h→∞

K(
xi − x0

h
) = K(0), ∀xi.

Ceci implique que les poids de tous les indices i dans le calcul de m̂(x0) sont strictement

identiques et égaux à :

lim
h→∞

wi(x0) = lim
h→∞

K(xi−x0

h
)∑n

i=1K(xi−x0

h
)

=
K(0)

n K(0)

=
1

n
.

Ainsi, l’estimateur de m̂(x0) est défini par :

lim
h→∞

m̂(x0) = lim
h→∞

n∑
i=1

wi(x0)yi =
1

n

n∑
i=1

yi = y.

Ainsi si le paramètre de lissage tend vers l’infini, pour tous les points de l’échantillon,

l’estimateur à noyau correspond à la moyenne empirique y. La fonction de régression

estimée correspond à une droite horizontale : la variance de m̂(x) est nulle, mais le biais

est sans doute fort.
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Exemple

supposons au contraire que l’on choisisse h tel que h→ 0. Alors, pour tous les points

xj différents du point xi de référence :

lim
h→0

K(
xi − xj
h

) = K(±∞) = 0 ∀i 6= j;

Par contre, pour le point de référence xi on a :

K(
xi − xi
h

) = K(0), ∀h.

Donc, pour tous les indices autres que l’indice de référence dans le calcul de m̂(xi) , les

poids wj(xi) sont nuls :

lim
h→0

wj(xi) = lim
h→0

K(
xj−xi
h

)∑n
i=1K(

xj−xi
h

)
= 0 ∀i 6= j

En revanche, le poids de l’individu de référence xi vérifie :

lim
h→0

wi(xi) = lim
h→0

K(xi−xi
h

)∑n
i=1K(xi−xi

h
)

= lim
h→0

K(0)∑
j 6=iK(

xj−xi
h

) +K(xi−xi
h

)

=
K(0)

K(0)
= 1.

Ainsi, l’estimateur de m̂(x0) est défini par :

lim
h→0

m̂(x0) = lim
h→0

∑
j 6=i

wj(xi)yj + lim
h→0

wi(xi)yi = yi.

Ainsi si le paramètre de lissage tend vers zéro, pour tous les points de l’échantillon,

l’estimateur à noyau correspond exactement à l’observation yi. La fonction de régression

estimée passe exactement par tous les points de l’échantillon : la variance de m̂(x) est

aussi grande que la variance de y, mais le biais est faible.

Nous avons constaté que le terme de biais est en terme en h4, tandis que le terme de

variance est en 1/(nh). L’un est proportionnel à h tandis que l’autre est inversement

proportionnel à h. L’existence d’un biais n’est pas liée à la méthode d’estimation par

noyau, mais que c’est une chose inhérente au modèle non paramétrique lui-même (une

propriété d’inexistence d’estimateur non biaisé de la régression dans des contextes non

paramétrique est donnée par [Collomd (1976)][9] ou [Sarda et Vieu (2000)][54]).

Ainsi, une grande valeur de h se traduit par un estimateur fortement biaisé et alors
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qu’une trop petite valeur de h entrâıne un estimateur à forte variabilité.

Toute la question est comment choisir une valeur optimale du paramètre de lissage

permettant d’arbitrer au mieux entre variance et biais.

Il existe des procédures numériques de choix d’un h optimal. La première méthode consiste

à choisir h de sorte à minimiser la MISE, c’est la définition même du paramètre de

lissage optimal. Nous adopterons pour la mesure d’erreur une notation qui fait apparâıtre

explicitement ce paramètre :

MISE(m̂) = MISE(h).

Définition 1.15. La MISE associé à un paramètre de lissage h, correspond à la quantité :

MISE(h) = E
∫

[m̂(x, h)−m(x)]2 w(x)dx.

Dans l’absolu on cherche la valeur optimale de h telle que :

hopt = arg min
h∈R∗+

MISE(h).

Regardons le résultat du théorème (1.9)

MISE(m̂) = B2h4 +
V

nh
+ o(h4 +

1

nh
),

où

B =

∫
[
1

2
(m′′(x) + 2m′(x)

f ′X(x)

fX(x)
)

∫
u2 K(u) du]2 w(x)dx,

et

V =

∫
[
σ2(x)

fX(x)

∫
K2 du ] w(x) dx.

La fonction MISE(m̂) est une fonction convexe en h, il est facile de minimiser ce

développement asymptotique. Le minimum est atteint pour la valeur optimale hopt :

hopt = (
V

4nB2
)

1
5 .

Le même raisonnement peut se faire à partir du résultat (1.8). on arrive aux deux

corollaires suivants.
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Corollaire 1.1. Convergence optimale en moyenne quadratique ponctuelle

[Ferraty et Vieu][22]

Considérons le modèle (1.7) avec k = 2 et supposons que les conditions suivantes sont

vérifiées

1. fX(x) > 0; θ > 0;

2. |Y | < M <∞;

3. E(Y 2|X = u) est continue au point x ;

4. K bornée, intégrable, positive, symétrique et à support compact.

Supposons en outre que la fenêtre h soit de la forme :

h = Cn−
1
5 , 0 < C <∞.

On a alors

E[m̂(x)−m(x)]2 = O(n−
4
5 ).

Corollaire 1.2. Erreur moyenne quadratique intégrée optimale [Ferraty et

Vieu][22]

Considérons le modèle (1.8) avec k = 2 et supposons que les conditions suivantes sont

vérifiées

1. inf
x∈S

fX(x) > θ; θ > 0;

2. K bornée, intégrable, positive, symétrique et à support compact ;

3. w est positive, bornée et à support compact S ;

4. E(Y 2|X = u) est continue autour de S;

5. h = Cn−
1
5 , 0 < C <∞.

On a alors

MISE(m̂) = O(n−
4
5 ).

Dans les résultats de convergence presque complète donnés dans les théorèmes (1.1)

et (1.2). Il s’agit de minimiser en h des expressions du type

O(hk) +O(

√
log n

nh
).



Régression non paramétrique Page 29

[Ferraty et Vieu][22] donne une nouvelle hypothèse sur h pour atteindre asymptoti-

quement le minimum est alors

h = C(
n

log n
)−

1
2k+1 , 0 < C <∞.

Les corollaires suivants sont des conséquences des théorèmes (1.1) et (1.2).

Corollaire 1.3. Convergence presque complète ponctuelle optimale [Ferraty et

Vieu][22]

Considérons le modèle (1.7) avec k > 0 et supposons que les conditions suivantes sont

vérifiées

1. fX(x) > 0; θ > 0;

2. K bornée, intégrable et à support compact ;

3.
∫
ujK(u)du = 0, ∀ j = 1, · · · , k − 1 et 0 <

∫
|ukK((u)du| <∞;

4. |Y | < M <∞;

5. h = C( n
logn

)−
1

2k+1 , 0 < C <∞.

On a alors

m̂(x)−m(x) = O((
n

log n
)−

k
2k+1 ), presque complétement.

Corollaire 1.4. Convergence presque complète uniforme optimale [Ferrat et

Vieu][22]

Considérons le modèle (1.8) avec k > 0 et supposons que les conditions suivantes sont

vérifiées

1. K bornée, intégrable et à support compact ;

2.
∫
ujK(u)du = 0, ∀ j = 1, · · · , k − 1 et 0 <

∫
|ukK((u)du| <∞;

3. inf
x∈S

fX(x) > θ; θ > 0;

4. ∃β > 0, ∃C <∞, ∀x ∈ S, ∀y ∈ S, |K(x)−K(y)| ≤ C|x− y|β;

5. h = C( n
logn

)−
1

2k+1 , 0 < C <∞.

On a alors

sup
x∈S
|m̂(x)−m(x)| = O((

n

log n
)−

k
2k+1 ), presque complétement.
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Ces résultats sont intéressants d’un points de vue théorique, puisque d’après [Stone

(1981) et (1982)][61][62] la vitesse optimale de convergence pour le modèle (1.8) est :

n−
k

2k+1 , en norme Lp, p <∞,

et

(
n

log n
)−

k
2k+1 , en norme L∞.

1.4.8 La validation croisée

Le problème dans la première méthode c’est que l’on ne connâıt pas la quantité m(x)

et que l’on ne peut donc directement évaluer cette MISE. On utilise alors une approche

qui asymptotiquement nous donne une valeur proche de hopt : l’approche de la fonction

validation croisée généralisée (General Cross-Validation GCV).

On peut faire l’analogie avec la méthode simple qui consisterait à déterminer la valeur de

h qui minimiserait la variance estimée des résidus.

σ̂2(h) =
1

n

n∑
i=1

(yi − m̂(xi, h))2.

Ce critère nous permettra d’obtenir la valeur de h telle que les données sont parfaite-

ment ajustées. En effet, si l’on cherche :

h̃ = arg min
h∈R∗+

σ̂2(h),

on va alors aboutir au résultat h̃ → 0. Si le paramètre de lissage tend vers 0, alors

nous avons m̂(xi;h) = yi et donc σ̂2(0) = 0. Ce critère est a priori sans intérêt, mais on

peut considérer une légère variation connue sous le nom de la fonction validation croisée

(cross validation function).

Définition 1.16. La fonction validation croisée est définie par la quantité :

CV (h) =
1

n

n∑
i=1

(yi − m̂−i(xi, h))2.

La seule différence avec le critère précédent réside dans l’utilisation de l’indice m̂−i. Cet

indice signifie que pour chaque i = 1, · · · , n ; la valeur de m(xi) est obtenue en enlevant

la ième observation xi. Le modèle est estimé sur toutes les autres observations xj, j 6= i,
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puis on estime la valeur de m(.) au point xi à partir de cette régression. C’est cette valeur

estimée qui figure dans la formule CV (h) sous la notation m−i(x;h).

m̂−i(x) =

∑
j 6=i yjK(

x−xj
h

)∑
j 6=iK(

x−xj
h

)
.

Les références principales à ce sujet sont [Hall (1984)][27] , [Härdle et Marron][28],

[Härdle et Kelly (1987)][31], concernant l’estimation non paramétrique de la régression.

La procédure de validation croisée peut s’interpréter comme étant le meilleur choix de h

qui fait de m̂−i(xi) un estimateur efficace de Yi.

Proposition 1.5. [Hurlin][33]

Soit hCV la valeur de h telle que :

hCV = arg min
{h∈R∗+}

CV (h).

Alors

MISE(hCV ) −→MISE(hopt), en probabilité quand n→∞.

L’utilisation de la fonction CV permet ainsi d’obtenir un estimateur du paramètre

optimal hopt.

[Ferraty et Vieu][22] ont donné une autre forme pour la fonction validation corisée en

faisant intervenir la fonction poids définie précédemment

CV (h) =
1

n

n∑
i=1

(yi − m̂−i(xi, h)2 w(xi).

Nous posons H ⊂ R désigne l’ensemble des valeurs possible de h (i.e la zone de

variation de ĥ)

Théorème 1.11. Validation croisée : optimalité asymptotique [Härdle et

Marron][28]

Sous les hypothèses du théorème (1.9) et si H ne contient que des largeurs de fenêtres

vérifiant

h = Cn−
1
5 , 0 < C <∞,
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alors on a la propriété suivante

inf
h∈H

MISE(h)

MISE(hCV )
−→ 1, presque sûrement.

1.4.9 Normalité asymptotique

La première démonstration de la normalité asymptotique de l’estimateur Nadaraya-

Watson est due à [Schuster][57]. On se réfère également aux théorèmes (1.3) et (1.4) de

[Nadaraya][45] et au théorème (4.2.1) de [Härdle][67], qui proposent d’autres méthodes de

démonstration. Le noyau K est supposé borné, à support compact et d’ordre 2. La fenêtre

h est choisie égale à cn−1/5.

Théorème 1.12. [Härdle][67]

Supposons Y bornée ou admettant un moment d’ordre l > 2. Les fonctions fX(.) et

m(x) sont supposées deux fois continûment dérivables sur R. A chaque point de continuité

de σ2(x), tel que fX(x) > 0,

(nh)1/2{m̂(x)−m(x)} −→ N (B(x),V(x)), en loi,

avec

V(x) =
σ2(x)

fX(x)

∫
K2(u) du, (la variance asymptotique),

et

B(x) = [m′′(x) + 2m′(x)
f ′X(x)

fX(x)
]

∫
u2K(u) du, (le biais asymptotique).

Des simplifications peuvent être apportées si la valeur de h décrôıt avec n plus rapide-

ment que h = n−
1
5 . Dans ce cas, le terme de biais disparâıt et donc on obtient le résultat

suivant dans le cas d’un noyau uniforme

(nh)1/2{m̂(x)−m(x)} −→ N (0,
σ2

2fX(x)
), en loi,

Ce résultat permet en outre de construire des intervalles de confiance pour les valeurs de

m(xi).
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1.5 Autres méthode d’estimation

1.5.1 La méthode des k-plus proches voisins

La construction des estimateurs k-plus proches voisins différents de l’estimateur à

noyau. L’estimateur à noyau m̂(x) est défini comme une moyenne pondérée des variables

réponses dans un voisinage fixé autour de x, déterminé dans la forme par le noyau K et

la largeur de bande h. L’estimateur k plus proche voisin est une moyenne pondérée dans

un voisinage variable. Ce voisinage est défini par ces variables X qui sont parmi les k-plus

proches voisins se x par rapport à la distance euclidienne. La suite des poids des k-plus

proches voisins a été introduite par [Loftsgaarden and Quesenberry][39] dans le domaine lié

à l’estimation de la densité et utilisé par [Cover and Hart][14] dans le but de classification.

Définition 1.17. Dans le cadre présent de la régression, le lisseur k-plus proche voisin

est défini par

m̂k(x) = n−1

n∑
i=1

wki(x)yi,

où {wki(x)}ni=1 est une suite de poids définie par l’ensemble d’indices

Jx = {i : xi est l’une des k-plus proches observations de x},

avec cet ensemble d’indices des observations voisine, la suite des poids des k-plus

proches voisins est construite comme suit

wki(x) =

{
n
k
, si i ∈ Jx ;

0, sinon.
(1.12)

Exemple : Considérons l’exemple suivant.

Soit {(xi, yi)}5i=1 = {(1, 5), (7, 12), (3, 1), (2, 0), (5, 4)} et calculons les k-plus proches voi-

sins m̂k(x) pour x = 4 et k = 3. Les observations proches de x sont les 3 derniers points

des données. Par conséquent Jx = J4 = {3, 4, 5} donc

wk1(4) = wk2(4) = 0, wk3(4) = wk4(4) = wk5(4) =
5

3

ce qui résulte

m̂3(4) =
1

5
(1 + 0 + 4)

5

3
=

5

3
.
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Dans une experience où la variable X est choisie dans une grille équidistante, les poids

des k-plus proches voisins sont équivalents au poids du noyau. Soit k = 2nh et comparons

{wki(x)} avec {whi(x)} pour un noyau uniforme K(u) = 1
2
1(|u| ≤ 1) pour un x pas très

proche de la limite.

Ainsi pour i ∈ Jx :

wki(x) =
n

2nh
=

1

2
h−1 = whi(x).

Le paramètre de lissage k règle le degré de lissage de la courbe estimée. Il joue un

rôle similaire à la largeur de bande pour le noyau. Quand on fait varier k l’influence sur

les caractéristiques qualitatives de la courbe estimée est similaire à celle observée par

l’estimation à noyau avec le noyau uniforme.

Considérons pour n fixé, le cas où k devient plus grand que n. Le lisseur k-plus proche

voisin est alors égal à la moyenne des variables réponses. L’autre cas limite est k = 1 dans

lequel les observations se répètent à xi, et pour un x entre deux variables adjacentes,

une fonction seuil est obtenue avec un saut au milieu des deux observations. Un autre

problème de sélection du paramètre de lissage est observé : k doit être choisi comme

une fonction de n ou même des données. Comme 1er objectif,c’est de pouvoir réduire le

bruit, posons k = kn tend vers l’infini comme fonction de la taille de l’échantillon. Le

second objectif est de garder l’erreur approximative (le biais) petite. Le second objectif

est réalisé si le voisinage autour de x se rétréci asymptotiquement vers zéro, ceci peut

être fait par définir k = kn tel que kn
n
→ 0. Malheureusement, cette condition contredit

le 1er objectif. Pour garder la variance petite autant que possible il faut choisir k grand

que possible.

Pour cela, nous envisageons encore un compromis entre ”trouver une bonne approxi-

mation ” pour la fonction de régression et une bonne reduction du bruit observé. Ce

problème de compromis peut être formuler par un développement de l’erreur moyenne

quadratique de l’estimateur k-plus proches voisins.

Proposition 1.6. [Lai][35]

Soit k → ∞, k
n
→ ∞, n → ∞. Le biais et la variance de l’estimateur k-plus proches

voisins m̂k sont donnés par :

Em̂(x)−m(x) ≈ 1

24f(x)3
[(m′′fX + 2m′f ′X)(x)](

k

n
)2;

Var m̂k(x) ≈ σ2(x)

k
.
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Le compromis entre le biais2 est ainsi réalisé dans un sens asymptotique en posant

k ∼ n4/5. Une conséquence est que l’erreur moyenne quadratique elle même converge vers

0 au taux de k−1 ∼ n−
4
5 .

Autre suite de poids wki(x) a été proposée par [Stone (1977)][60]. Ajoutant au poids

uniforme défini dans 1.12 il a défini les poids triangulaires et quadratiques du k-plus

proches voisins. Généralement, les poids peuvent être pris comme étant générés par des

fonctions noyaux K,

wRi =
K(x−xi

R
)∑n

i=1K(x−xi
R

)
,

où R = Rn est la distance entre x et ses k plus proches voisins. Dans l’exemple donné

précédemment avec x = 4 et k = 3, la distance R sera égale à 2 puisque l’observation

(2, 0) c’est la plus éloignée parmi les 3 voisins de x = 4.

[Mack][40] a calculé le biais et la variance pour cette paramétrisation de poids {wRi}ni=1.

Proposition 1.7. [Mack][40]

Soit k →∞, k
n
→ 0, n→∞ et soit cK et dK définis comme suit

cK =

∫
K2(u) du,

et

dK =

∫
u2K(u) du.

Alors on a

Em̂R(x)−m(x) ≈ k

n

m′′f + 2m′f ′

8f(x)3
dK ,

Var(m̂R(x)) ≈ 2
σ2(x)

k
cK .

Une conséquence de cette proposition est qu’une contribution d’équilibre entre le

biais2 et la variance de l’erreur moyenne quadratique est pour le poids uniforme du k-

plus proche voisin est réalisé en posant k = kn est proportionnel à n
4
5 . Pensant, que la

largeur de bande h des lisseurs noyau peuvent être équivalent à 1
2
nk−1 grossièrement, il

est vu que les taux du biais et de la variance de m̂R sont complètement équivalents à ceux

des lisseurs noyau, uniquement les constantes différent. Le biais de m̂R tend d’être grand
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(à la fin de la distribution marginale). L’estimateur à noyau présente un comportement

différent : la variance est un multiple de f(x)−1 et le biais s’avère ne pas d’être une

fonction de f(x)−3. Une comparaison des propriétés de l’erreur moyenne quadratique des

lisseurs noyau et k-plus proches voisins peuvent être trouvées dans le tableau suivant

noyau k-plus proche voisin

Biais h2 (m′′f+2m′f ′)(x)
2f(x)

dK (k
2
)2 (m′′f+2m′f ′)(x)

8f3(x)
dK

Variance σ2(x)
nhf(x)

cK
2σ2(x)
k

cK

Table 1.1 – Biais et variance des lisseurs noyau et k-plus roches voisins

Les entrées du tableau montrent une dépendance en f , h et k. L’équivalence essentielle

dans la ligne du tableau peut être vue par l’utilisation de la relation

k = 2nhf(x).

L’utilisation de k conduit (asymptotiquement) à la même erreur moyenne quadratique en

x pour les k-plus proches voisins et le noyau. Les taux de convergence pour cet estimateur

des k-plus proches voisins se trouvent dans [Devroye][17] et [Györfi][26].

1.5.2 La méthode des séries orthogonales

Supposons que la fonction de régression peut être représentée comme une série de

Fourier

m(x) =
∞∑
j=0

βjϕj(x), (1.13)

où {ϕj}∞j=0 est une base connue de fonctions et {βj}∞j=0 sont des coefficients de Fourier

inconnus.[Szegö][63]. Les conditions sous lesquelles une représentation de m est possible.

Des exemples bien connus des fonctions de base sont des polynômes de Laguerre et Le-

gendre. Une fois que la base de fonction est fixée, le problème de l’estimation de m peut
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être abordé par l’estimation des coefficients de Fourier {βj}∞j=0. Il y a, bien sûr, la restric-

tion qu’il peut infiniment y avoir beaucoup des βj non nuls dans la formule (1.13). Alors,

étant donné un échantillon fini de taille n, uniquement un sous ensemble de coefficients

peut être effectivement estimé. Pour la simplicité de la représentation, supposons que la

variable X est limitée dans l’intervalle [−1, 1] et que les observation {yi}ni=1 sont prises en

des points {xi}ni=1 équidistants sur cet intervalle.

Supposons que le système de fonctions {ϕj} constituent une base orthonormale sur [−1, 1]

tel que : ∫ 1

−1

ϕj(x) ϕk(x) dx = δjk =

{
0, j 6= k ;

1, j=k.

Alors, les coefficients de Fourier βj peuvent être calculés par

βj =
∞∑
k=0

βk δjk

=
∞∑
k=0

βk

∫
ϕk(x) ϕj(x) dx

=

∫ 1

−1

m(x) ϕj(x) dx.

La dernière intégrale ne comporte pas uniquement la base connue de fonctions, mais

aussi la fonction inconnue m(x). Si on peut estimer d’une façon raisonnable, on donne

automatiquement une estimation de βj. Rappelons que les observations sont prises en des

points discrets dans l’intervalle [−1, 1]. Soit {Ai}ni=1 un ensemble d’intervalles disjoints

tels que :
n∑
i=1

Ai = [−1, 1],

et

xi ∈ Ai, i = 1, · · · , n.

Maintenant, la formule des coefficients de Fourier dans (1.14) peut être écrite comme suit :

βj =
n∑
i=1

∫
Ai

m(x) ϕj(x) dx ≈
n∑
i=1

m(xi)

∫
Ai

ϕj(x) dx, (1.14)

si les intervalles Ai se concentrent autour de xi. Par insertion de la variable réponse

yi dans m(xi) nous obtenons une estimation pour βj

β̂j =
n∑
i=1

yi

∫
Ai

ϕj(x) dx.
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Puisque seulement un nombre d’observations est disponible, les coefficients de Fourier ne

peuvent pas être estimés tous à la fois. Si N(n) termes dans la représentation (1.13) sont

considérés, la fonction de régression est approximée par

m̂N(x) =

N(n)∑
j=0

β̂j ϕj(x). (1.15)

Définition 1.18. L’estimateur de m par la méthode des séries orthogonales est défini par

m̂N(x) =

N(n)∑
j=0

β̂j ϕj(x), (1.16)

il est une moyenne pondérée des variables Y avec le poids

wNi = n

N(n)∑
j=1

∫
Ai

ϕj(u) du ϕj(x).

Le paramètre de lissage est N(n), le nombre de coefficients de Fourier qui interviennent

dans (1.16).

Les aspects statistiques de l’estimation par la méthode des séries orthogonales ont été

principalement examiné dans le domaine de l’estimation de la densité, voir [Cenzov][8],

[Wahba][70], [Walter (1977)][76]. Pour quelques applications dans le domaine de la

régression non paramétrique nons apportons ces résultats, concernant la consistance et le

taux exact de convergence. La consistance de m̂N(x) découle de la proposition suivante

Proposition 1.8. [Härdl][30]

Si pour un s tel que 0 < s < 1

ns−1

N(n)∑
j=0

supx|ϕj(x)|2 <∞ (1.17)

et

E|εi|
s+1
s <∞;

dès que

N(n)→∞;

m̂N(x) −→ m(x) en probabilité.
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Une preuve détaillée de la consistance de m̂N peut être trouvé dans [Rutkowski][53].

[Szegö][63] montre que

sup
x
|ϕj(x)| ∼ jρ, j = 1, 2, 3 · · · ,

avec ρ = −1
4

pour les systèmes d’Hermite et Laguerre et ρ = 0, 1
2

pour les systèmes

de Fourier et Legendre, respectivement. L’hypothèse (1.17) apporte alors la condition sur

N(n) de la forme de croissance

N(n)2ρ+1

n1−s ≤ c <∞ quand n −→∞. (1.18)

Il faut que le paramètre de lissage tend vers ∞ pour assurer la consistance, mais pas

trop rapidement comme le suggère (1.18). Le taux de convergence de l’estimateur par les

séries orthogonales est donné par [Härdle][29].

1.6 Conclusion

Nous avons présenté quelques méthodes d’estimation de la courbe de régression de la

moyenne, à savoir la méthode des k-plus proches voisins, la méthode des séries orthogo-

nales et plus particulièrement la méthode du noyau qui a été présentée en détail. Nous

allons dans le chapitre suivant présenter une méthode alternative à ces méthodes qui est

la méthode des fonctions splines. Nous donnerons l’estimateur obtenu par la méthode des

fonctions splines et ses principales propriétés statistiques.



2
Régression non paramétrique par la méthode

des fonctions splines

2.1 Introduction

Depuis plus de 50 ans [I.J Schoenberg][55] introduit ”les fonctions splines” dans la

littérature mathématique. Depuis, les fonctions splines se sont énormément développées

et sont devenues importantes dans différentes branches des mathématiques telles que : la

théorie de l’approximation, l’analyse numérique, et les statistiques. Les fonctions splines

sont devenues un outil utile dans différents domaines d’application, comme dans l’ani-

mation, dans la topographie, et dans des logiciels de dessins. Aujourd’hui, les splines

de lissage sont largement employées dans des domaines de l’ingénierie, du design et en

construction automobile. On les utilise par exemple, pour approcher les contours les plus

complexes. Leurs simplicité d’implémentation les rend très populaires.

Ce chapitre porte sur la présentation de la notion des fonctions splines et de l’estimation

de la courbe de régression de la moyenne par la méthode des fonctions splines de lissage

et ses propriétés statistiques.
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2.2 Généralités sur les fonctions splines

Un spline polynômial d’ordre r (de degré r − 1) est une fonction polynomiale par

morceau sur chaque intervalle défini par des noeuds consécutifs qui admet r dérivées et

r−1 dérivées continues à l’intérieur de chacun de ces intervalles. Donc la dérivée d’ordre r

est une fonction étagée avec des sauts aux noeuds. D’ou nous avons la définition suivante

Définition 2.1. Fonction spline

Soit I = [a, b] un intervalle de R, soit a < x1 < · · · < xn < b une partition de

l’intervalle I.

La fonction f : I −→ R est une fonction spline de degré r − 1 (ou d’ordre r) ayant pour

noeuds x1, · · · , xn (respectivement à cette partition) si :

1. f ∈ Cr−2(I) (f est continûment dérivable jusqu’à l’ordre r − 2),

2. f ∈ Pr−1 sur chaque sous intervalle [xi, xi+1] pour tout i = 1, · · · , n− 1

Où Pr−1 = {p : R −→ R, P polynôme de degré ≤ (r − 1), r ∈ N}.
Cet ensemble de fonctions sera noté Sr(x1, · · · , xn). Il contient l’ensemble des polynômes

de degré inférieur ou égal à r − 1.

Théorème 2.1. [Thomas-Agnan][64]

Sr(x1, · · · , xn) est un sous espace vectoriel de l’espace des fonctions dérivables jusqu’à

l’ordre r − 2 dont une base est donnée par les fonctions 1, x, · · · , xr−1 et les fonctions

(x− x1)
r−1
+ , · · · , (x− xn)r−1

+ , avec

dimSr(x1, · · · , xn) = r + n

et

ur−1
+ =

{
ur−1, si u > 0 ;

0, u ≤ 0.

Définition 2.2. Fonction spline naturelle

Soit a < x1 < · · · < xn < b une partition de l’intervalle I. Une fonction spline d’ordre

2r ou de degré impair (2r − 1) ayant pour noeuds x1, · · · , xn est dite naturelle, si elle

coincide avec un polynôme de degré inférieur ou égale à (r − 1) en dehors de l’intervalle

[x1, xn].

On note par S2r(x1, · · · , xn) l’espace des fonctions splines naturelles d’ordre 2r.

C-à-d f ∈ S2r(x1, · · · , xn). Nous avons alors :
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1. f est une spline de degré 2r − 1,

2. f ∈ Pr−1, pour x ∈ [a, x1] ∪ [xn, b].

dimS2r(x1, · · · , xn) = n.

Définition 2.3. Spline cubique naturelle

Soient x1 < x2 < · · · < xn n points d’un intervalle [a, b], une fonction f définie sur

[a, b] est une spline cubique si les deux conditions suivantes sont satisfaites :

1. Sur chaque intervalle (a, x1), (x1, x2), · · · , (xn, b), f est un polynôme cubique.

2. La fonction f est deux fois continûment differentiable sur [a, b], et donc f et ses

dérivées d’ordre 1 et 2 sont continues aux points xi.

2.3 Représentation des valeurs de la dérivée seconde

Pour faciliter les calculs, nous allons représenter une spline cubique naturelle en utili-

sant ses valeurs et ses dérivées secondes aux points xi, i = 1, · · · , n. Cette méthode est

appelée la représentation des valeurs des dérivées secondes.

Supposons que f est une spline cubique naturelle de noeuds x1, · · · , xn. Par définition

f(x) = ai(x− xi)3 + bi(x− xi)2 + ci(x− xi) + di, xi ≤ x < xi+1,

c-à-d f est un polynôme cubique sur chaque sous intervalle [xi, xi+1[, notons par Pi ces

polynômes, alors

Pi : [xi, xi+1[−→ R, Pi(x) = ai(x− xi)3 + bi(x− xi)2 + ci(x− xi) + di,

f peut alors s’écrire sous la forme :

f(x) =
n∑
i=1

Pi(x) 1[xi,xi+1[(x).

La dérivée première de f est :

f ′(x) = 3ai(x− xi)2 + 2bi(x− xi) + ci, xi ≤ x < xi+1,

ou bien

f ′(x) =
n∑
i=1

P ′i (x) 1[xi,xi+1[(x),
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où

P ′i (x) = 3ai(x− xi)2 + 2bi(x− xi) + ci.

La dérivée seconde de f est

f ′′(x) = 6ai(x− xi) + 2bi, xi ≤ x < xi+1,

ou bien

f ′′(x) =
n∑
i=1

P ′′i (x) 1[xi,xi+1[(x),

où

P ′′i (x) = 6ai(x− xi) + 2bi.

On pose hi−1 = xi − xi−1 et yi = f(xi).

– (C1) : La condition que les polynômes adjacents doivent être égaux au

point (xi, yi) (i.e f est continue) est exprimée par :

Pi−1(xi) = Pi(xi)⇔ ai−1h
3
i−1 + bi−1h

2
i−1 + ci−1hi−1 + di−1 = di = yi.

Ce qui donne

di = yi.

– (C2) : La condition que les dérivées premières doivent être égales au

point (xi, yi) est exprimée par :

P ′i−1(xi) = P ′i (xi)⇔ 3ai−1h
2
i−1 + 2bi−1hi−1 + ci−1 = ci.

– (C3) : La condition que les dérivées secondes doivent être égales au point

(xi, yi) est exprimée par :

P ′′i−1(xi) = P ′′i (xi)⇔ 6ai−1hi−1 + 2bi−1 = 2bi.

– (C4) : La condition que les dérivées seconde et troisième doivent être

égales à zéro aux bords est exprimée par :

P ′′1 (x1) = P ′′n (xn) = 0⇔ d1 = dn = 0,

et

P ′′′1 (x1) = P ′′′n (xn) = 0⇔ a1 = an = 0.

La continuité de f et ses deux dérivées implique différentes relations entre les coefficients.
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– La condition (C1) donne :

ci−1 =
yi − yi−1

hi−1

− ai−1h
2
i−1 − bi−1hi−1 (2.1)

– La condition (C3) donne :

ai−1 =
bi − bi−1

3hi−1

(2.2)

Remplaçons (2.2) dans (2.3), on obtient :

ci−1 =
yi − yi−1

hi−1

− 1

3
(bi + 2bi−1hi−1) (2.3)

Remplaçons (2) et (3) dans la condition (C2) :

1

3
[bi−1hi−1 + 2bi(hi−1 + hi) + bi+1hi] = yi−1

1

hi−1

− yi(
1

hi
+

1

hi−1

) + yi+1
1

hi
.

Nous avons

Pi(xi) = yi, et P ′′i (xi) = 2bi,

Notons par F = (F1, · · · , Fn)t et Γ = (γ2, · · · , γn−1), tels que

Fi = f(xi) et γi = f ′′(xi), avec γ1 = γn = 0

La spline cubique peut être construite complètement avec F et Γ.

En effet, soit les matrices Q et R définies comme suit :

– Q est une matrice de taille n× (n− 2) de composantes qij :

qj−1,j =
1

hj−1

,

qjj = −(
1

hj−1

+
1

hj
),

qj+1,j =
1

hj
qij = 0, si |i− j| ≥ 2.

– R est une matrice symétrique de taille (n− 2)× (n− 2) de composantes rij :

rii =
1

3
(hi−1 + hi), i = 2, · · · , n− 1,

ri,i+1 = ri+1,i =
1

6
hi, i = 2, · · · , n− 2,

rij = 0, si |i− j| ≥ 2.

R est une matrice à diagonale strictement dominante, et définie positive.
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Nous pouvons donc définir la matrice K par :

K = QR−1Qt.

Théorème 2.2. [Green and Silverman][25]

Les vecteurs F et Γ définissent une spline cubique naturelle si et seulement si ils satisfont :

QtF = RΓ.

Si cette relation est vérifiée, alors :∫ b

a

f ′′(x)2dx = ΓtRΓ = F tKF.

2.4 Interpolation

Le problème posé est de reconstituer une fonction à partir de la seule connaissance de

ses valeurs en un nombre limité de points. L’interpolation consiste à trouver une fonction

passant exactement par les points à notre disposition.

Soit f une fonction inconnue :

f : R −→ R

x −→ f(x) = y.

Nous connaissons les valeurs de f en certains points x1, · · · , xn :

y1 = f(x1), · · · , yn = f(xn).

Cherchons la fonction g telle que :
y1 = f(x1) = g(x1)

y2 = f(x2) = g(x2)

yn = f(xn) = g(xn)

Commençons par le problème le plus simple. Comment interpoler deux points de coor-

données (x1; y1), (x2; y2) ?

Voici la forme d’une fonction affine. Il nous reste à trouver les coefficients a et b pour deux

points donnés.

g(x) = ax+ b,
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en résolvant le système, {
y1 = ax1 + b

y2 = ax2 + b

nous obtenons

a =
y2 − y1

x2 − x1

, et b = y1 − ax1.

Maintenant si nous cherchons à interpoler trois points de coordonnées

(x1, y1), (x2, y2), (x3, y3). S’ils sont non-alignés, il n’est pas possible d’utiliser une

droite. Il faut complexifier notre fonction par un degré polynomial plus élevé.

g(x) = ax2 + bx+ c,

il faut résoudre le système à 3 équations et 3 inconnues (a, b, c) suivant :
y1 = ax2

1 + bx1 + c

y2 = ax2
2 + bx2 + c,

y3 = ax2
3 + bx3 + c,

Figure 2.1 – Interpolation de 3 points par une parabole

Si nous avons n points à interpoler ?

2.4.1 Polynômes d’interpolation de Lagrange

Le polynôme de Lagrange associé au point (xi, yi) est :

li(x) =
n∏

j=1,j 6=i

x− xj
xi − xj

,
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li(x) est de degré n− 1.

On peut vérifier que

li(xi) = 1 et li(xj) = 0.

Avec ces polynômes, nous pouvons interpoler tout ensemble de n points par un po-

lynôme de degré n− 1.

Théorème 2.3. (Lagrange)[Barbillon][1]

Le polynôme

L(x) =
n∑
i=1

li(x)yi,

est l’unique polynôme de degré n− 1 vérifiant

L(xi) = yi, i = 1, · · · , n.

Remarque 2.1. Dans la méthode d’interpolation par les polynômes de Lagrange, où le

degré du polynôme est en fonction du nombre de point à interpoler. En effet, quand fait

l’interpolation de n point (xi, yi), i = 1, · · · , n, le degré du polynôme de Lagrange est de

n− 1, ainsi si l’on dispose d’un nombre grand de points à interpoler le polynôme sera de

degré grand et le nombres d’opérations est grand.

Les auteurs ont développé une méthode d’interpolation, dite méthode des fonctions splines

interpolantes, cette méthode consiste à interpoler des points sans prendre en consideration

le nombre de points, puisque elle se base sur la minimisation d’un critère qui est en fonction

de la spline. D’où, la solution est un polynôme de degré indépendant du nombre de points

à interpoler.

Définition 2.4. Espace de Sobolev

Une fonction f est dite absolument continue, s’il existe un réel a et une fonction g

intégreble tels que :

f(x) =

∫ x

a

g(t)dt.

L’espace de sobolev W r
2 [a, b] est l’ensemble des fonctions f définies sur [a, b] telles que :

f (k) est absolument continue, pour k = 0, · · · , r − 1,

et

f (r) est de carré intégrable.

C-à-d

W r
2 = {f : [a, b]→ R; f (k) abs. con pour k = 0, · · · , r − 1, et

∫ b

a

(f (r)(x))2 <∞}.
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2.4.2 Interpolation par spline cubique naturelle

Dans cette section, nous présentons le problème d’interpolation par fonction lisse dans

W 2
2 [a, b]. Résoudre un problème d’interpolation pour un ensemble de points (xi, yi), c’est

chercher une fonction ”régulière” f qui satisfait :

f(xi) = yi, i = 1, · · · , n.

Les polynômes d’interpolation de Lagrange sont une solution particulière à ce

problème. Les splines d’interpolation en sont une autre.

2.4.3 Existence et unicité des splines d’interpolation

Théorème 2.4. [Thomas-Agnan][64]

Étant donnés n points (xi, yi) d’abscisses distinctes dans l’intervalle [a, b] et n ≥ r. Il

existe une fonction et une seule f de l’espace de Sobolev W r
2 [a, b] telle que :

1. f satisfait les conditions d’interpolation

f(xi) = yi, i = 1, · · · , n.

2. f minimise la quantité
∫ b

a
f (r)(x)2dx dans l’ensemble des fonctions W r

2 [a, b] qui sa-

tisfait les conditions d’interpolation.

De plus, cette fonction est une spline polynomiale naturelle d’ordre (2r) ayant pour

noeuds les points x1, · · · , xn.
Le théorème suivant montre que l’interpolation par spline cubique naturelle est l’unique

qui minimise
∫ b

a
f ′′(x)2dx par rapport à toutes les fonctions dans W 2

2 [a, b].

Théorème 2.5. [Cao][7]

Supposons que n ≥ 2 et m̂λ est la spline cubique naturelle pour les valeurs y1, · · · , yn aux

points x1, · · · , xn, où a < x1 < · · · < xn < b. Soit m̃ une fonction dans W 2
2 [a, b] telle que

m̃(xi) = yi, i = 1, · · · , n. Alors∫ b

a

m̃′′(x)2dx ≥
∫ b

a

m̂′′(x)2dx.

On a l’égalité si et seulement si m̃ et m̂ sont identiques.
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2.5 Les splines de lissage pour la courbe de régression

non paramétrique

Rappelons que l’interpolation consiste à trouver une fonction passant exactement

par les points que l’on souhaite interpoler tandis que la régression ajuste au mieux

une fonction simple à ces points. Nous ne souhaitons plus ici passer exactement par

ces points, mais en être ”proche” et avoir une fonction g simple. Cette problématique

est sensée notamment parce qu’il arrive souvent, en pratique, que les observations des

évaluations soient bruitées. C’est à dire que nous observons l’évaluation f(xi) plus une

petite erreur. Celle-ci peut provenir d’une imprécision de mesure, par exemple.

Beaucoup d’auteurs proposent d’ajuster les données avec les polynômes splines [De

Boor][4]. L’origine des splines de lissage est dûe à [Whittaker (1923)][78] et ont été

développées par [Schoenberg (1964)][55] et [Reinsh][53] ; voir aussi les monographies de

[Eubank][20] et [Wahba (1990)][74].

Supposons que a < x1 < · · · < xn < b, et considérons le modèle non paramétrique

suivant :

yi = m(xi) + εi; (2.4)

où m est une fonction lisse inconnue dans W 2
2 [a, b], yi, i = 1, · · · , n sont des valeurs

observées de la variable réponse Y , xi, i = 1, · · · , n sont des valeurs observées de la

variable X, et εi, i = 1, · · · , n sont des erreurs normalement distribuées, de moyenne

nulle et de variance σ2. L’idée générale est d’estimer la fonction lisse m par balancement

entre un bon ”fit” (ajustement aux données) et une estimation lisse. La caractéristique

par rapport à d’autres méthodes de lissage est l’adaptation au changement rapide de la

courbure de la fonction de régression,c-à-d de faire une interpolation sous hypothèse de

minimiser les ondulations de la fonction. On est ainsi conduit à rajouter une pénalisation

qui contrôle les oscillations.

Une mesure courante de la fidélité des données pour une courbe m est la somme résiduelle

au carré,
n∑
i=1

(yi −m(xi))
2. (2.5)

La minimisation de (2.5) par rapport à la fonction m apportera aux données une courbe

interpolante avec des variations trop rapides (trop ondulée). L’approche par splines de
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lissage fait intervenir une mesure de lissage fonction de m est définie par :∫ b

a

m(r)(x)2 dx. (2.6)

L’estimateur de m est donné par la minimisation de la somme convexe :

(1− q)
n∑
i=1

(yi −m(xi))
2 + q

∫ b

a

m(r)(x)2 dx; (2.7)

pour 0 < q < 1. Une estimation optimale peut être obtenue en minimisant cette fonction-

nelle sur W r
2 [a, b]. Posons λ = q

1−q , il est equivalent d’estimer m par la fonction m̂λ qui

minimise la fonctionnelle suivante :
n∑
i=1

(yi −m(xi))
2 + λ

∫ b

a

m(r)(x)2 dx; λ > 0 (2.8)

par rapport à toutes les fonctions m dans W r
2 [a, b].

La solution est l’estimateur spline de lissage m̂λ pour la courbe de régression qui sera

étudié dans ce chapitre.

Le paramètre λ prenant ses valeur dans [0,+∞) contrôle le compromis entre le lissage

et le bon ajustement. Pour cette raison, il est souvent référé au paramètre de lissage. La

valeur de λ permet de déterminer la flexibilité de l’estimateur. Quand la valeur de λ est

proche de 0 (i.e q → 0) l’estimateur est flexible, car on diminue l’apport de la quantité de

lissage donnant un estimateur interpolant les données. Inversement, quand la valeur de

λ augmente (i.e q → 1) on donne plus d’importance à la deuxième partie, ce qui oblige

l’intégrale à être plus petite et donc l’estimateur à être plus lisse.

2.5.1 Spline de lissage

Les splines de lissage déterminent la valeur de l’estimateur en minimisant un critère

bien précis. Celui-ci combine la mesure classique de la qualité de l’ajustement, la somme

des résidus au carré, et une mesure de la quantité de lissage.

Supposons que x1 < x2 < · · · < xn, l’estimation de la fonction m par les splines de

lissage résulte comme solution du problème de minimisation suivant :

Trouver la fonction m̂λ ∈ W r
2 [a, b] qui minimise la somme des carrés des résidus pénalisée

(l’erreur quadratique pénalisée)

S(m) =
n∑
i=1

(yi −m(xi))
2 + λ

∫ b

a

(m(r)(x))2dx, (2.9)
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c-à-d

m̂λ(x) = arg min
n∑
i=1

(yi −m(xi))
2 + λ

∫ b

a

(m(r)(x))2dx, (2.10)

où m(r) est la dérivée d’ordre r de la fonction m.

Le premier terme est la somme des carrés des résidus, mesure la fidélité des données.

Le second terme est pris comme mesure de lissage de m.

Le théorème suivant montre que la solution du problème (2.9) est une fonction spline

d’ordre (2r − 1).

Théorème 2.6. [Schoenberg][55]

Le minimum du problème (2.9) admet une solution unique m̂λ(x) qui est une fonction

spline dans l’ensemble S2r(x1, · · · , xn).

Nous allons traiter le cas où r = 2, déjà vue précédemment, ce cas est souvent utilisé

car il donne un algorithme très simple pour la construction de la fonction spline. En

plus, les splines cubiques sont facilement évaluées et donnent ”en général” des résultats

satisfaisants.

Poser r = 2 revient à résoudre le problème de minimisation suivant : Trouver la fonction

m qui minimise

S(m) =
n∑
i=1

(yi −m(xi))
2 + λ

∫ b

a

(m′′(x))2 dx, (2.11)

par rapport à toutes les fonctions m dans W 2
2 [a, b].

[Reinsh][49] montre que la solution du problème (2.11) est une spline de lissage cubique

naturelle aux noeuds xi, i = 1, · · · , n.

2.5.2 Existence et unicité de la spline de lissage minimisante

Théorème 2.7. [Thomas-Agnan][64]

Étant donnés n points (xi, yi), d’abscisses distinctes dans l’intervalle [a, b] et un réel λ > 0,

il existe une fonction et une seule m̂λ de l’espace de Sobolev W 2
2 [a, b] qui minimise la

quantité S(m) dans l’ensemble des fonctions W 2
2 [a, b]. De plus, cette fonction est une

spline polynomiale d’ordre 4 ayant pour noeuds les points x1, · · · , xn.
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Preuve

Soit Y = (y1, · · · , yn)t, M = (M1, · · · ,Mn)t tel que Mi = m̂λ(xi). Donc on a :

n∑
i=1

(yi − m̂λ(xi))
2 = (Y −M)t(Y −M)

D’après le théorème (2.2) on a :∫ b

a

m̂′′λ(x)2dx = M tKM.

D’où

S(m) = (Y −M)t(Y −M) + λM tKM

= M t(I + λK)M − 2Y tY − 2Y tM.

Dérivons S(m) par rapport à M :

dS(m)

dM
= 2(I + λK)M − 2Y

dS(m)

dM
= 0⇔M = (I + λK)−1Y.

La dérivée seconde de S donne

d2S(m)

dM2
= 2(I + λK),

Comme λK est non négative, alors (I + λK) est strictement définie positive. D’où

M̂ = (I + λK)−1Y

définit bien un minimum.

Théorème 2.8. [Cao][7]

Supposons que n ≥ 0 et que le paramètre de lissage λ est positif, alors m̂λ est une spline

cubique naturelle telle que :

M = (I + λK)−1Y,

et pour toute m dans W 2
2 [a, b], on a

S(m̂λ) ≤ S(m).

Remarque 2.2. L’estimateur spline de lissage est linéaire au sens de la définition (1.12)

du chapitre 1.
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2.5.3 Propriétés de l’estimateur splines de lissage

Soit m̂λ l’estimateur spline, alors m̂λ est défini comme suit :

m̂λ = (I + λK)−1Y = AλY.

1- Biais de l’estimateur

Le biais est défini par :

Biais (m̂λ,m) = Em̂λ −m = (Aλ − I)m.

En effet,

Em̂λ −m = EAλY −m

= EAiλY −m, i = 1, · · · , n

= AiλEY −m, i = 1, · · · , n

= Aiλm−m, i = 1, · · · , n

= Aλm−m = (Aλ − I)m.

2- La variance de l’estimateur

La variance de m̂λ est définie comme suit :

Var (m̂λ) = E‖m̂λ − Em̂‖2 = σ2tr(AtλAλ).
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En effet,

Var(m̂) = E‖m̂λ − Em̂λ‖2

= E‖AλY − Aλm‖2

= E
n∑
i=1

(Aλ)
2
ij(yi −mxi)

2, j = 1, · · · , n

= E
n∑
i=1

(Aλ)
2
ij(y

2
i +m2

xi
− 2yim(xi))

2, j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ijE(y2

i +m2
xi
− 2yim(xi)), j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ij[Ey2

i + Em2
xi
− 2E(yim(xi))], j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ij[Ey2

i +m2
xi
− 2m(xi)Eyi], j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ij[Ey2

i +m2
xi
− 2m(xi)m(xi)], j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ij[Ey2

i +m2
xi
− 2m(xi)

2], j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ij[Ey2

i −m2
xi

], j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ij[Ey2

i − E(yi)
2], j = 1, · · · , n

=
n∑
i=1

(Aλ)
2
ijσ

2, j = 1, · · · , n

= σ2

n∑
i=1

(Aλ)
2
ij, j = 1, · · · , n

= σ2tr(AtλAλ).

2.5.4 Propriétés asymptotiques de l’estimateur

1- Convergence en moyenne quadratique

Théorème 2.9. [Wahba][69]

Supposons que σ2 6= 0.

Pour avoir la convergence il faut que λ décrôıt avec n. Si cette condition est vérifiée, on
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a alors :

m̂λ(x) −→ m(x), en moyenne quadratique.

Dans le modèle (2.4), [Craven et Wahba][15] ont majoré l’erreur moyenne qua-

dratique de l’estimateur m̂λ aux points d’observations x1, · · · , xn. Avec les notations

m = (m(x1), · · · ,m(xn))t et m̂λ = (m̂λ(x1), · · · , m̂λ(xn))t cette erreur est appelée MASE

(pour Mean Average Squared Error), s’écrit

n−1E‖m− m̂λ‖2.

Théorème 2.10. [Craven et Wahba][15]

Dans le modèle (2.4), on suppose que

– Les points d’observations sont tel que∫ xj

0

w(x)dx =
j

n
pour 1 ≤ j ≤ n

où w est une fonction strictement positive et continue sur [0, 1];

– La fonction m est dans l’espace de Sobolev W r
2 [0, 1] pour un r ≥ 1 donné ;

– Les erreurs ε1, · · · , εn sont décorelées et de variance commune σ2 > 0.

En supposant que m n’est pas un polynôme de degré < r, l’estimateur spline de lissage m̂λ

d’ordre 2r est consistant si et seulement si λ = λ(n) → 0 et λn2r → ∞ lorsque n → ∞.
D’autre part, la MASE (pour Mean Average Squared Error) de cet estimateur, vérifie

1

n
E‖m− m̂λ‖2 = O(λ) +O(

1

λ
1
2rn

).

Considérons maintenant l’erreur moyenne quadratique intégrée, notée MISE. Dans

le cas du modèle (2.4), sous l’hypothèse du bruit blanc, [Ragozin(1983)][48] a majoré la

MISE des dérivées de la fonction par les les dérivées correspondantes de la spline de lissage

m̂λ.

Théorème 2.11. [Ragozin][48]

Dans le modèle (2.4), on suppose que

– Les points d’observations sont équidistants : xj = j
n
, 1 ≤ i ≤ n;

– La fonction m est dans l’espace de Sobolev W k
2 [0, 1] avec 0 < k ≤ r;

– Les erreurs εi sont centrées, décorrelées et de variance commune σ2.

Soit m̂λ l’estimateur spline de lissage d’ordre 2r de m. Si le paramètre de lissage λ = λ(n)

est choisi de sorte que (nλ
1
2r )−1 ≤ c pour une constante c et pour tout n ≥ r, alors la

MISE de la j-ème dérivée (j < k) de m̂λ vérifie

E|m− m̂λ|2j = E
∫ 1

0

(mj(x)− m̂j
λ(x))2dx ≤ P (λ+ n−2r)

k−j
r |m|2k +

Qσ2

n
λ(2j+1)

2r
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Pour des constantes, P et Q ne dépendent que de r, k et C. En particulier si λ(n) ∼
n−2r/(2k+1) lorsque n→∞, alors

E|m− m̂λ|2j = O(n−2(k−j)/(2k+1)

).

2.5.5 Choix du paramètre de lissage

Le paramètre de lissage λ varie entre 0 et +∞. La solution du problème (2.8) varie

entre interpolation et modèle linéaire.

Lorsque λ → +∞ : La pénalité de régularité domine et l’estimateur est forcé d’être

constant.

Lorsque λ→ 0 : La pénalité de régularité disparâıt et l’estimateur interpole les données.

Cependant, obtenir un choix approprié de λ est un problème important.

On présente ici quelque méthode de sélection du paramètre de lissage λ.

Soit les notations, Y = (y1, · · · , yn)t et m̂λ = (m̂λ(x1), · · · , m̂λ(xn))t.

Rappelons que les valeurs de la spline de lissage optimale dépendent linéairement des

observations,

m̂λ = AλY

avec

Aλ = (I + λK)−1

La matrice Aλ est appelée matrice chapeau ou matrice de lissage. Elle permet de relier

le vecteur des observations yi au vecteur des predicteurs ŷi = m̂λ(xi), le risque R(m, m̂λ)

est définit par

R(m, m̂λ) =
1

n
E‖m− m̂λ‖2,

où ‖V ‖ =
√
V tV est la norme usuelle de L2 pour tout vecteur V , la trace de la matrice

A est notée tr(A).

1- Méthode de la validation croisée (CV)

Soit (Aλ)ii le ième élément de la diagonale associée à la matrice de lissage Aλ.
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Théorème 2.12. [Moulines][43] Le score de la validation croisée vérifie :

CV (λ) =
1

n

n∑
i=1

(
yi − m̂λ(xi)

1− (Aλ)ii
)2. (2.12)

λ est choisi de telle manière qu’il minimise CV (λ).

La preuve du théorème découle du lemme suivant :

Lemme 1. [Moulines][43] Soit λ et i ∈ {1, · · · , n} donnés. Notons m−i le vecteur de

composants m−ik = m̂−iλ (xk). Définissons Y ∗ le vecteur

y∗j = yj pour j 6= i, et

y∗i = m̂−iλ (xi).

Alors

m−i = AλY
∗. (2.13)

2- Validation croisée généralisée (GCV)

L’idée de base de la validation croisée généralisée est de remplacer les dénominateurs

1− (Aλ)ii dans la validation croisée CV (λ) par leurs moyenne 1− 1
n
tr(Aλ) donnant ainsi

le score de la validation croisée généralisée

GCV (λ) =
1

n

∑n
i=1(yi − m̂λ(xi))

2

(1− 1
n
tr(Aλ))2

. (2.14)

Comme pour la validation croisée, λ est choisi de telle manière qu’il minimise GCV (λ).

3- Estimation du risque sans biais

Un calcul direct du risque conduit à une décomposition biais-variance pour le risque

R(m, m̂λ).

R(m, m̂λ) =
1

n
E‖m− AλY ‖2 =

1

n
‖(I − Aλ)m‖2 +

σ2

n
tr(AλA

t
λ).

L’idée principale de l’estimation du risque sans biais est de minimiser le membre droit de

l’équation précédente en se basant sur les observations. Notons que le risque dépend du
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biais ‖(I − Aλ)m‖2, L’idée principale est de remplacer ‖(I − Aλ)m‖2 par son estimateur

sans biais, qui peut être calculé par

E‖(I − Aλ)Y ‖2 = ‖(I − Aλ)m‖2 + σ2n− 2σ2tr(Aλ) + σ2tr(AλA
t
λ).

Par conséquent

‖(I − Aλ)m‖2 = E‖(I − Aλ)Y ‖2 − σ2n+ 2σ2tr(Aλ)− σ2tr(AλA
t
λ).

Le risque devient

R(m, m̂λ) =
1

n
E‖(I − Aλ)Y ‖2 − σ2 + 2

σ2

n
tr(Aλ).

Puisque l’espérance n’est pas estimable à partir des observations, la seule chose qu’on

puisse faire est de prendre ‖(I − Aλ)Y ‖2 − σ2 + 2σ
2

n
tr(Aλ) comme estimateur du biais.

Ainsi, le choix de λ basé sur l’estimation du risque sans biais est donné par la formule

suivante :

λ̂ = arg min
λ>0
{‖Y − AλY ‖2 +

2

n
σ2tr(Aλ)}. (2.15)

Dans la pratique, cette méthode a un petit inconvénient, car λ̂ depend de σ2 qui est

difficilement connu en pratique, par consequent σ2 sera estimé par

σ̂2 = ‖Y − AλY ‖2/n.

On insère cet estimateur dans la formule de λ̂ et on obtient

λ̂ = arg min
λ>0
{‖Y − AλY ‖2 [1 +

2

n
tr(Aλ)]}. (2.16)

Remarque 2.3. Soit λ̂ défini précédemment (2.15)

Dans la pratique une modification légère du critère est typiquement utilisée. Ainsi, la

méthode des splines fournit un lissage des données visible si tr(Aλ) << n. Dans ce cas

l’ensemble d’admissibilité de λ peut être réduit à tr(Aλ)
n

<< 1 et par conséquent, d’après

le développement de Taylor on a

[1 +
2

n
tr(Aλ)] ≈ [1− 2

n
tr(Aλ)]

−1 ≈ [1− 1

n
tr(Aλ)]

−2.

Ainsi, on obtient la formule suivante :

λ̂ = arg min
λ>0

‖Y − AλY ‖2

[1− tr(Aλ)
n

]2
.
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Nous obtenons la méthode validation croisée généralisée. et le paramètre de lissage λ

est choisi tel qu’il minimise le score de la validation croisée généralisée défini par

1

n

∑n
i=1(yi − f̂(xi))

2

(1− 1
n
tr(A))2

.

2.6 Conclusion

Nous avons présenté dans ce chapitre, la méthode des fonctions splines. Nous l’avons

ensuite appliquée à l’estimation de la courbe de régression de la moyenne. Nous avons

donné les propriétés statistiques de l’estimateur (Biais, Variance et Erreur moyenne qua-

dratique intégrée). On a exposé les différentes méthodes : validation croisée (CV), va-

lidation croisée généralisée (GCV) et la méthode du risque sans biais pour le choix du

paramètre de lissage qui intervient dans l’estimation de la courbe de régression de la

moyenne.

Dans le chapitre suivant nous allons comparer par simulation et sur des données réelles les

deux méthodes d’estimation de la courbe de régression de la moyenne à savoir la méthode

du noyau et la méthode des splines. Le critère de comparaison sera le MISE (Erreur

Moyenne Quadratique Intégrée).



3
Résultats numériques

3.1 Introduction

Nous présentons dans ce chapitre, différentes simulations et un cas réel pour comparer

les deux méthodes d’estimation de la courbe de régression de la moyenne m(x) : La

méthode du noyau et la méthode des splines. La comparaison est basée sur le critère du

MISE (erreur moyenne quadratique intégrée)

3.2 Algorithme de simulation

Les étapes de l’algorithme, pour comparer les deux méthodes d’estimation de la courbe

de régression de la moyenne sont comme suit :

– Générer un échantillon de couple aléatoire (xi, yi) de taille n.

– Estimer la courbe de régression y = m(x)+z par la méthode du noyau et la méthode

des fonctions splines :
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1. Pour la méthode du noyau : L’estimateur de la courbe de régression de la

moyenne y = m(x) + ε par la méthode du noyau est :

m̂h(x) =

∑n
i=1 yiK(x−xi

h
)∑n

i=1 k(x−xi
h

)
,

le noyau K utilisé est le noyau normal.

Le paramètre de lissage est choisi par la méthode validation croisée :

ĥ = arg min
n∑
i=1

(yi − m̂−i(xi))2w(xi),

avec

m̂−i(x) =

∑n
j=1,j 6=i yjK(

x−xj
h

)∑n
j=1,j 6=iK(

x−xj
h

)
.

2. Pour la méthode des splines :

La courbe de régression de la moyenne y = m(x)+ε est estimée par les fonctions

splines de lissage cubique (les polynômes qui composent la fonction splines de

lissage sont de degré 3),

m̂λ(x) = AλY,

où Aλ est la matrice de lissage définie par

Aλ = (I + λK)−1.

Le paramètre de lissage est choisi par la méthode validation croisée généralisée :

λ̂ = arg min
1

n

∑n
i=1(yi − m̂λ(xi))

2

(1− n−1tr(Aλ))2
.

– Calculer les erreurs (MISE) associées à chaque méthode.

– Tracer la courbe de régression et les graphes des estimateurs noyau et splines.

Les programmes utilisés dans ce travail sont calculés avec le logiciel R. Les simulations

sont effectuées pour différentes tailles d’échantillon de plus en plus grandes

n ∈ {50, 100, 200, 500, 700, 1000, 1500, 2000, 2500, 3000}

3.3 Simulation de modèles de fonctions

considérons le modèle de régression :

y = m(x) + z (3.1)
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Les modèles considérés sont les suivants :

1. m1(x) = x+ 0.5 exp(−50(x− 0.5)2); [Eubank][20].

2. m2(x) = 4.26(exp(−3.25x)− 4 exp(−6.5x) + 3 exp(−9.75x)); [Eubank][20].

3. m3(x) =
√
x(1− x) sin( 2.1π

x+0.5
), fonction de Doppler.

3.3.1 Modèle m1(x) :

1. x est uniforme sur [0, 1];

2. z sont les résidus qui sont normalement distribués de moyenne 0 et de variance

σ2 = 0.0225;

3. La courbe de régression considérée dans le modèle (3.1) est donnée par m(x) =

m1(x);

L’erreur moyenne quadratique associée au modèle m1

n MISE noyau MISE spline

50 0.00639922 0.00061377

100 0.00516139 0.00059959

200 0.00376109 0.00055375

500 0.00311738 0.00053171

700 0.00126655 0.00052573

1000 0.00098935 0.00051186

1500 0.00088708 0.00050892

2000 0.00074196 0.00050615

2500 0.00066193 0.00049508

3000 0.00050997 0.00049338

Table 3.1 – Erreur moyenne quadratique donnée par les deux méthodes associée au

modèle m1(x) en fonction de la taille de l’échantillon n.
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Pour n = 50

Figure 3.1 – Estimation de m1, n = 50

Pour n = 100

Figure 3.2 – Estimation de m1, n = 100
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Pour n = 200

Figure 3.3 – Estimation de m1, n = 200

Pour n = 500

Figure 3.4 – Estimation de m1, n = 500
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Pour n = 1000

Figure 3.5 – Estimation de m1, n = 1000

Pour n = 2000

Figure 3.6 – Estimation de m1, n = 2000
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Pour n = 3000

Figure 3.7 – Estimation de m1, n = 3000

Interprétation des résultats du modèle m1 :

Les résultats du tableau (3.1) montrent que quelque soit la taille n de l’échantillon,

les erreurs associées à la méthode des fonctions splines sont meilleures que celles du

noyau (MISE spline < MISE noyau). Cependant, pour n grand (n ≥ 1000), les MISE des

deux méthodes sont proches. Ce qui signifie que la méthode des fonctions splines peut

s’appliquer quelque soit la taille de l’échantillon, et la méthode du noyau ne s’applique

que si la taille de l’échantillon est grande. Cette constatation est vérifiée graphiquement,

en effet, on constate que la méthode des fonctions splines ajuste les données pour toutes

les valeurs de n, par contre, la méthode du noyau ajuste les données quand n ≥ 1000.

3.3.2 Modèle m2(x) :

1. x est uniforme sur [0, 1];

2. z sont les résidus qui sont normalement distribués de moyenne 0 et de variance

σ2 = 0.0025;

3. La courbe de régression considérée dans le modèle (3.1) est donnée par m(x) =

m2(x);
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L’erreur moyenne quadratique associée au modèle m2

n MISE noyau MISE spline

50 0.02555829 0.00000679

100 0.01329819 0.00000643

200 0.00139980 0.00000640

500 0.00072893 0.00000606

700 0.00058020 0.00000600

1000 0.00019613 0.00000595

1500 0.00019445 0.00000580

2000 0.00019248 0.00000575

2500 0.00016873 0.00000575

3000 0.00008621 0.00000564

Table 3.2 – Erreur moyenne quadratique donnée par les deux méthodes associée au

modèle m2(x) en fonction de la taille de l’échantillon n.

Pour n = 50

Figure 3.8 – Estimation de m2, n = 50
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Pour n = 100

Figure 3.9 – Estimation de m2, n = 100

Pour n = 200

Figure 3.10 – Estimation de m2, n = 200
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Pour n = 500

Figure 3.11 – Estimation de m2, n = 500

Pour n = 1000

Figure 3.12 – Estimation de m2, n = 1000
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Pour n = 2000

Figure 3.13 – Estimation de m2, n = 2000

Pour n = 3000

Figure 3.14 – Estimation de m2, n = 3000
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Interprétation des résultats du modèle m2 :

Les résultats du tableau (3.2) montrent que quelque soit la taille de l’échantillon n,

l’erreur associée à la méthode des fonctions splines est très petite devant la l’erreur associée

à la méthode du noyau. Pour n ∈ {50, 100} l’erreur MISE associée à la méthode du

noyau est d’ordre 10−1. Quand n augmente le MISE noyau décrôıt jusqu’à l’ordre 10−3.

Concernant l’erreur associée à la méthode des fonctions splines (MISE spline), elle est

d’ordre 10−5 quelle que soit la taille de l’échantillon. Par conséquent, la méthode des

fonctions splines donne une meilleure estimation des données que celle donnée par la

méthode du noyau. cette constatation, est vérifiée aussi graphiquement. En effet, si on

observe les graphes associés aux deux méthodes d’estimation, nous constatons que la

méthode des fonctions splines donne de meilleurs ajustements des données que celles du

noyau.

3.3.3 Modèle m3(x)

1. x est uniforme sur [0, 1];

2. z sont les résidus qui sont normalement distribués de moyenne 0 et de variance

σ2 = 0.01;

3. La courbe de régression considérée dans le modèle (3.1) est donnée par m(x) =

m3(x);
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L’erreur moyenne quadratique associée au modèle m3

n MISE noyau MISE spline

50 0.02790672 0.00010490

100 0.01021975 0.00010196

200 0.00597055 0.00010116

500 0.00491645 0.00010037

700 0.00439731 0.00009964

1000 0.00058604 0.00009971

1500 0.00056320 0.00009884

2000 0.00040439 0.00009847

2500 0.00036532 0.00009741

3000 0.00024054 0.00009636

Table 3.3 – Erreur moyenne quadratique donnée par les deux méthodes associées au

modèle m3(x) en fonction de la taille de l’échantillon n.

Pour n = 50

Figure 3.15 – Estimation de m3, n = 50
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Pour n = 100

Figure 3.16 – Estimation de m3, n = 100

Pour n = 200

Figure 3.17 – Estimation de m3, n = 200
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Pour n = 500

Figure 3.18 – Estimation de m3, n = 500

Pour n = 1000

Figure 3.19 – Estimation de m3, n = 1000
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Pour n = 2000

Figure 3.20 – Estimation de m3, n = 2000

Pour n = 3000

Figure 3.21 – Estimation de m3, n = 3000
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Interprétation des résultats du modèle m3 :

Les résultats du tableau (3.3) montrent que l’ erreur associée à la méthode du noyau

MISE noyau est d’ordre 10−1, elle décrôıt jusqu’à l’ordre 10−3 à partir de n = 1000 et reste

stationnaire. Par contre l’erreur associée à la méthode des fonctions splines elle est d’ordre

10−3 pour n ≤ 500, puis devient d’ordre 10−4 pour n ≥ 700. Graphiquement, la méthode

des fonctions splines représente bien les données pour toutes les tailles de l’échantillon,

contrairement à la méthode du noyau qui donne une bonne représentation qu’à partir de

n = 1000. La méthode des fonctions splines fournie par conséquent de meilleurs résultats

et peut s’appliquer quelle que soit la taille n de l’échantillon par rapport à celle du noyau

qui ne s’applique que pour des échantillons de grandes tailles.

3.4 Cas réel

Le tableau (3.3) représente des données de croissance des garçons. Les mesures exposées

y sont des tailles établies en millimètres en fonction d’âge en année x (source : Dr Luciano

Molinari, université de Zürich [Eubank][20]).

x y x y x y

0.083 525 0.25 608 0.5 665

0.75 717 1 745 1.5 803

2 859 3 940 4 1007

5 1065 6 1121 7 1183

8 1238 9 1298 10 1348

10.5 1369 11 1391 11.5 1422

12 1470 12.5 1525 13 1578

13.5 1638 14 1664 14.5 1692

15 1708 15.5 1723 16 1727

16.5 1727 17 1727 18 1729

19 1738 20 1738

Table 3.4 – Données numériques de croissance
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L’erreur moyenne quadratique associée au cas réel

MISE noyau MISE spline MISE régression linéaire

4427.31 31.87724 5759.474

Table 3.5 – Erreur moyenne quadratique associée

Figure 3.22 – Estimation de la courbe de croissance pour la méthode du noyau, la

méthode des fonctions splines et par la régression linéaire.

Interprétation des résultats du cas réel :

A partir des résultats du tableau (3.5), nous constatons que l’erreur associée à la

méthode des fonctions splines est très petite par rapport à celle donnée par la méthode

du noyau (rapport de 138). On constate, ainsi, que l’erreur associée au modèle linéaire de

régression est très grande. Ce qui signifie bien que le lien entre croissance et l’âge n’est pas

linéaire. Ces constatations sont confirmées graphiquement, on l’on observe que la méthode

des fonctions splines est celle qui ajuste le mieux les données réelles.
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3.5 Conclusion

Dans ce chapitre, nous avons discuté 4 modèles de régression non paramétrique basés

sur la méthode des fonctions splines et la méthode du noyau. Les résultats obtenus avec la

méthode des fonctions splines ont été comparés à ceux obtenus par la méthode du noyau :

– Selon le critère du MISE, la méthode des splines est plus performante.

– Les estimateurs obtenus par la méthode des fonctions splines donnent aussi de

meilleurs résultats graphiquement.

Ces résultats montrent que les estimateurs basés sur la technique des fonctions splines

sont meilleurs que ceux du noyau. La méthode des splines est applicable quelle que soit la

taille de l’échantillon et donne une bon ajustement graphique des données, contrairement

à celle du noyau qui ne s’applique que pour des échantillons de grande taille.



Conclusion Générale

Dans ce travail nous avons présenté deux méthodes d’estimation non paramétrique

de la courbe de régression de la moyenne. Les méthodes étudiées sont la méthode du

noyau et la méthode des fonctions des splines de lissage cubique. Le but principal est de

comparer ces deux méthodes en s’appuyant sur des exemples de fonctions de régressions

simulés et sur un cas réel. Ce travail peut être résumer en deux parties principales :

La première partie est théorique, elle comporte les deux premiers chapitres. Dans

cette partie nous avons brièvement défini les méthodes d’estimation non paramétrique

de la courbe de régression de la moyenne. Nous nous sommes intéressé à la méthode

classique du noyau, on a défini l’estimateur et donné ses différentes propriétés statistiques

et asymptotiques. C’est l’objet du premier chapitre.

Par ailleurs, on a présenté une autre méthode d’estimation non paramétrique de

la courbe de régression de la moyenne : la méthode des fonctions splines de lissage.

C’est une méthode d’analyse numérique initialement, développée afin de résoudre des

problèmes d’estimation. Nous avons présenté les étapes de la méthode, les différentes

propriétés statistiques et asymptotiques.

La deuxième partie de ce travail, est la partie simulation qui nous a permis de

comparer par simulation, sur des fonctions cibles et sur des données réelles, les deux

méthodes d’estimation de la courbe de régression de la moyenne.

Les résultats obtenus montrent que pour toutes les fonctions cibles et même dans le

cas réel, l’erreur quadratique moyenne intégrée (MISE) associée à la méthode des splines

de lissage est toujours inférieure à celle de la méthode du noyau et ceci quelque soit la
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taille de l’échantillon. Graphiquement, on constate que la méthode des splines ajuste

mieux les données que la méthode du noyau. On constate par ailleurs qu’aussi bien du

point de vue du MISE que graphiquement, les méthodes sont équivalentes quand la taille

de l’échantillon n est très grande (n > 1000).

Nous donnons quelques perspectives de travail :

1. Étudier d’autre propriétés de l’estimateur par les fonctions splines de lissage cubique,

par exemple la convergence en probabilité, presque sûre et uniforme.

2. Notre étude s’est focalisée sur l’estimation de la régression non paramétrique uni-

variée. Il serait intéressant d’étendre les propriétés de l’estimateur spline de lissage

au cas bidimensionnel.

3. Comparer à l’aide de simulations, la méthode des splines de lissage et la méthode

du noyau dans le cas de régression bidimensionnel.

4. Puisque les splines de lissage cubique donnent de bons résultats dans l’estimation

de la courbe de régression, on peut l’appliquer à l’estimation de la densité dans le

cas uni et multidimensionnel.
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Résumé

La régression non paramétrique est un outil statistique permettant de décrire une

relation entre une variable dépendante et une variable explicative, sans spécifier la forme de

cette relation. L’objectif de ce travail est de comparer deux méthodes non paramétrique, la

méthode du noyau et la méthode des fonctions splines, pour estimer la courbe de régression

de la moyenne. Nous présentons dans ce mémoire en détail les estimateurs obtenus par les

deux méthodes ainsi que leurs propriétés statistiques (Biais, variance, Erreur quadratique

moyenne intégrée) et leurs propriétés asymptotiques. En utilisant le critère de l’erreur

quadratique moyenne intégrée, on compare ces deux méthodes, par simulation sur trois

modèles cibles de régression et sur un jeu de données réels qui concerne la croissance

d’individus en fonction de l’âge. Les résultats numériques et graphiques montrent que la

méthode des splines est meilleure que la méthode du noyau. Cependant quand la taille de

l’échantillon observé est suffisamment grande les deux méthodes sont équivalentes.

Mots clés : Estimation, courbe de régression de la moyenne, noyau, fonction spline,

paramètre de lissage, matrice de lissage.

Abstract

The non parametric regression is a statistic tool which allows to describe the relation

between a dependent variable and explanatory variable, without specifying that relation’s

forme. The aim of this work is to compare two non parametrical methods which are the

kernel method and the splines functions method, in order to estimate the mean regression

curve. In this dissertation, we present in detail the obtained estimators by the two methods

as well as their statistical properties (bias, variance, mean square integrated error) and

their asymptotical properties. With the use of the mean square integrated error criterion,

we compare these two methods, by simulation over three regression models and a reel case

which concerns the growth data as function of age. The numerical and graphical results

show that the splines functions method is better then the kernel method. Nevertheless,

when the sample’s size is sufficiently large the two methods are equivalent.

Key words : Estimation, mean regression curve, kernel, spline function, smoothing

parameter, smoothing matrix.


