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Introduction Générale

I.Contexte

À l’ère de la connectivité omniprésente, la qualité et la fiabilité des réseaux de télé-
communication mobile sont devenues essentielles. Les utilisateurs dépendent de plus en
plus de leurs appareils mobiles pour rester connectés, accomplir des tâches diverses et ac-
céder à l’information en temps réel. Cette dépendance accrue met les réseaux sous une
pression constante pour supporter un volume croissant de données, rendant la surveillance
de la qualité du réseau plus complexe et critique. Optimum Telecom Algérie "Djezzy",
conscient de ces enjeux, s’efforce de maintenir une performance optimale malgré les défis
grandissants.

II. Problématique
La congestion des réseaux est l’un des principaux obstacles affectant la qualité des

services de télécommunication aujourd’hui. Elle se manifeste par des ralentissements de
la transmission, des latences accrues, et parfois des pertes de connexion, ce qui détériore
l’expérience utilisateur. Dans un contexte où la demande en données explose, les méthodes
traditionnelles de surveillance des performances des équipements radio montrent rapide-
ment leurs limites. Elles sont souvent réactives et peinent à prévoir les congestions avant
qu’elles ne se produisent, rendant la gestion de la congestion complexe et peu efficace.

L’incapacité à anticiper les congestions peut entraîner des interruptions de service, des
dégradations de la qualité, et nuire à la satisfaction des clients ainsi qu’à l’image de l’opé-
rateur. Pour des opérateurs comme DJEZZY, il est crucial de passer à des approches plus
avancées et automatisées, capables de prédire les congestions avant qu’elles ne surviennent.
Cela permettrait une gestion proactive de la congestion, réduisant ainsi les risques d’inter-
ruption de service et garantissant une qualité de service optimale pour les utilisateurs.
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III. Objectifs
L’objectif de mon travail est de prédire les congestions futures du réseau en utilisant

des techniques de machine learning. Ce projet vise à développer des modèles prédictifs
capables d’identifier les signes avant-coureurs de la congestion, permettant ainsi à Djezzy
d’anticiper ces problèmes et de prendre des mesures préventives pour maintenir la qualité
du service.

IV. Organisation du mémoire
Tout d’abord, nous avons commencé notre mémoire par une introduction générale du

projet en présentant le contexte, la problématique à laquelle il fait face ainsi que les objectifs
à atteindre. Le reste du mémoire est organisé comme suit :

— Chapitre 1 : Ce chapitre présente des notions et des généralités relatifs à notre
mémoire, notamment les réseaux de télécommunication, la congestion réseau, ainsi
que l’apprentissage automatique.

— Chapitre 2 : Ce chapitre explore diverses recherches portant sur la prédiction de
la congestion réseau. Nous expliquons les approches des études et leurs résultats en
développant un état de l’art.

— Chapitre 3 : Ce chapitre se concentre sur notre approche proposée pour la prédic-
tion de la congestion dans les réseaux de télécommunication. Nous fournissons une
description détaillée de la méthodologie et de ses techniques. Cette section représente
notre contribution à la prédiction de la congestion réseau.

— Chapitre 4 : Ce chapitre couvre à la fois la phase expérimentale et l’évaluation
de notre modèle de prédiction. Il comprend une description détaillée des données
utilisées, de l’environnement matériel et logiciel, ainsi qu’une explication complète
des phases impliquées dans la mise en œuvre de notre approche.
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Chapitre 1

Notions fondamentales

1.1 Introduction
Dans le cadre de notre mémoire, il est essentiel de bien comprendre les concepts fon-

damentaux qui sous-tendent la problématique de la prédiction des congestions dans les
réseaux téléphoniques. Ce chapitre fournira un aperçu global des concepts de base né-
cessaires à cette compréhension, notamment les réseaux téléphoniques, la congestion, les
Indicateurs Clés de Performance, les séries temporelles, ainsi que les approches de machine
learning et de deep learning. Ces éléments sont cruciaux pour appréhender les défis liés à
la gestion et à la prédiction des congestions.

1.2 Les réseaux mobiles

1.2.1 Définition d’un réseau mobile
Un réseau mobile est un système de communication cellulaire qui permet l’utilisation

simultanée d’un grand nombre de téléphones sans fil, qu’ils soient immobiles ou en mou-
vement, y compris lors de déplacements à grande vitesse sur de longues distances. Ces
réseaux fonctionnent grâce à l’allocation de spectres hertziens, utilisés pour véhiculer l’in-
formation sous forme d’ondes radio. La technologie radio employée permet de partager ce
spectre entre de multiples usagers, répartis dans différentes cellules radio selon leur position
géographique [1].

1.2.2 Le concept cellulaire
Les premières générations de réseaux mobiles étaient caractérisées par de grandes cel-

lules, chacune centrée autour d’une station de base qui servait de point d’émission. Initia-
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CHAPITRE 1. NOTIONS FONDAMENTALES

lement, ces réseaux attribuaient une bande de fréquence fixe à chaque utilisateur dans la
cellule, indépendamment de son besoin réel, limitant ainsi le service au nombre de bandes
de fréquence disponibles. Pour augmenter le nombre potentiel d’abonnés, une première
évolution consistait à attribuer un canal uniquement lorsqu’un utilisateur en avait besoin.
Néanmoins, cette méthode exigeait des stations mobiles de forte puissance d’émission, ce
qui se traduisait par des dispositifs mobiles lourds et volumineux. En outre, pour prévenir
les interférences, il était nécessaire que deux cellules adjacentes n’utilisent pas les mêmes
fréquences, entraînant une utilisation peu optimale du spectre fréquentiel.

Le concept des réseaux cellulaires a été introduit comme solution à ces problèmes.
Il repose sur la division du territoire en zones plus petites, nommées cellules, au sein
desquelles les fréquences radio sont partagées. Chaque cellule comprend une station de
base connectée au Réseau Téléphonique Commuté (RTC), et lui sont associés plusieurs
canaux de fréquences à bande étroite. Pour éviter les interférences, les mêmes fréquences
ne sont pas utilisées dans des cellules adjacentes. Ce système permet une utilisation plus
efficace du spectre fréquentiel grâce à la création de motifs (clusters) de cellules, où chaque
fréquence est employée une fois par motif [2].

Traditionnellement, les cellules sont représentées par des hexagones en raison de leur
capacité à fournir une couverture sans interruption du plan. Cette modélisation permet
une simulation optimale de la couverture radioélectrique.

Figure 1.1 – Figure représentant un motif élémentaire (à gauche) et un ensemble de
motifs dans un réseau (à droite).

Dans le contexte cellulaire, le système se distingue par le transfert intercellulaire, aussi
appelé « handover », assurant la continuité des services lorsque les utilisateurs se déplacent
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CHAPITRE 1. NOTIONS FONDAMENTALES

d’une cellule à une autre. Durant ces transitions, les fréquences sont automatiquement
ajustées pour maintenir la communication et assurer la connectivité des utilisateurs.

1.2.3 Architecture d’un réseau mobile
L’architecture d’un réseau mobile comprend trois entités fonctionnelles :

— Le terminal mobile, appelé aussi équipement utilisateur (ou usager), abrégé en UE
(User Equipment).

— Le réseau d’accès ou RAN (Radio Access Network).
— Le réseau cœur ou CN (Core Network).

Deux domaines distincts sont également identifiés :

— Le domaine de l’utilisateur (UE), comprenant les équipements spécifiques à l’utilisa-
teur.

— Le domaine de l’infrastructure, constitué des équipements propres à l’opérateur.

La figure 1.2 illustre la structure d’un réseau mobile. L’UE fait partie du domaine de
l’équipement utilisateur, et il est connectée au réseau d’accès via l’interface radio. La station
de base agit en tant qu’élément d’interconnexion entre le réseau d’accès et l’interface radio.
Le réseau d’accès et le réseau cœur font partie du domaine de l’infrastructure et sont reliés
par une ou plusieurs interfaces terrestres [1].

Figure 1.2 – Structure d’un réseau de téléphonie mobile.

1.2.4 Les différentes générations des réseaux mobiles
Au fil du temps, plusieurs générations se sont succédé, marquant des avancées technolo-

giques significatives. Ces avancées ont considérablement amélioré les capacités de connec-
tivité, offrant des débits toujours plus élevés. Dans les sections suivantes, nous survolerons
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CHAPITRE 1. NOTIONS FONDAMENTALES

brièvement chaque génération de réseau mobile, en mettant particulièrement l’accent sur
l’architecture de la 4G qui joue un rôle central dans notre étude.

1.2.4.1 La première génération (1G)

La première génération de téléphones portables a vu le jour au début des années 1980,
offrant exclusivement un service de transmission vocale, caractérisé par une qualité mé-
diocre et des coûts élevés. Cette première génération, connue sous le nom de 1G, présentait
plusieurs inconvénients majeurs, tels que l’incompatibilité des normes entre différentes ré-
gions, ce qui entravait la communication à l’échelle internationale. De plus, la 1G était
caractérisée par une transmission analogique vulnérable, exposant les communications à
des écoutes [3].

1.2.4.2 La deuxième génération (2G)

La deuxième génération a été introduite dans les années 90 avec l’apparition du GSM.
Fondée sur des transmissions numériques sécurisées par cryptage, elle a également standar-
disé le roaming international. Cette technologie permettait l’envoi de SMS et s’appuyait sur
une connexion orientée circuit pour passer des appels, similaire à celle utilisée en téléphonie
fixe. Cette méthode créait un canal dédié entre l’émetteur et le destinataire pour la durée
de l’appel, garantissant l’ordre et l’intégrité de la communication, malgré l’inconvénient de
monopoliser un canal même lors des silences [4].

1.2.4.3 La troisième génération (3G)

La troisième génération (3G) a été développée principalement pour supporter les ap-
plications vidéo sur les appareils mobiles et pour améliorer la qualité de service (QoS)
des contenus multimédias. Elle visait à permettre aux utilisateurs de profiter de services
tels que le visionnage de vidéos sur YouTube et les appels vidéo. En plus de fournir une
augmentation significative de la vitesse de connexion, un défi majeur de cette transition
était de passer d’un système de téléphonie traditionnel, basé sur des circuits, à un système
de transmission de données en mode paquets [4].

1.2.4.4 La quatrième génération (4G)

La 4G ou Long Term Evolution (LTE) a marqué une évolution significative dans le
domaine des télécommunications sans fil, étant principalement conçue pour répondre à la
demande croissante de services de données à haute vitesse et de qualité supérieure pour
les applications multimédia. Introduite dans les années 2010, la 4G utilise des technologies
entièrement basées sur le protocole IP (Internet Protocol), permettant non seulement des
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vitesses de transmission de données considérablement accrues par rapport à la 3G, mais
aussi une meilleure efficacité du spectre et une connectivité améliorée.

La figure 1.3 ci-dessous représente l’architecture du réseau 4G [5] :

Figure 1.3 – Architecture du réseau 4G

Le réseau LTE comprend les équipements suivants [6] :

— UE (User Equipement) : le dispositif mobile tel que le smartphone ou la tablette
utilisé par l’abonné pour se connecter au réseau LTE et accéder aux services de
communication sans fil.

— eNodeB (evolved Node B) : est une station de base dans les réseaux LTE. Il gère
les fonctions de liaison radio et de communication avec les équipements utilisateur
(UE), assurant ainsi la connectivité sans fil pour les appareils mobiles.

— MME (Mobility Management Entity) : Le MME agit comme le cerveau du réseau
LTE. Il est responsable de la gestion des procédures de signalisation liées à la mobilité
des utilisateurs, à l’authentification, à la sélection du réseau et à la sécurité. Le
MME gère les sessions, l’authentification des utilisateurs, le choix du S-GW pour un
utilisateur donné, et assure la gestion des clés de sécurité.

— HSS (Home Subscriber Server) : Le HSS est une base de données centrale qui
contient les informations d’abonnement des utilisateurs. Il supporte l’authentifica-
tion et l’autorisation des utilisateurs, et stocke des informations telles que les profils
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d’utilisateur, les détails de l’authentification, et les services auxquels l’utilisateur a
accès. Le HSS est crucial pour la gestion de l’identité et des sessions des utilisateurs.

— S-GW (Serving Gateway) : Le S-GW agit comme un nœud de routage et de
commutation pour les données utilisateurs. Il sert de passerelle entre le réseau radio
et le réseau cœur. Le S-GW maintient également les données de session des utilisateurs
en cas de mobilité entre les eNodeBs.

— P-GW (PDN Gateway) : Le P-GW fournit la connectivité avec le réseau externe
(PDN - Packet Data Network), typiquement Internet ou des réseaux privés. Il effectue
l’allocation d’adresses IP pour les terminaux, le filtrage des paquets pour chaque
utilisateur, et l’application de politiques de facturation et QoS. Le P-GW est le point
d’entrée pour le trafic entrant et sortant du réseau LTE.

Fonctionnement d’un réseau 4G
Dans un réseau 4G lorsqu’un utilisateur active son appareil, le processus de connexion

débute par la recherche de signaux radio émis par les stations de base les plus proches, les
eNodeB. Une fois le signal capté, l’appareil envoie une demande de connexion à l’eNodeB,
qui la retransmet au MME. Le MME joue un rôle crucial dans la gestion de la mobilité et
de la sécurité, il initie le processus d’authentification en interrogeant le HSS, qui contient
toutes les informations d’abonnement et de profil de l’utilisateur. Une fois l’authentifica-
tion réussie, le MME communique avec le SGW pour établir un tunnel pour le trafic de
données. Le SGW sert de point de passage pour les données entre l’appareil et le réseau,
agissant également comme un point d’ancrage de mobilité lorsque l’utilisateur se déplace
entre différentes zones couvertes par les eNodeB. Pour accéder à des services Internet, les
données passent ensuite par le PGW, qui attribue une adresse IP publique à l’appareil et
assure la liaison entre le réseau de l’opérateur mobile et l’Internet. Ce chemin de données,
de l’appareil à l’eNodeB, puis à travers le MME, le SGW, et enfin le PGW, permet à
l’utilisateur de naviguer sur Internet, d’envoyer des emails, de streamer du contenu vidéo,
ou d’utiliser des applications en ligne, avec les données voyageant à travers le réseau 4G
de manière sécurisée et efficace.

1.2.5 La congestion
La congestion dans les réseaux se réfère à une situation où la demande de ressources

réseau dépasse la capacité disponible, entraînant une dégradation des performances. Cela
se produit lorsque trop d’utilisateurs ou de dispositifs tentent de transmettre des données
en même temps, ce qui peut mener à une saturation des liens de communication. Bien que
la congestion du réseau soit généralement temporaire, elle peut entraîner des problèmes de
réseau gênants affectant la performance, tels que des niveaux élevés de gigue, des pertes
de paquets, une latence accrue, ainsi qu’une diminution du débit [7].
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1.2.5.1 Facteurs contribuant à la congestion des réseaux

Il est essentiel de comprendre les causes de la congestion réseau afin de pouvoir prendre
des mesures pour y remédier. Voici quelques-unes des raisons les plus courantes de la
congestion réseau.

— Bande passante limitée : La bande passante fait référence à la quantité maximale
de données pouvant être transmises à travers le réseau pendant une période donnée. Si
cette bande passante est insuffisante pour accommoder tout le trafic simultanément,
des problèmes surviennent, entraînant une congestion du réseau.

— Mauvaise planification du réseau : Un déploiement inadéquat des infrastruc-
tures réseau peut entraîner des goulets d’étranglement et des zones mal desservies,
provoquant ainsi des congestions localisées.

— Interférences radio : Les signaux peuvent être perturbés par des interférences
radio causées par divers facteurs, comme des dispositifs électroniques ou des condi-
tions météorologiques, ce qui peut provoquer des ralentissements et des coupures de
connexion.

— Mauvaise gestion du trafic : Une mauvaise gestion du trafic, notamment des po-
litiques de qualité de service inappropriées, peut conduire à une utilisation inefficace
des ressources réseau et aggraver la congestion. Cela se produit lorsque les priorités
de traitement du trafic ne sont pas correctement définies, ce qui peut entraîner une
allocation inéquitable de la bande passante et une utilisation inefficace des capacités
du réseau.

— Défauts d’équipement ou de logiciel : Des pannes matérielles ou des bugs logiciels
peuvent provoquer des dysfonctionnements du réseau, entraînant des ralentissements
et des interruptions de service.

1.3 Indicateur Clé de Performance (KPI)

En des termes simples, un KPI est une mesure quantitative utilisée de manière stra-
tégique pour évaluer les performances et les succès d’un projet, d’une entreprise ou d’un
effort spécifique. Ces indicateurs sont soigneusement sélectionnés pour correspondre aux
objectifs globaux et offrir un aperçu de l’efficacité et de l’efficience des différents aspects
opérationnels. En surveillant activement les KPI, les organisations peuvent recueillir des
informations approfondies sur les tendances de performance, identifier les secteurs nécessi-
tant des améliorations, et prendre des décisions éclairées pour avancer [8].
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1.3.1 Les KPI dans les réseaux mobiles
Dans le secteur des télécommunications mobiles, les KPI jouent un rôle essentiel pour

garantir une expérience utilisateur de qualité. Ils permettent de suivre la performance du
réseau en temps réel, d’optimiser les ressources, et d’identifier rapidement les défaillances
potentielles. Trois aspects fondamentaux à surveiller sont la mobilité, l’intégrité et la dis-
ponibilité du réseau.

1.3.1.1 Mobilité

La mobilité est un aspect clé des réseaux mobiles, car elle garantit une connectivité
fluide lorsque l’utilisateur se déplace entre différentes cellules ou zones de couverture. Les
principaux KPI associés à la mobilité sont :
Taux de transfert intercellulaire réussi (Handover Success Rate) : Ce KPI mesure
la capacité du réseau à transférer un appel ou une session de données d’une cellule à une
autre sans interruption. Un taux de succès élevé garantit une expérience continue lors de
la mobilité.
Taux de chute des appels (Call Drop Rate - CDR) : Ce KPI évalue le pourcentage
d’appels interrompus involontairement, souvent causés par une transition ratée entre les
cellules. Une gestion efficace du handover permet de minimiser ce taux.
Temps d’établissement de connexion (Connection Setup Time) : Il s’agit du temps
nécessaire pour établir une connexion lors de la demande d’un utilisateur. Des connexions
rapides et stables sont essentielles pour les utilisateurs en déplacement.

1.3.1.2 Intégrité

L’intégrité concerne la qualité et la fiabilité des transmissions de données et de voix sur
le réseau. Les KPI d’intégrité garantissent que les utilisateurs bénéficient d’une expérience
de qualité, sans interruption ni dégradation perceptible.
Débit de données (Throughput) : Il mesure la quantité de données pouvant être trans-
mises par unité de temps. Un débit élevé est essentiel pour offrir des services tels que le
streaming et les appels vidéo.
Latence : Ce KPI mesure le temps écoulé entre l’envoi d’une requête et la réception de
la réponse. Une faible latence est critique pour les applications en temps réel, comme les
jeux en ligne et la vidéoconférence.
Taux de perte de paquets (Packet Loss) : Cet indicateur mesure la proportion de
paquets de données perdus pendant la transmission. Des pertes minimales sont nécessaires
pour maintenir une transmission fluide, surtout pour les appels VoIP.
Jitter (Gigue) : Ce KPI évalue les variations dans la latence. Une faible gigue est néces-
saire pour garantir la stabilité des flux audio et vidéo en temps réel.
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1.3.1.3 Disponibilité

La disponibilité évalue la capacité du réseau à rester opérationnel et accessible aux
utilisateurs. Elle est essentielle pour garantir une expérience utilisateur fiable et réduire les
interruptions de service.
Taux de disponibilité du réseau : Ce KPI mesure le pourcentage de temps pendant
lequel le réseau est accessible et fonctionnel. Un taux de disponibilité proche de 100 % est
nécessaire pour assurer une expérience optimale.
Temps moyen de rétablissement (Mean Time to Repair - MTTR) : Cet indicateur
évalue le temps nécessaire pour rétablir un service après une panne. Un MTTR faible réduit
l’impact des interruptions sur les utilisateurs.
Taux d’utilisation du réseau (Network Utilization Rate) : Il mesure le pourcentage
de la capacité totale du réseau utilisé à un moment donné. Un taux d’utilisation optimisé
permet de prévenir les surcharges et les congestions, garantissant ainsi la disponibilité des
services.

1.3.2 Importance de la surveillance continue des KPI
Une surveillance continue de ces KPI permet aux opérateurs de :

— Améliorer l’expérience utilisateur en garantissant une mobilité fluide, une intégrité
élevée et une disponibilité constante.

— Identifier et résoudre les problèmes proactivement. Une dégradation de l’intégrité ou
une chute de la disponibilité peut être corrigée rapidement grâce à la surveillance en
temps réel.

— Optimiser les ressources réseau en analysant les tendances des KPI. Les opérateurs
peuvent ajuster la capacité et l’allocation des ressources pour répondre à la demande
croissante.

— Planifier l’expansion du réseau. Les tendances de mobilité et d’utilisation permettent
d’identifier les zones nécessitant des améliorations, comme l’ajout de nouvelles an-
tennes ou l’extension de la couverture.

1.4 Séries temporelles

Une série temporelle (ou encore une série chronologique) est un ensemble d’observa-
tions faites séquentiellement dans le temps. La principale caractéristique des séries chrono-
logiques est la dépendance temporelle, c’est-à-dire la relation entre les observations dans
le temps. Cette dépendance est un aspect important dans l’analyse des séries temporelles,
et son interprétation est cruciale [9].
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Mathématiquement, une série temporelle peut être représentée comme suit :

X(t) = {X1, X2, . . . , Xn} (1.1)

où X(t) désigne la séquence des valeurs de la série temporelle à différents moments
dans le temps t, et X1, X2, . . . , Xn représentent les valeurs numériques correspondantes de
la série à chaque instant t. La notation {} indique que les valeurs sont ordonnées selon
le temps. Ainsi, la séquence X(t) peut être considérée comme une fonction qui associe à
chaque instant t une valeur spécifique de la série temporelle.

1.4.1 Composantes d’une série temporelle
Une série temporelle est le résultat de différentes composantes qui servent à comprendre

les différentes sources de variation présentes dans les données temporelles. Dans ce qui suit
nous présenterons les principales composantes fondamentales.

1.4.1.1 Tendance

Lorsque les valeurs d’une série temporelle diminuent ou augmentent dans un intervalle
à long terme, on peut dire que la série temporelle présente une tendance. La tendance d’une
série temporelle peut être linéaire ou non linéaire, positive ou négative, et peut prendre
différentes directions au fil du temps [10]. La figure 1.4 montre un graphique de l’évolution
du trafic aérien mondial qui est une série temporelle avec une tendance positive.
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Figure 1.4 – Exemple de série temporelle montrant l’évolution du trafic aérien mondial

1.4.1.2 Saisonnalité

La saisonnalité se manifeste par la récurrence périodique d’un cycle sur toute la durée de
la série temporelle. Ainsi, une série temporelle est considérée comme saisonnière lorsqu’elle
est influencée par des facteurs saisonniers, qu’il s’agisse de l’année ou d’une autre période
spécifique [11]. Un exemple de ce paramètre est montré dans la figure 1.5, qui représente
le marché immobilier, à savoir qu’il n’est pas actif au début de l’année, mais il augmente
au milieu de l’année et revient à diminuer à sa fin.

Figure 1.5 – Exemple de la saisonnalité du marché de l’immobilier
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1.4.1.3 Cycle

Dans les séries chronologiques, le terme « cycle » fait référence à un modèle d’oscilla-
tions répétées dans le temps. Les changements saisonniers, les cycles économiques et les
catastrophes naturelles peuvent générer ces schémas. Par exemple, les données de tem-
pérature et les valeurs boursières, qui fluctuent tout au long de l’année, sont des séries
temporelles avec des cycles [12].

Les modèles saisonniers et cycliques dans les données de séries temporelles impliquent
tous les deux des modèles périodiques récurrents, mais ils diffèrent de manière significative :

— Les modèles saisonniers se manifestent à des périodes particulières de l’année et
sont impactés par des éléments comme les conditions météorologiques, les vacances
et les calendriers scolaires. Par exemple, les ventes au détail peuvent connaître un
pic pendant la période de Noël, et ces modèles sont généralement prévisibles et se
répètent chaque année [12].

— Les modèles cycliques, quant à eux, ont une durée plus longue et n’adhèrent pas à des
cycles annuels fixes. Ils peuvent être déterminés par divers facteurs, notamment des
cycles économiques et commerciaux, ainsi que des événements naturels. Par exemple,
le taux de chômage peut présenter des fluctuations cycliques sur plusieurs années
[13].

Il est crucial, lors de l’analyse des séries chronologiques, de différencier les modèles sai-
sonniers des modèles cycliques. Cette distinction est primordiale car elle a des répercussions
spécifiques sur les processus de prédiction et de modélisation.

1.4.1.4 Résidu (aléa, bruit)

Correspondent aux fluctuations qui apparaissent de manière irrégulière et généralement
sur de courtes périodes. En pratique, toutes les composantes des séries temporelles qui
ne peuvent être attribuées à l’influence des fluctuations cycliques ou des variations ou
tendances saisonnières sont classées comme irrégulières.

1.4.2 Types des séries temporelles
Les séries temporelles sont classifiées selon le nombre de variables et les dépendances

entre elles en deux classes :
— Séries temporelles univariées : Une série temporelle univariée est une séquence

de mesures d’une seule variable collectée au fil du temps [14].
— Séries temporelles multivariées : Une série temporelle multivariée comporte plu-

sieurs variables dépendantes du temps. Chaque variable dépend non seulement de ses
valeurs précédentes, mais aussi d’autres variables [15].
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1.4.3 Stationnarité des séries temporelles
On dit qu’une série chronologique est stationnaire si ses caractéristiques statistiques,

telles que sa moyenne et sa variance, restent constantes dans le temps. En d’autres termes,
une série chronologique stationnaire est une série dans laquelle les modèles et les fluctua-
tions des données ne changent pas au fil du temps. Une série chronologique faiblement
stationnaire est parfois appelée série chronologique stationnaire. La stationnarité stricte
est un type plus important de stationnarité qui exige que la distribution conjointe de toute
collection d’observations reste constante dans le temps [10].

1.4.4 Modèles classiques des séries temporelles
Les modèles classiques des séries temporelles, tels que AR, MA, ARMA et ARIMA, sont

largement utilisés pour analyser et prédire des phénomènes évoluant dans le temps. Chacun
de ces modèles offre une approche spécifique pour capturer les relations temporelles dans
les données, en tenant compte de la dépendance des valeurs passées, des erreurs résiduelles,
ou de la stationnarité.

1.4.4.1 Modèle autorégressif (AR)

Un "modèle autorégressif (AR)" est utilisé pour prédire le comportement futur d’une
variable en utilisant une combinaison linéaire des valeurs historiques de la variable. Le
terme "autorégression" indique que la variable est régressée contre elle-même. On peut le
voir comme une fonction des valeurs antérieures. Le modèle AR(p) représente le modèle
autorégressif qui est influencé par "p" de ses valeurs précédentes [16].

yt = f(yt−1, yt−2, yt−3, . . . , ϵt) (1.2)

Dans le paradigme AR(p), p est le paramètre dont les valeurs peuvent varier comme
suit :

yt =
p∑

i=1
ai · yt−i + c + ϵt (1.3)

Où ϵt est le terme d’erreur à l’instant t, ai est le coefficient associé à la valeur précédente
yt−i, et c est une constante.

Dans le modèle AR(p), p est le paramètre dont les valeurs peuvent changer comme suit
[16] [17] :

— Lorsque p = 0, le modèle AR(0) devient yt = c.

— Lorsque p = 1, le modèle AR(1) devient yt = c + a1yt−1.
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Généralement, les modèles autorégressifs sont contraints à des données stationnaires.
Cependant, lorsque p ≥ 3, les contraintes deviennent significativement plus complexes, ce
qui pose des défis. Il est donc nécessaire de déterminer la valeur optimale de p pour les
prévisions [17].

1.4.4.2 Modèle de la moyenne mobile (MA)

Au lieu d’utiliser les valeurs antérieures d’une variable pour les prévisions, comme le fait
le modèle AR(p), le "modèle de moyenne mobile (MA)" utilise les termes d’erreur antérieurs
pour les prévisions [18]. Le modèle MA peut être considéré comme une fonction des termes
d’erreur comme suit :

yt = f(ϵt, ϵt−1, ϵt−2, . . . , ϵt−q) (1.4)

Lorsqu’une série est régressée contre ses valeurs passées, on obtient un terme d’erreur,
comme suit [18] :

yt = a1 · ϵt−1 + µ + ϵ1 (1.5)

Où yt est la valeur de la série temporelle à l’instant t que l’on souhaite prédire, µ est
une constante, a1 est le paramètre du modèle qui détermine l’influence des termes d’erreur
antérieurs sur la valeur actuelle de la série, et ϵ1 représente l’erreur [18].

Lorsque nous régressons la série avec différentes valeurs, nous obtenons d’autres termes
d’erreur tels que ϵ2, ϵ3, et ainsi de suite. Dans ce modèle, par conséquent, nous utilisons
les termes d’erreur plutôt que les valeurs historiques [17]. Par conséquent, le "modèle de
moyenne mobile" peut être présenté comme suit [18] :

yt =
p∑

i=1
ai · ϵt−i + µ + ϵt (1.6)

Où yt est la valeur de la série temporelle à l’instant t que l’on souhaite prédire, µ

représente la "moyenne de la série", ai sont les paramètres du modèle qui déterminent
l’influence des termes d’erreur antérieurs sur la valeur actuelle de la série, et ϵt désigne
l’erreur. On suppose que les termes d’erreur ϵt sont des processus de bruit blanc, c’est-à-
dire ceux ayant une "moyenne nulle" et une "variance constante" σ2 [16].

Le modèle de moyenne mobile (MA) est plus difficile à ajuster à une série temporelle
que le modèle autorégressif (AR), car les termes d’erreur aléatoires ne sont pas prévisibles
[16].

1.4.4.3 Modèle de moyenne mobile autorégressive (ARMA)

Les modèles "Autoregressive" (AR) ainsi que les modèles "Moving Average" (MA) sont
utilisés conjointement pour obtenir une nouvelle unité de modèles de séries temporelles

27



CHAPITRE 1. NOTIONS FONDAMENTALES

appelés "modèles ARMA" (c’est-à-dire AR + MA = modèle ARMA) [16]. La notation
générale pour le "modèle ARMA" est la suivante :

yt =
p∑

i=1
ai · yt−i + c + ϵt +

q∑
i=1

ai · ϵt−i (1.7)

Où yt est la valeur de la série temporelle à l’instant t que l’on souhaite prédire, ϵt est
le terme d’erreur à l’instant t, ai est le coefficient de la valeur précédente yt−i, et c est une
constante. p est l’ordre de la composante autorégressive (AR) du modèle, et q est l’ordre
de la composante moyenne mobile (MA) du modèle.

1.4.4.4 Moyenne Mobile AutoRégressive Intégrée (Modèle ARIMA)

Le modèle ARMA peut être utilisé avec succès sur des données de séries temporelles
stationnaires. Cependant, la grande majorité des données de séries temporelles que nous
observons dans le monde réel ont un comportement non stationnaire [18]. Ce problème
est résolu par le modèle ARIMA, qui transforme les données non stationnaires en données
stationnaires grâce à la méthode de différenciation. Cela consiste à remplacer les valeurs
des données de séries temporelles par les différences entre ces valeurs et leurs valeurs pré-
cédentes aux pas de temps antérieurs [17].

L’équation ARIMA est une équation linéaire dans laquelle les prédicteurs sont composés
de retards de la variable dépendante et/ou de retards des facteurs d’erreur. L’équation peut
être écrite comme suit :

La valeur prédite de Y est une constante et/ou une somme pondérée d’une ou plusieurs
valeurs récentes de Y et/ou une somme pondérée d’une ou plusieurs valeurs récentes des
erreurs.

La formule commune d’un modèle "ARIMA" pour yt est donnée comme suit [17] :

yt =
p∑

i=1
ai · yt−i + c + ϵt +

q∑
i=1

ai · ϵt−i (2.7) (1.8)

Où yt est une "série temporelle différenciée" qui peut avoir été différenciée une fois ou
plusieurs fois.

1.5 Détection et prédiction de congestions

1.5.1 La détection de congestions
La détection de congestions implique l’identification de leurs symptômes. Dans un

contexte réseau, ces symptômes incluent les pertes de paquets d’information, un délai
de transmission plus lent et donc une vitesse de fonctionnement du réseau plus faible. Pour
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détecter ces congestions, on surveille des indicateurs clés de performance (KPIs) qui quanti-
fient ces symptômes spécifiques [19]. Plusieurs techniques sont employées pour analyser ces
KPIs, notamment des méthodes statistiques pour l’analyse de tendances, des techniques
d’apprentissage automatique pour la reconnaissance de motifs, et des systèmes d’alerte
basés sur des seuils prédéfinis.

1.5.2 La prédiction de congestions
Les congestions, détectables par l’analyse de l’évolution du trafic réseau au fil du temps,

peuvent souvent être anticipées en prédisant ce dernier. Comme le suggère son nom, la
prédiction de trafic consiste à estimer la quantité de données qui circuleront dans le réseau à
un moment futur t+1, en se basant sur l’analyse de l’historique du trafic entre les instants 0
et t. Les techniques les plus couramment employées pour aborder ce type de problématiques
sont les méthodes de prédiction des séries temporelles, fréquemment utilisées dans le secteur
économique, où elles reposent largement sur des approches statistiques [20], parmi les
méthodes les plus reconnues figurent les modèles autorégressifs (AR) ainsi que leurs dérivés
tels qu’ARMA, ARIMA, et SARIMA. Ensuite, des modèles d’apprentissage automatique
et d’apprentissage profond ont émergé, offrant une précision prédictive accrue grâce à des
architectures de réseaux de neurones artificiels telles que le Perceptron Multicouches (MLP)
ou le réseau de neurones récurrents (RNN).

1.6 Machine Learning

1.6.1 Définition
Le Machine Learning ou apprentissage automatique est un domaine de l’intelligence

artificielle (IA) qui repose sur des approches mathématiques et statistiques pour permettre
aux machines d’apprendre à partir de données manière autonome. Comme l’a souligné
Arthur Samuel, l’un des pionniers de l’apprentissage automatique, dans sa définition de
1959, c’est "le domaine d’étude qui donne aux ordinateurs la capacité d’apprendre sans
être explicitement programmés" [21].

1.6.2 Types d’apprentissage automatique
Il existe aujourd’hui une grande variété d’algorithmes d’apprentissage automatique,

souvent regroupés en trois grandes catégories qui sont détaillées ci-dessous :
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1.6.2.1 Apprentissage supervisé

Dans l’apprentissage supervisé, un algorithme est entraîné sur des données étiquetées,
ce qui implique que les données d’entrée sont associées à une sortie correspondante ou à
une variable cible. Cette approche permet au système de prédire avec précision la valeur
de la variable cible. Les données fournies sont utilisées pour apprendre à l’algorithme à
effectuer des prédictions sur la variable à produire [22]. L’apprentissage supervisé peut être
divisé en deux types de problèmes :

— Classification : assigne des étiquettes prédéfinies à des données.
— Régression : prédit des valeurs numériques basées sur des données d’entrée.

Figure 1.6 – Les deux Types d’apprentissage supervisé

La régression linéaire, la régression logistique, les arbres de décision, les forêts aléatoires
et les machines à vecteurs de support sont autant d’exemples de techniques d’apprentissage
supervisé.

1.6.2.2 Apprentissage non supervisé

Dans le cadre du machine learning non supervisé, l’algorithme détermine lui-même la
structure de l’entrée (aucune étiquette n’est appliquée à l’algorithme). Cette approche peut
être un but en soi (qui permet de découvrir des structures enfouies dans les données) ou un
moyen d’atteindre un certain but. Cette approche est également appelée « apprentissage
des caractéristiques» (feature learning) [23].

Il existe deux types de machine learning non supervisé :
— Clustering : l’objectif consiste à trouver des regroupements dans les données.
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— Association : L’objectif est d’identifier des règles qui révèlent des relations signifi-
catives entre différents éléments au sein de vastes ensembles de données.

Figure 1.7 – Le clustering et les règles d’association

Les principaux algorithmes du machine learning non supervisé sont les suivants : K-
Means, clustering/regroupement hiérarchique et réduction de la dimensionnalité .

1.6.2.3 Apprentissage par renforcement

L’apprentissage par renforcement ou Reinforcement Learning (RL) est une technique
de machine learning qui diffère des autres méthodes citées précédemment. Dans le cadre du
RL, un agent interagit avec son environnement en entreprenant des actions et en recevant
un retour d’informations sous forme de récompenses ou de pénalités. L’objectif est de dé-
velopper une stratégie qui maximisera la somme des récompenses futures, souvent appelée
récompense cumulée [24].
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Figure 1.8 – Processus d’apprentissage par renforcement

Les principaux algorithmes d’apprentissage par renforcement sont les suivants : Q-
learning, Deep Q Network (DQN) et SARSA (State-Action-Reward-State-Action).

1.7 Deep Learning

Figure 1.9 – Relation entre le Machine Learning et le Deep Learning

L’apprentissage profond, qui est une sous-catégorie de l’apprentissage automatique, se
caractérise par sa capacité à extraire automatiquement des caractéristiques pertinentes à
partir des données, sans nécessiter une expertise humaine approfondie en ingénierie des
caractéristiques. Les modèles d’apprentissage profond sont capables d’apprendre de ma-
nière autonome des représentations hiérarchiques des données, leur permettant ainsi de
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résoudre des problèmes complexes. Ce processus constitue l’un des principaux avantages
de l’apprentissage profond. De plus, ces modèles peuvent traiter d’immenses volumes de
données non structurées, telles que des images, des enregistrements sonores et des textes
[22].

1.8 Conclusion
Dans ce chapitre, nous avons examiné les principes fondamentaux des réseaux mobiles,

en mettant un accent particulier sur la congestion qui peut les affecter. Nous avons éga-
lement présenté le concept des Indicateurs Clés de Performance (KPI), qui sont essentiels
pour mesurer l’efficacité et les performances dans divers domaines, y compris les réseaux
mobiles. Nous avons ensuite abordé les séries temporelles, cruciales pour la prédiction des
congestions dans les réseaux. Enfin, nous avons défini les concepts généraux du machine
learning et du deep learning qui jouent un rôle crucial dans la résolution des défis liés à la
prédiction des séries temporelles. Le chapitre suivant sera consacré à une revue des travaux
de littérature sur la prédiction de congestions.
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Chapitre 2

Etat de l’art

2.1 Introduction
Dans l’univers des réseaux de télécommunications, la congestion représente un défi

majeur qui impacte directement la qualité du service et l’expérience utilisateur. À l’ère
du numérique, où la demande de données est en croissance exponentielle, alimentée par
l’essor des applications mobiles, des services de streaming et de l’internet des objets, les
opérateurs de réseaux sont confrontés à la nécessité impérieuse d’optimiser la gestion du
trafic pour anticiper et résoudre les problèmes de congestion. L’intelligence artificielle (IA)
et l’apprentissage automatique émergent comme des alliés puissants dans cette quête.

Dans ce chapitre, nous présentons les principaux travaux connexes dans le domaine de
la prédiction du trafic réseau et des congestions, avant d’élaborer un tableau comparatif
pour analyser les différents travaux abordés.

2.2 Travaux connexes

Torres et al. [23], Dans cette étude, les auteurs se concentrent sur la prédiction du
trafic cellulaire à court terme pour anticiper les congestions futures des cellules dans les
réseaux LTE. L’approche proposée s’appuie sur un modèle composé d’une couche LSTM
(Long Short- Term Memory) suivie d’une couche de mise en commun moyenne et d’une
couche de régression logistique. Cette architecture permet de générer une séquence de re-
présentations à partir des données d’entrée, laquelle est ensuite moyennée et transmise à
la couche de régression pour prédire la classe associée à la séquence.
L’étude a utilisé des données collectées sur une période de quatre semaines, avec 75% des
données destinées à l’entraînement du modèle et le reste réservé aux tests. Les perfor-
mances du modèle de Deep Learning ont été comparées à celles des modèles ARIMAX et
de persistance naïve. Les résultats montrent que le modèle basé sur l’apprentissage profond
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a surpassé les approches statistiques traditionnelles en termes de précision prédictive, avec
un MSE (Mean Squared Error) significativement plus faible.
Dans une phase ultérieure, les chercheurs ont identifié les périodes de congestion dans le
trafic prédit, définissant la congestion comme une chute de plus de 50% du débit moyen
de la cellule durant les heures de pointe. Ce travail montre que l’approche basée sur les
réseaux de neurones profonds est prometteuse pour la gestion proactive des ressources ré-
seau, permettant d’anticiper les congestions et d’agir en conséquence pour améliorer la
qualité de service.

Markus et al. [24], ont utilisé un réseau de neurones à propagation avant à plusieurs
couches (Multi-Layer Feed forward Neural Network) pour prédire la congestion du trafic
téléphonique. Les données utilisées sont des données historiques du trafic issues d’enregis-
trements effectués par le commutateur réseau sur la route Kaduna-Abuja à des intervalles
de 15 min. Le modèle comprend trois étapes : prétraitement, prédiction et post-traitement
des données. Les données, collectées aléatoirement sur une période de sept mois, sont
d’abord prétraitées avant d’être introduites dans un réseau neuronal à propagation avant
pour la prédiction. Les valeurs prédites sont ensuite post-traitées pour comparaison avec les
valeurs réelles. L’étude a démontré la capacité du modèle à prédire la congestion du trafic
téléphonique avec un degré de précision élevé, comme le montre un coefficient de corrélation
de 87% en analyse de régression. Les auteurs ont également comparé cette approche aux
modèles de séries temporelles. Ces derniers fonctionnent bien pour des prévisions à court
terme mais sont moins performants sur le long terme. En conclusion, cette étude montre
que les réseaux de neurones feedforward à plusieurs couches, notamment le Multi-Layer
Perceptron (MLP), constituent un outil performant pour prédire et gérer la congestion du
trafic téléphonique.

Chmieliauskas et Gursnys [25], abordent la prédiction du trafic cellulaire LTE en
utilisant l’algorithme FbProphet, développé par Facebook. Les chercheurs démontrent que
FbProphet excelle particulièrement dans les cas où les données présentent des tendances
non linéaires et des motifs saisonniers significatifs, ce qui est typique des données de trafic
LTE. Les données utilisées pour entraîner le modèle et tester sa précision dans la prédic-
tion couvrent 180 jours, avec une granularité horaire des observations, en se concentrant
uniquement sur le trafic descendant en raison de sa prépondérance, Les résultats montrent
une corrélation entre les prédictions de FbProphet et les tendances réelles du trafic avec un
score de variance expliquée et un coefficient de détermination « R2 » de 0.9. Cependant, à
mesure que le temps avance, l’erreur augmente progressivement. En plus de la prédiction
du trafic, l’étude utilise l’efficacité spectrale des cellules pour évaluer la capacité à sup-
porter le trafic prédit sans entraîner de congestion. Les auteurs concluent que l’algorithme
FbProphet est un outil prometteur pour la prévision du trafic cellulaire, offrant aux opé-
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rateurs de télécommunications des insights précieux pour la gestion de la capacité réseau
et la prévention de la congestion.

Do et al. [26], Ont eu recours à des modèles de réseaux de neurones profonds, en par-
ticulier les LSTM et les Gated Recurrent Units (GRU), pour prédire le volume du trafic
de données avec une heure d’avance. Ces modèles ont été comparés à d’autres méthodes,
telles que le système d’inférence neuro-flou adaptatif (ANFIS), les réseaux de neurones
artificiels (ANN) et la méthode de traitement de données par groupe (GMDH). L’étude,
utilisant un ensemble de données fourni par Viettel Telecom couvrant une période d’un
an avec des mesures horaires, a démontré que les modèles LSTM et GRU surpassent les
autres méthodes sur plusieurs indicateurs de performance, notamment l’erreur quadratique
moyenne (RMSE), l’erreur absolue moyenne (MAE), l’erreur absolue moyenne en pourcen-
tage (MAPE), le coefficient de corrélation et la statistique U de Theil.
Les résultats obtenus montrent que le modèle LSTM a atteint une RMSE de 13971.4670,
une MAPE de 0.3745, une MAE de 10337.0889, un coefficient de corrélation de 0.8866, et
une statistique U de Theil de 0.1350. De même, le modèle GRU a obtenu des performances
comparables avec un RMSE de 13830.3706, un MAPE de 0.3839, un MAE de 10309.7391,
un coefficient de corrélation de 0.8863, et une statistique U de Theil de 0.1323. Ces résul-
tats surpassent ceux des autres modèles testés, comme le GMDH qui a montré un RMSE
de 1920553.0813, un MAPE de 1025.9252, un MAE de 6404251.2836, un coefficient de cor-
rélation RRR de 0.0271, et une statistique U de Theil de 0.9998.
Ces performances supérieures des modèles LSTM et GRU soulignent leur efficacité dans
la prédiction précise du volume du trafic de données, une capacité cruciale pour la gestion
optimale des ressources réseau. Ils offrent une approche robuste et fiable pour l’analyse
et la prédiction du trafic dans les réseaux de télécommunications, facilitant ainsi la prise
de décisions stratégiques pour l’allocation des ressources et la planification de la capacité
réseau. La supériorité des LSTM et GRU dans cette étude met en évidence leur potentiel
en tant qu’outils précieux pour les opérateurs de télécommunications dans la gestion de la
capacité du réseau et la minimisation des risques de congestion.

Jaffry [27], explore l’utilisation de réseaux de neurones récurrents, en particulier les
LSTM, pour prédire le trafic cellulaire futur. Cette étude compare la performance des
modèles LSTM avec les modèles traditionnels tels que le modèle Autorégressif Intégré à
Moyenne Mobile (ARIMA) et le réseau de neurones à propagation avant (FFNN). Les
données utilisées proviennent des enregistrements d’appels (CDR) de Telecom Italia, col-
lectées sur une période de 62 jours à Milan. Les résultats montrent que les modèles LSTM
surpassent les modèles FFNN et ARIMA en termes de précision prédictive, même avec un
ensemble de données d’entraînement réduit. En particulier, les LSTM démontrent une ca-
pacité d’apprentissage plus rapide par rapport aux FFNN, atteignant une convergence des
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erreurs de validation après seulement 2 époques d’entraînement, contre 10 pour les FFNN.
De plus, alors que les modèles FFNN ont montré une précision réduite avec un petit jeu de
données d’entraînement, les modèles LSTM ont maintenu une haute précision, indiquant
leur robustesse et leur efficacité dans des environnements de trafic cellulaire dynamiques.
L’auteur conclut que les modèles LSTM sont des outils prometteurs pour la prévision du
trafic cellulaire, offrant une solution rapide et précise pour aider les opérateurs de réseaux
à gérer de manière proactive les ressources et à prévenir la surcharge du réseau. Le travail
futur de l’auteur se concentrera sur l’intégration des LSTM dans les méthodes d’allocation
de ressources pour les réseaux 6G.

Wa Nkongolo [28], Dans cette étude l’objectif principal était de prédire la croissance
de l’utilisation des données par les abonnés. Les données utilisées dans cette étude com-
prennent 730 points de données provenant de la table des statistiques horaires du trafic
dans le système Insights Data Storage (IDS).
Pour ce faire, le modèle ARIMA a été utilisé, démontrant une capacité notable à prédire
avec précision les tendances de consommation des données. La performance supérieure de
l’ARIMA a été confirmée en comparant ses résultats à ceux obtenus par un réseau de
neurones convolutifs (CNN), où l’ARIMA a non seulement surpassé le CNN en termes
d’exactitude, mais s’est également révélé être considérablement plus rapide, traitant les
données 43 fois plus rapidement pour plus de 80 000 lignes. Outre les modèles ARIMA et
CNN, cette étude a aussi pris en considération les modèles BATS et TBATS pour évaluer
leurs efficacités prédictives le contexte de cet étude. Le modèle BATS a révélé une erreur
moyenne absolue en pourcentage de 20,04, tandis que TBATS a affiché une MAPE de
32,63. Ces résultats indiquent que le modèle BATS a démontré une précision supérieure
à celle de TBATS, suggérant une meilleure adéquation de BATS pour cette application
spécifique. Néanmoins, les deux modèles ont affiché une précision inférieure comparée à
celle du modèle ARIMA, qui a montré des performances encore meilleures sur l’ensemble
des ensembles de données examinés.

Nous résumerons dans le tableau suivant l’ensemble des travaux traitant la prédiction
de trafic réseau et de congestions présentés dans ce chapitre, où chaque ligne résume un
des articles cités auparavant.
Le tableau comporte (05) cinq colonnes, expliquées comme suit :

— Approche : Cette colonne cite les études référencées, en indiquant les auteurs et
l’année de publication.

— Algorithme : Ici sont listés les algorithmes ou les modèles de machine learning
utilisés dans chaque étude pour détecter la congestion ou prédire le trafic.

— Application : Cette colonne décrit l’objectif spécifique de chaque étude, elle indique
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l’usage pratique des algorithmes mentionnés.
— Données : Elle décrit les données utilisées pour entraîner et tester les modèles.
— Résultats et Conclusion : Cette colonne présente une synthèse des résultats clés

de chaque étude, accompagnée des conclusions tirées de ces dernières.

Table 2.1: Comparaison des approches de prédiction du
trafic réseau et des congestions

Approche Algorith-
mes

Application Données Résultats et
Conclusion

(Torres et
al. 2018)

LSTM +
régression
logistique

Prédiction du
trafic réseau
d’une cellule
d’un réseau mo-
bile, suivie par
l’identification
de congestions
en utilisant
la régression
logistique.

Données de dé-
bit descendant
collectées à par-
tir d’une cellule
d’un opérateur
de réseau mo-
bile, enregistrées
chaque heure
sur une période
d’un mois.

- Montre de meilleures
performances compa-
rées aux approches
traditionnelles (ARI-
MAX et Persistance
Naive)
- Peut prédire les
Congestions jusqu’à
30h à l’avance

(Markus,
Okereke,
et Agee
2011)

Multi-
Layer Feed
forward
Neural
Network

Prédiction de la
congestion du
trafic télépho-
nique.

Données histo-
riques du trafic
issues d’en-
registrements
effectués par le
commutateur ré-
seau sur la route
Kaduna-Abuja
à des intervalles
de 15 minutes,
collectées pen-
dant une période
de sept mois.

- Une corrélation de
87 % entre les volumes
de congestion prédits
et réels, démontrant
l’efficacité des réseaux
neuronaux, particuliè-
rement du MLP, dans
la prédiction du trafic.
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Approche Algorith-
mes

Application Données Résultats et
Conclusion

(Chmieliau
skas et
Gursnys
2019)

FbProphet Prédiction à
long terme du
débit des cellules
LTE pour iden-
tifier les zones
à fort trafic
nécessitant une
expansion de
capacité, en éva-
luant l’efficacité
spectrale.

Données de
trafic de 100
cellules, choisies
de manière aléa-
toire, ont été
collectées sur
une période de
180 jours, avec
une granularité
d’une heure.

- La précision des
prédictions de FbPro-
phet est validée avec
des scores R2 et de
variance expliquée de
0.9, indiquant une cor-
rélation forte avec les
tendances réelles.
- Détection de conges-
tions en évaluant les
ressources d’une cel-
lule réseau en utili-
sant les fréquences ra-
dio disponibles comme
mesure.
- La qualité des pré-
dictions diminue après
une semaine de prédic-
tion.

(Do et al.
2020)

- LSTM
- GRU

Prédiction du
volume du trafic
de données une
heure à l’avance.

Ensemble de
données d’ac-
tivité télécom
mesurée chaque
heure sur une
année fourni par
Viettel Telecom.

- Les modèles LSTM
et GRU surpassent
les méthodes ANFIS,
ANN et GMDH en
termes de RMSE,
MAE et coefficient de
corrélation.
- LSTM et GRU
se révèlent être des
outils robustes et
fiables pour la pré-
diction du trafic de
données, aidant à la
gestion optimale des
ressources réseau et
à la prévention de la
congestion
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Approche Algorith-
mes

Application Données Résultats et
Conclusion

(Jaffry,
2020)

- LSTM
- FFNN
- ARIMA

Prédiction du
trafic cellulaire
pour une ges-
tion proactive
des ressources
réseau afin
de prévenir la
congestion.

Enregistrements
d’appels (CDR)
collectés par
Telecom Italia
sur 62 jours à
Milan.

- Les résultats
montrent que les
modèles LSTM et
FFNN prédisent avec
une précision élevée,
mais LSTM se dis-
tingue par une vitesse
d’entraînement supé-
rieure, même avec un
nombre réduit de don-
nées d’entraînement.
- ARIMA, bien
qu’utile comme base
de comparaison, ne
capture pas aussi
bien les dynamiques
complexes du trafic
cellulaire.

(Wa Nkon-
golo 2023)

- ARIMA
- CNN

Prédiction de la
croissance de la
consommation
des utilisateurs
d’un opérateur
téléphonique
pour anticiper
les congestions.

730 points de
données prove-
nant de la table
des statistiques
horaires du
trafic dans le
système Insights
Data Storage
(IDS).

- ARIMA donne de
meilleures perfor-
mances que CNN.
- Les performances des
modèles de prédiction
ont largement influen-
cés par les données
utilisées. Dans cette
situation, le modèle
statistique ARIMA
a surpassé le CNN
malgré la simplicité
de son approche.

2.3 Analyse et discussion

L’examen des différentes méthodes de prédiction de trafic réseau et de congestions
souligne la complexité de la congestion réseau en tant que problème multifacette, nécessi-
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tant une compréhension nuancée pour être abordé efficacement. Nous avons également pu
conclure que les solutions de prédiction sont choisies en fonction des besoins spécifiques :
certaines visent à prévoir ces événements à long terme (plus d’une semaine), tandis que
d’autres se concentrent sur le court terme (quelques heures à deux jours à l’avance).

Les problèmes de prédiction ont d’abord été résolus par des algorithmes statistiques
tels qu’ARMA, bien connus pour leur efficacité dans la prédiction des séries temporelles.
Cependant, les algorithmes d’apprentissage automatique ont largement surpassé les perfor-
mances des méthodes statistiques, offrant une précision et une adaptabilité accrues dans
des contextes variés. Il est toutefois important de noter que, dans le cas de petits ensembles
de données, les approches statistiques peuvent parfois être plus efficaces que les méthodes
de deep learning, offrant des résultats plus robustes et pertinents.

2.4 Conclusion
Dans ce chapitre, nous avons dressé un état de l’art de la prédiction des congestions

dans les réseaux de télécommunications, en incluant à la fois le résumé des travaux clés
des chercheurs dans ce domaine et une analyse détaillée des différentes méthodes, jeux
de données et résultats de ces études. Cette approche nous a permis de développer une
compréhension éclairée de la contribution potentielle des diverses techniques à la résolution
de ce problème. Ainsi, cette section offre un aperçu complet et structuré des avancées dans
ce domaine, préparant ainsi le terrain pour notre contribution. Dans le chapitre suivant,
nous détaillerons notre approche en détail.
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Chapitre 3

Approche proposée

3.1 Introduction
Dans le chapitre précédent, nous avons établi un état de l’art sur la prédiction du trafic

dans les réseaux de télécommunications et sur l’identification future des congestions.
Dans ce chapitre, nous allons présenter en détail l’approche proposée pour résoudre

notre problème, dont l’objectif est de prédire les congestions futures. Nous commencerons
par une vue globale de la solution, puis nous expliquerons en détail chaque bloc qui la
compose.

3.2 Approche proposée
Notre projet consiste à prédire les congestions au sein des équipements d’antenne en

utilisant l’apprentissage automatique. Pour atteindre cet objectif, nous avons structuré
notre solution en plusieurs étapes, utilisant en entrée les données de trafic enregistrées par
les équipements réseau.

Les données de trafic passeront d’abord par un bloc dédié à la prédiction. Les résultats
de cette prédiction seront ensuite fournis à un second bloc, qui effectuera une tâche de
détection. Enfin, ces résultats seront transmis à un tableau de bord, chargé de les diffuser.
Les fonctions des deux blocs mentionnés sont les suivantes :
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— Le premier bloc sera chargé de prédire l’évolution des valeurs de trafic pour chaque
équipement réseau sur une ou plusieurs journées.

— Le second bloc sera responsable d’identifier les appareils susceptibles de subir des
congestions.

Figure 3.1 – Architecture globale de l’approche

Pour une meilleure compréhension de l’architecture présentée ci-dessus, nous allons
détailler les étapes qui constituent chacun des deux blocs. Commençons par examiner de
plus près le « Bloc de prédiction » :
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Figure 3.2 – Architecture globale du bloc de prédiction du pourcentage d’utilisation des
équipements
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La première étape de ce bloc consiste en l’extraction des données, c’est-à-dire la ré-
cupération des informations depuis les bases de données de Djezzy. Le résultat de cette
extraction est un fichier CSV qui sert d’entrée à l’étape suivante, la préparation des don-
nées. Cette étape vise à effectuer les traitements nécessaires sur les données avant leur
utilisation avec notre modèle d’apprentissage automatique. À l’issue de cette préparation,
un fichier de données prétraitées est créé.

Ce fichier sert ensuite d’entrée pour l’étape d’entraînement et de validation du modèle.
Ici, 80 % des données sont utilisées pour l’entraînement, tandis que les 20 % restants sont
réservés pour la validation. Le modèle d’apprentissage automatique, une fois construit, sera
capable de prédire les valeurs futures du trafic réseau pour tous les équipements.

En ce qui concerne le « Bloc d’identification des congestions », les étapes qui le com-
posent sont illustrées dans la figure suivante :

Figure 3.3 – Architecture globale d’identification des cas suspects de congestions

Comme illustré par la figure ci-dessus, Le bloc dit « identification des congestions pro-
bables » reçoit le trafic prédit par le modèle du « Bloc de prédiction ». Dans la première
étape de ce bloc, nous mettrons en œuvre une solution basée sur des règles métier pour
déterminer si, d’après le trafic prédit, un appareil risque d’être congestionné. La liste des
équipements identifiés sera sauvegardée dans un fichier Excel. Enfin, les résultats seront
visualisés sur le tableau de bord lors de la dernière étape, qui consiste à afficher les équi-
pements prévus comme étant congestionnés.
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3.3 Vue détaillée du bloc de prédiction

Suite à la présentation de l’architecture globale de notre système, nous allons désormis
explorer en détial le contenu du bloc de prédiction pour permettre une meilleure compré-
hension de notre approche.

3.3.1 Extraction des données
L’extraction des données est généralement la première étape dans l’élaboration d’un

système de science des données, et cela s’applique également à la prédiction des conges-
tions. Cette phase implique la collecte des données de trafic réseau disponibles sur diverses
plateformes et stockées dans une base de données, puis à les regrouper dans un fichier CSV
afin qu’elles soient exploitables pour les étapes suivantes. Dans mon cas, cette tâche a été
réalisée par mon promoteur, car l’accès aux différentes plateformes était restreint pour des
raisons de confidentialité et de sécurité.

3.3.2 Préparation des données
Une fois les données extraites, la phase cruciale de préparation commence. Cette étape

est essentielle pour transformer les données brutes en un format adéquat, permettant leur
utilisation efficace lors de l’entraînement du modèle. La qualité des résultats dépend lar-
gement de cette préparation minutieuse. Pour garantir que nos données soient prêtes à
l’emploi, nous avons suivi plusieurs sous-étapes de préparation, aboutissant à la création
d’un fichier contenant des données soigneusement préparées et prêtes à être intégrées dans
le processus d’apprentissage automatique.

Voici les principales tâches réalisées au cours de cette étape de préparation des données :

Suppression des doublons

Une autre étape essentielle dans la préparation des données pour l’apprentissage auto-
matique est la suppression des doublons. Ces derniers peuvent non seulement fausser les
prédictions des modèles de ML, mais aussi consommer inutilement de l’espace de stockage
et allonger les temps de traitement, notamment dans les grands ensembles de données.
L’identification des doublons peut se faire de différentes manières, qu’il s’agisse de comparer
des enregistrements pour trouver des correspondances exactes ou d’utiliser des techniques
plus avancées pour détecter des similarités approximatives. Une fois ces doublons repérés,
ils peuvent être supprimés ou fusionnés, en fonction des besoins spécifiques de l’analyse.
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Traitement des données manquantes

Les valeurs manquantes sont un défi fréquent en apprentissage automatique. Elles
peuvent être traitées par différentes méthodes : l’imputation, qui consiste à remplacer les
valeurs manquantes par des estimations ou des prédictions ; l’interpolation, où les valeurs
manquantes sont dérivées à partir des points de données adjacents ; ou encore la suppres-
sion, qui implique de retirer les lignes ou colonnes contenant des valeurs manquantes de
l’ensemble de données.

Transformation des données

La transformation des données vise à restructurer et à améliorer les données pour
qu’elles soient plus adaptées aux besoins spécifiques de l’analyse, qu’il s’agisse de réduire
la complexité, d’améliorer la qualité ou de préparer les données pour un modèle particulier.

3.3.3 Processus de prédiction
L’objectif de cette section est d’identifier, au moins une journée à l’avance, les équi-

pements susceptibles de connaître une congestion, en s’appuyant sur l’analyse du trafic
réseau. Pour ce faire, nous avons utilisé l’algorithme CatBoost pour prédire le trafic réseau
de chaque équipement sur une période de quatre jours.

3.3.3.1 Présentation du modèle CatBoost

CatBoost, développé par Yandex, a gagné en popularité ces dernières années grâce à ses
performances supérieures, sa capacité à gérer les variables catégorielles, et ses techniques
de régularisation robustes [32]. CatBoost est une méthode d’apprentissage d’ensemble qui
combine plusieurs arbres de décision pour créer un modèle prédictif puissant. L’algorithme
construit une série d’arbres de manière séquentielle, où chaque arbre suivant est entraîné
pour corriger les erreurs commises par les arbres précédents [33]. CatBoost utilise une
structure d’arbre symétrique, ce qui garantit que le modèle n’est pas sensible à l’ordre des
caractéristiques d’entrée, ce qui conduit à des prédictions plus stables et précises [34].

L’un des principaux avantages de CatBoost est sa prise en charge native des carac-
téristiques catégorielles. Contrairement à d’autres algorithmes de gradient boosting qui
nécessitent un prétraitement étendu des variables catégorielles, comme le one-hot encoding
ou le label encoding, CatBoost peut gérer directement les caractéristiques catégorielles. Il
utilise une technique appelée "ordered target statistics", qui calcule une statistique cible
pour chaque catégorie en se basant sur la valeur moyenne de l’étiquette des échantillons
d’entraînement au sein de cette catégorie [35]. Cette approche permet à CatBoost de cap-
turer efficacement les relations entre les caractéristiques catégorielles et la variable cible.
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CatBoost se distingue aussi par son mécanisme de boosting ordonné, qui est l’une de ses
principales innovations. Contrairement aux méthodes traditionnelles de gradient boosting,
qui peuvent être sujettes à des biais de prédiction en raison de l’utilisation des mêmes
données à la fois pour l’entraînement des modèles de base et pour l’ajustement des erreurs,
CatBoost introduit une permutation aléatoire du jeu de données à chaque itération. Lors de
l’entraînement, seules les données précédant chaque exemple dans cette permutation sont
utilisées. Cette méthode permet de limiter le surapprentissage et renforce la robustesse du
modèle [36].

Figure 3.4 – Schéma de fonctionnement du modèle CatBoost

Les arbres de décision boostés par le gradient apprennent de manière itérative en
construisant une collection de fonctions F 0, F 1, F 2, ..., F k, ..., F n accompagnée d’un taux
d’apprentissage spécifié (α). Considérons les valeurs de sortie {y1, y2, y3, ..., ym} correspon-
dant à un ensemble de variables prédictives {X1, X2, X3, ..., Xm}. La fonction de perte
J(yi, F k) peut être améliorée en trouvant une autre fonction F k+1 = F k + tk+1(X), telle
que tk+1 minimise la valeur anticipée de la fonction de perte. Ici, t provient de l’ensemble
des arbres de décision qui sont candidats à l’ajout à l’ensemble [36].

tk+1 = arg min J(y, Fk) (3.1)

En termes de F k+1 et F k l’expression peut être écrite comme suit :

J(y, F k+1) = J(y, F k + tk+1) (3.2)

3.3.3.2 Principaux hyperparamètres de CatBoost

CatBoost, comme beaucoup d’autres algorithmes d’apprentissage automatique, permet
à l’utilisateur de modifier de nombreux hyperparamètres pour optimiser la performance du
modèle selon des besoins spécifiques. Ces paramètres peuvent inclure :
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— iterations : Cet hyperparamètre détermine le nombre total d’arbres à construire
lors de l’entraînement du modèle. Chaque arbre est ajouté séquentiellement dans
un processus de boosting, où chaque nouvel arbre corrige les erreurs des prédictions
des arbres précédents. Un nombre d’itérations trop faible peut conduire à un sous-
ajustement, tandis qu’un nombre trop élevé peut entraîner un sur-ajustement, surtout
si le taux d’apprentissage est élevé [37].

— learning_rate : Le taux d’apprentissage contrôle la contribution de chaque arbre
ajouté au modèle final. Il réduit l’impact de chaque nouvel arbre, en ralentissant le
processus d’apprentissage pour obtenir une meilleure généralisation. Un taux d’ap-
prentissage plus bas nécessite plus d’itérations pour atteindre une bonne performance,
mais peut améliorer la stabilité et la capacité du modèle à généraliser. Un taux trop
élevé peut faire converger le modèle trop rapidement et risquer de manquer un mini-
mum global [37].

— depth : La profondeur détermine la complexité de chaque arbre en contrôlant le
nombre de niveaux qu’un arbre de décision peut avoir [37]. Plus la profondeur est
élevée, plus l’arbre est capable de capturer des relations complexes dans les données.
Une profondeur trop faible peut conduire à un sous-ajustement, où le modèle n’est pas
assez flexible pour capturer les patterns des données. Une profondeur trop élevée peut
conduire à un sur-ajustement, où le modèle s’adapte trop étroitement aux données
d’entraînement [38].

— l2_leaf_reg : Cet hyperparamètre est un terme de régularisation L2 appliqué aux
feuilles des arbres. La régularisation L2 pénalise les coefficients des arbres pour évi-
ter qu’ils ne deviennent trop grands, ce qui aide à prévenir le sur-apprentissage
[38]. Un coefficient de régularisation élevé peut rendre le modèle trop simple (sous-
ajustement), tandis qu’un coefficient trop bas peut conduire à un modèle trop com-
plexe (sur-ajustement). Cela permet de contrôler l’équilibre entre la variance et le
biais.

— loss_function : La fonction de perte détermine comment l’erreur du modèle est
mesurée par rapport aux cibles réelles. Elle guide le processus d’optimisation en in-
diquant comment ajuster les prédictions du modèle pour minimiser cette perte. Le
choix de la fonction de perte dépend de la nature du problème à résoudre (classifica-
tion, régression, etc.) et affecte directement la manière dont le modèle est optimisé
[38].

— boosting_type : Cet hyperparamètre permet de choisir le schéma de boosting, qui
peut être configuré en mode "plain" pour le schéma classique du gradient boosting,
ou en mode "ordered", offrant une meilleure qualité sur des ensembles de données
plus petits [39].
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3.4 Conclusion
Dans ce chapitre, nous avons commencé par présenter notre approche ainsi que la ma-

nière dont elle résout le problème de la prédiction de congestion dans les équipements
réseaux en utilisant CatBoost. Ensuite, nous avons examiné l’architecture globale de notre
pipeline et le rôle de chaque composant. Enfin, nous avons décrit l’algorithme CatBoost
que nous avons adopté dans notre approche, en mettant en avant les principaux hyperpa-
ramètres qui permettent d’optimiser les performances du modèle.

Dans le chapitre suivant, nous détaillerons tous les aspects liés à l’implémentation de
notre approche.
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Chapitre 4

Expérimentation et évaluation

4.1 Introduction
Ce chapitre est consacré à la phase d’expérimentation et d’évaluation des modèles

développés dans le cadre de notre projet de prédiction du trafic réseau et de détection
des congestions. Nous y décrivons les principales étapes suivies pour préparer les données,
développer les modèles de prédiction, et tester leur performance. Pour conclure ce chapitre,
nous présenterons un tableau de bord interactif permettant de visualiser les équipements
identifiés comme congestionnés.

4.2 Description du dataset

4.2.1 Description
Un dataset (ou ensemble de données en français) est une collection structurée de don-

nées utilisée pour des analyses statistiques, des recherches ou des applications d’appren-
tissage automatique. Il peut être constitué de données de différentes natures (numériques,
textuelles, images, etc.) et est généralement organisé sous forme de tableau, où chaque
ligne représente une observation et chaque colonne une variable ou caractéristique. Dans
l’apprentissage automatique, un dataset est utilisé pour entraîner un modèle qui apprend
à prédire des résultats en se basant sur des données d’entrée.

Le dataset utilisé dans ce projet contient l’historique du trafic réseau de 39 équipements
d’antennes de Djezzy, avec un total de 93 186 observations. Chaque enregistrement reflète le
pourcentage d’utilisation maximale d’un équipement dans les deux directions, "réception"
et "transmission" sur un intervalle de 15 minutes. Les données, collectées sur une période
de 20 jours, couvrent l’intervalle du 1er au 20 janvier 2024.

Ci-dessous une description des colonnes de ce jeu de données :
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— ResourceName : Nom d’un équipement d’antenne, une antenne peut être composée
d’un ou plusieurs équipements. Le nom d’un équipement donné commence par le nom
de l’antenne à laquelle il appartient, exemple : nomAntenne-nomEquipement.

— CollectionTime : La date et l’heure d’enregistrement de la ligne de trafic.
— PORT_RX_BW_UTILIZATION_MAX : Le pourcentage d’utilisation maxi-

mal (%) lors de la réception (RX) de l’équipement/lien portant le nom spécifié dans
la colonne « ResouceName ».

— PORT_TX_BW_UTILIZATION_MAX : Le pourcentage d’utilisation maxi-
mal (%) lors de la transmission (TX) de l’équipement/lien portant le nom spécifié
dans la colonne "ResouceName".

Figure 4.1 – Aperçu du dataset

4.2.2 Préparation de données
Comme expliqué dans le chapitre précédent, il était essentiel de préparer les données

avant de les utiliser. Pour ce faire, nous avons supprimé les doublons, remplacé les valeurs
manquantes et effectué une transformation des données.

Suppression des doublons

Après avoir identifié la nécessité de supprimer les doublons dans les données, une ap-
proche en deux étapes a été mise en œuvre. Tout d’abord, une suppression globale des
doublons a été effectuée pour éliminer toutes les lignes identiques dans le dataset. Cette
étape a permis de garantir que chaque enregistrement était unique et qu’aucune observation
redondante ne subsistait.
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Ensuite, pour les cas où plusieurs enregistrements correspondaient au même équipement
(ResourceName) et à la même période (CollectionTime), une stratégie d’agrégation a été
appliquée. Plutôt que de simplement supprimer ces doublons potentiels, nous avons choisi
de regrouper ces enregistrements et de conserver les valeurs maximales de chacune des co-
lonnes PORT_TX_BW_UTILIZATION_MAX et PORT_RX_BW_UTILIZATION_MAX.

Figure 4.2 – Nombre d’observations après la première et la deuxième étape de suppression
des doublons

Après l’application des étapes de suppression des doublons, la taille du dataset a été
considérablement réduite. Initialement, l’ensemble comptait 93 186 enregistrements. Après
la première étape, ce nombre est passé à 85 551, puis à 73 635 à l’issue de la deuxième
étape.

Traitement des valeurs manquantes

Compte tenu des valeurs manquantes présentes dans notre jeu de données, sous forme
d’enregistrements manquants à certains intervalles de temps, il était crucial de procéder
à une réindexation des données avant d’appliquer une méthode d’imputation appropriée.
Pour ce faire, nous avons d’abord réindexé les enregistrements de chaque équipement se-
lon une plage de temps continue, assurant ainsi que chaque intervalle de 15 minutes soit
représenté, même si des enregistrements étaient absents.

Une fois cette réindexation effectuée, nous avons opté pour l’imputation des valeurs
manquantes en utilisant une méthode basée sur des moyennes de temps similaires. Concrè-
tement, pour chaque enregistrement manquant, nous avons identifié les jours de la semaine
et les heures similaires, puis calculé la moyenne des valeurs correspondantes dans le même
créneau horaire sur ces jours-là. Ces moyennes ont été utilisées pour combler les valeurs
manquantes, ce qui nous a permis de maintenir la continuité des données sans perdre
d’informations critiques.
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Figure 4.3 – Nombre de valeurs manquantes par équipement
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Figure 4.4 – Nombre de valeurs manquantes par équipement après l’imputation
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Transformation des données

Dans le but d’optimiser le format des données et réduire la consommation en mémoire
tout en améliorant l’efficacité de l’apprentissage, nous avons réduit la dimensionnalité des
données. Au lieu de conserver 96 valeurs de trafic par jour, enregistrées toutes les 15 mi-
nutes, nous avons opté pour une seule observation par heure. Après avoir exploré plusieurs
méthodes, nous avons retenu la valeur maximale par heure, car elle préservait au mieux les
informations du trafic.

Figure 4.5 – Aperçu des données Agrégées par Heure

Dans le même processus de transformation des données, nous avons également créé
deux nouvelles colonnes basées sur CollectionTime, à savoir hour pour indiquer l’heure de
la journée, et weekday pour identifier le jour de la semaine. Ces caractéristiques temporelles
ont été introduites dans le but de mieux capturer les variations temporelles dans les données
et ainsi améliorer la précision des prédictions.

Figure 4.6 – Extrait des données après l’ajout des caractéristiques temporelles

4.3 Environnement de développement
Dans cette section, nous présentons l’environnement logiciel et matériel utilisé pour

réaliser notre travail.

4.3.1 Environnement logiciel
— Jupyter Notebook : Jupyter Notebook est devenu un outil incontournable pour les

chercheurs, les ingénieurs et les professionnels de la science des données. Son interface
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conviviale et son support multi-langage en font un choix idéal pour la création de
rapports interactifs, l’exploration de données et le développement de modèles d’ap-
prentissage automatique. Les fonctionnalités de collaboration de Jupyter Notebook
permettent également aux équipes de travailler efficacement ensemble sur des pro-
jets en partageant facilement des notebooks via des plateformes en ligne telles que
GitHub. Avec sa grande communauté d’utilisateurs et de développeurs, Jupyter No-
tebook continue d’évoluer et de s’adapter aux besoins changeants du domaine de la
science informatique [40].

— Python : Python est le langage privilégié en matière de Data Science en raison
de sa simplicité, sa lisibilité, sa propreté et sa flexibilité. Il est compatible avec de
nombreuses plateformes et ses nombreuses bibliothèques offrent une large gamme de
fonctionnalités pour effectuer différentes tâches dans ce domaine [41].

4.3.2 Bibliothèques Utilisées
— NumPy : est une bibliothèque fondamentale pour le calcul scientifique en Python.

Elle offre un puissant objet tableau multidimensionnel, ainsi que des outils pour effec-
tuer des opérations mathématiques et logiques sur ces tableaux de manière efficace.
NumPy est largement utilisé pour le traitement de données, l’algèbre linéaire, la
transformation de Fourier, et plus encore, ce qui en fait un pilier essentiel pour de
nombreuses applications de Data Science et d’apprentissage automatique [42].

— Pandas : Pandas est une bibliothèque Python largement employée pour la manipu-
lation et l’analyse de données. Elle fournit des structures de données et des outils
puissants pour gérer des données tabulaires et temporelles, ce qui en fait un choix
privilégié pour le nettoyage, la transformation et l’analyse des données avant leur
utilisation dans des modèles d’apprentissage automatique [42].

— Matplotlib : Matplotlib est la bibliothèque Python la plus couramment utilisée pour
créer des graphiques et des visualisations bidimensionnelles. Développée à l’origine
par John D. Hunter, elle bénéficie aujourd’hui du soutien d’une large communauté de
développeurs. Matplotlib est spécialement conçue pour produire des graphiques de
qualité professionnelle, prêts pour la publication. Bien que d’autres bibliothèques de
visualisation soient disponibles, Matplotlib est la plus répandue et s’intègre parfaite-
ment à l’écosystème Python. Elle constitue donc un choix fiable pour la visualisation
de données [42].

— Scikit-learn : Souvent abrégé en ’sklearn’, est une bibliothèque Python largement
utilisée pour l’apprentissage automatique. Elle offre une gamme complète d’outils
efficaces pour la modélisation prédictive, incluant des algorithmes de classification,
de régression, de clustering, et de réduction de dimensionnalité. Scikit-learn est par-
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ticulièrement apprécié pour sa simplicité d’utilisation, son intégration fluide avec
d’autres bibliothèques comme NumPy et Pandas, et sa documentation claire. Elle
est conçue pour être accessible aux débutants tout en étant suffisamment puissante
pour répondre aux besoins des experts en machine learning [42].

— CatBoost : CatBoost est spécifiquement conçue pour implémenter l’algorithme de
boosting par gradient appelé CatBoost. Cette bibliothèque a été développée par Yan-
dex pour simplifier l’application de cet algorithme dans diverses tâches de machine
learning, en offrant une API simple et efficace pour entraîner des modèles de classifi-
cation, de régression, et de ranking. CatBoost est réputé pour sa facilité d’utilisation,
notamment grâce à ses interfaces Python qui s’intègrent de manière fluide avec scikit-
learn. Cette compatibilité permet d’exploiter pleinement les fonctionnalités avancées
de scikit-learn, telles que la validation croisée, l’optimisation des hyperparamètres, et
la gestion des ensembles de données, tout en profitant de la puissance de l’algorithme
CatBoost [43].

— os : La bibliothèque os en Python est une bibliothèque standard qui permet d’inter-
agir avec le système d’exploitation. Elle fournit un large éventail de fonctions pour
manipuler les fichiers, les répertoires, les processus, et d’autres éléments du système
[44].

4.3.3 Environnement Matériel
La configuration de la machine utilisée est comme suit :

— Processeur : Intel(R) Core(TM) i5-8250U CPU @ 1.60GHz 1.80 GHz
— RAM : 12.00 GO
— Disque Dur : 1.00 TO
— Type du système : 64 bits, processeur x64
— Système d’exploitation : Windows 10 Professionnel

4.4 Construction et évaluation des modèles de pré-
diction

4.4.1 Construction des modèles
Il convient de rappeler que nos données représentent l’évolution de la quantité du trafic

pour chaque équipement réseau considéré dans notre ensemble. Chaque équipement est as-
socié à deux variables clés, PORT_RX_BW_UTILIZATION_MAX et PORT_TX_BW_UTILIZATION_MAX,
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mesurant respectivement le trafic en réception et en transmission. Ainsi, chaque équipe-
ment génère une série temporelle multivariée. L’ensemble de nos données se compose donc
de plusieurs séries temporelles qui sont à la fois multiples et multivariées.

Compte tenu de la nature multivariée et multiple de nos séries temporelles, chaque
équipement étant associé à deux directions de trafic distinctes (réception et transmission),
il a été jugé nécessaire de construire deux modèles par équipement, chacun dédié à une
direction spécifique.

La construction des modèles de prédiction pour le trafic réseau a été réalisée en suivant
une approche systématique pour chaque équipement, tant pour le trafic en réception (RX)
que pour le trafic en transmission (TX). Bien que les deux modèles suivent une logique
de construction similaire, ils présentent quelques différences mineures dans la sélection des
hyperparamètres et les colonnes de données spécifiques utilisées pour la prédiction. Voici
comment ces modèles ont été construits en détail :

Sélection des Caractéristiques et séparation des Données

Pour chaque équipement, les données ont été soigneusement filtrées pour isoler les infor-
mations spécifiques à l’équipement en question. Les caractéristiques temporelles telles que
l’heure de la journée et le jour de la semaine ont été intégrées pour capturer les variations
temporelles inhérentes au trafic réseau. Les colonnes clés diffèrent selon la direction du
trafic : PORT_RX_BW_UTILIZATION_MAX pour la prédiction du trafic en ré-
ception et PORT_TX_BW_UTILIZATION_MAX pour le trafic en transmission.
Les données ont ensuite été divisées en ensembles d’entraînement et de test, en conservant
80% des données pour l’entraînement et 20% pour le test.

Création des Séquences Temporelles

Étant donné la nature séquentielle des données de trafic, il était crucial de structurer
les données en séquences temporelles. Chaque séquence a été formée en utilisant une fe-
nêtre glissante de 3 observations. Cette structuration en séquences permet aux modèles
d’apprendre les tendances temporelles, ce qui est essentiel pour capturer les dynamiques
du trafic réseau au fil du temps.

Modélisation avec CatBoost

Une recherche en grille a été menée pour optimiser plusieurs hyperparamètres, dont le
nombre d’itérations, la profondeur des arbres, le taux d’apprentissage, et la régularisation
L2, comme détaillé dans le tableau ci-dessous.
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Table 4.1 – Valeurs des hyperparamètres possibles pour les modèles de prédiction
Hyperparamètre Valeurs testées pour RX Valeurs testées pour TX
iterations 100, 200, 300 200, 300, 500
depth 2, 3, 4 2, 3, 4
learning_rate 0.03, 0.04, 0.05 0.03, 0.04, 0.05
l2_leaf_reg 1, 3, 5 1, 3, 5

La fonction de perte utilisée était l’erreur quadratique moyenne (RMSE) et le type de
boosting a été fixé à ’Ordered’. Une validation croisée en cinq segments (n_splits=5) a été
réalisée, en respectant la structure temporelle des données, afin d’optimiser les hyperpa-
ramètres du modèle, garantissant ainsi une meilleure généralisation sur des données non
vues et réduisant le risque de surajustement.

Sélection du Meilleur Modèle
Après l’optimisation des hyperparamètres, le meilleur modèle pour chaque équipement

a été sélectionné, que ce soit pour la prédiction du trafic en réception ou en transmission.
Ces modèles seront utilisés pour prédire le trafic dans le futur.

4.4.2 Métriques d’évaluation utilisées
Une fois les modèles construits et optimisés, nous les avons évalués en mesurant l’erreur

entre les valeurs réelles et les valeurs prédites à l’aide des métriques suivantes :

Racine de l’erreur quadratique moyenne (RMSE)

La RMSE (Root Mean Square Error) est la racine carrée de la moyenne des carrés des
erreurs entre les valeurs réelles et les valeurs prédites par un modèle. Il s’agit d’une mesure
de la précision d’un modèle, exprimée dans les mêmes unités que la variable cible, la RMSE
est définie comme suit :

RMSE =
√√√√ 1

n

n∑
i=1

(yi−ŷi)2 (4.1)

Où :
— yi : est la valeur réelle pour l’observation i
— ŷi : est la valeur prédite pour l’observation i
— n est le nombre d’observations
Interprétation de la RMSE :
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— Bas RMSE : Indique que le modèle prédit les valeurs proches des valeurs réelles.

— Haut RMSE : Suggère que le modèle a de grandes erreurs de prédiction.

Erreur Absolue Moyenne (MAE)

La MAE (Mean Absolute Error) mesure la moyenne des erreurs absolues entre les
valeurs réelles et les valeurs prédites par un modèle. C’est une mesure simple de la précision
d’un modèle qui indique en moyenne de combien les prédictions s’écartent des valeurs
réelles. Elle est définie par la formule suivante :

MAE = 1
n

n∑
i=1

|yi − ŷi| (4.2)

Interprétation de la MAE :

— MAE faible : Indique que les prédictions du modèle sont en moyenne proches des
valeurs réelles.

— MAE élevé : Suggère que les prédictions s’écartent en moyenne davantage des valeurs
réelles.

R2 score

Le R2 score, aussi appelé R-squared ou coefficient de détermination est une mesure
statistique utilisée pour évaluer la qualité d’un modèle de régression. Il indique la proportion
de la variance dans la variable dépendante (cible) qui est expliquée par le modèle.

R2= 1−
∑n

i=1 (yi−ŷi)2∑n
i=1 (yi−y)2 (4.3)

Où :

— y : est la moyenne des valeurs réelles

Interprétation du R2 Score :

— R2 = 1 : Le modèle explique parfaitement toute la variance des données (les prédic-
tions sont exactement égales aux valeurs réelles).

— R2 = 0 : Le modèle n’explique aucune variance, c’est-à-dire que les prédictions ne
sont pas meilleures qu’une prédiction constante égale à la moyenne des valeurs réelles.

— R2 < 0 : Le modèle est pire que de simplement prédire la moyenne des valeurs réelles.
Cela peut se produire si le modèle ne capture pas du tout la tendance des données
ou si la modélisation est inappropriée.
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4.4.3 Évaluation des modèles construits
Après avoir construit les modèles de prédiction pour chaque direction (réception et

transmission) de chaque équipement, nous les évaluerons sur l’ensemble des données de
test. Les performances seront évaluées à l’aide des métriques précédemment mentionnées :
l’erreur absolue moyenne (MAE), la racine de l’erreur quadratique moyenne (RMSE) et
le coefficient de détermination (R2), garantissant ainsi une analyse précise pour chaque
modèle.

a- Analyse détaillée des performances des 39 modèles de prédiction pour le
pourcentage d’utilisation en réception (PORT_RX_BW_UTILIZATION_MAX)

Dans ce qui suit, nous montrons la variation de chacune des métriques étudiées en
utilisant des boites à moustaches :

Figure 4.7 – Boîte à moustache de la MAE des modèles CatBoost pour la direction
réception(RX)
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Figure 4.8 – Boîte à moustache de la RMSE des modèles CatBoost pour la direction
réception(RX)

Figure 4.9 – Boîte à moustache du R2 des modèles CatBoost pour la direction récep-
tion(RX)
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Analyse : L’analyse des métriques MAE, RMSE, et R2 souligne la robustesse et la
précision de ces modèles de prédiction de l’utilisation en réception. Avec une médiane du
MAE à 1.62 et des quartiles entre 0.93 et 2.61, les erreurs moyennes restent faibles et bien
contenues. La médiane du RMSE à 2.10, avec des quartiles allant de 1.15 à 4.14, montre
que même les grandes erreurs restent modérées. Le R2, avec une médiane de 0.94 et des
quartiles entre 0.92 et 0.95, reflète une excellente capacité explicative des modèles.

b- Analyse détaillée des performances des 39 modèles de prédiction pour le
pourcentage d’utilisation en transmission (PORT_TX_BW_UTILIZATION_MAX)

Figure 4.10 – Boîte à moustache de la MAE des modèles CatBoost pour la direction
transmission(TX)
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Figure 4.11 – Boîte à moustache de la RMSE des modèles CatBoost pour la direction
transmission(TX)

Figure 4.12 – Boîte à moustache du R2 des modèles CatBoost pour la direction trans-
mission(TX)
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Analyse : L’analyse des performances des modèles de prédiction pour la transmission
est globalement positive. La MAE, avec une médiane de 0,9523, indique des erreurs absolues
moyennes faibles, ce qui reflète une performance solide. La RMSE, légèrement plus élevée
avec une médiane de 1.2132, reste dans une plage acceptable. Le R2, particulièrement élevé
avec une médiane de 0.9138, indique que les modèles capturent efficacement la variance
des données. Globalement, ces résultats témoignent de la robustesse et de l’efficacité des
modèles, malgré quelques cas isolés de grande erreur.

4.5 Identification et visualisation des appareils conges-
tionnés

L’identification des congestions est basée sur une règle métier qui prédit les cas où les
équipements atteignent leur capacité maximale. Lorsque le pourcentage d’utilisation prédit
dépasse 80 %, l’équipement est marqué comme congestionné. Notre solution identifie ainsi
quotidiennement les équipements potentiellement congestionnés. Les résultats obtenus pour
chaque journée ont été soigneusement conservés et serviront à alimenter le tableau de bord
conçu à cet effet.

Figure 4.13 – Tableau de bord de prédiction des congestions

La figure ci-dessus montre le tableau de bord que nous avons conçu. Il permet de
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visualiser les congestions des équipements réseau de manière interactive et intuitive. Il offre
plusieurs options de filtres et des graphiques pour analyser l’état des équipements. Le filtre
"Direction" permet de choisir entre la réception ("Rx") et la transmission ("Tx"), affichant
ainsi le pourcentage d’utilisation maximale prédit pour l’une ou l’autre direction. Quant
au filtre "État", il permet de sélectionner les équipements en fonction de leur statut, soit
normaux (non sujets à la congestion), soit congestionnés. Une fois ces deux filtres appliqués,
la liste des équipements se met à jour pour n’afficher que ceux correspondant aux critères
choisis, comme illustré dans l’exemple où nous avons sélectionné Tx et congestion, affichant
uniquement les équipements congestionnés en transmission.

Pour ce qui est du filtre "Jour", il sert à sélectionner la journée pour laquelle on sou-
haite afficher le trafic prédit, visible dans le graphe "Trafic journalier de l’équipement".
Bien que le filtre "Mois" soit également disponible, il ne présente ici que le mois de janvier.
Le diagramme en anneau fournit une représentation visuelle de la répartition des équipe-
ments entre ceux qui sont congestionnés et ceux qui fonctionnent normalement, illustrant
le pourcentage d’équipements affectés par la congestion.

4.6 Conclusion
Dans ce chapitre, nous avons exposé les différentes étapes d’expérimentation mises en

œuvre pour le développement et l’évaluation des modèles de prédiction du trafic réseau.
Nous avons commencé par décrire le dataset utilisé, en expliquant les transformations et
préparations nécessaires à son exploitation optimale. Ensuite, nous avons détaillé l’envi-
ronnement logiciel et matériel qui a permis de mener à bien cette expérimentation.

La construction des modèles, basée sur une approche rigoureuse et adaptée à la na-
ture des données, a permis de prédire le trafic réseau avec précision. Après avoir obtenu
ces prédictions, nous avons appliqué une règle métier pour identifier les congestions, en
sélectionnant les équipements dont le taux d’utilisation dépasse un certain seuil. Enfin, la
conception d’un tableau de bord interactif marque une étape importante pour la visuali-
sation et le suivi des équipements susceptibles d’être congestionnés.
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Conclusion générale

Ce travail s’inscrit dans un contexte où la gestion proactive de la congestion des réseaux
de télécommunications est devenue essentielle pour maintenir une qualité de service opti-
male. Les équipements réseau sont confrontés à des risques croissants de saturation, ce qui
compromet les performances du réseau et la satisfaction des utilisateurs. Notre travail vi-
sait à développer une solution prédictive capable d’anticiper les congestions, en s’appuyant
sur des techniques d’apprentissage automatique.

Notre approche s’est appuyée sur une analyse approfondie de la littérature scienti-
fique pour comprendre les différentes méthodes utilisées dans la prédiction du trafic et des
congestions. Bien que l’algorithme que nous avons finalement implémenté ne figurait pas
parmi les techniques étudiées dans l’état de l’art, cela nous a permis de définir un cadre
méthodologique solide pour la conception de notre solution.

L’algorithme CatBoost, choisi pour sa capacité à gérer efficacement les données caté-
gorielles et à éviter le surapprentissage, a été au cœur de notre solution, garantissant une
bonne précision dans les prédictions. Notre méthodologie rigoureuse a inclus la préparation
des données, l’entraînement des modèles de prédiction de trafic suivi par la détection des
équipements susceptibles d’être congestionnés. De plus, nous avons conçu un tableau de
bord interactif pour visualiser les résultats et faciliter la prise de décision.

L’une des principales difficultés rencontrées dans la réalisation de ce travail a été le
manque de références similaires pour notre travail, la majorité des recherches actuelles
étant axées sur la prédiction de congestions dans le domaine de la circulation routière.

En conclusion, ce projet a été l’occasion de mettre en œuvre les compétences théo-
riques acquises tout au long de notre formation, tout en approfondissant nos connaissances
pratiques en apprentissage automatique. Nous avons ainsi contribué à anticiper et à gérer
les congestions réseau de manière proactive, en proposant un outil performant adapté aux
besoins de Djezzy.
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Pour l’avenir, notre travail ouvre des perspectives intéressantes :

— Une approche envisageable consisterait à regrouper les équipements selon leurs com-
portements afin de créer un nombre réduit de modèles d’apprentissage. Il devient
possible de simplifier la gestion des prédictions tout en conservant une grande préci-
sion. Cette approche, plus facilement gérable qu’un modèle unique par équipement,
permet d’optimiser les ressources tout en offrant une meilleure scalabilité pour l’ap-
plication des modèles à un large ensemble d’équipements.

— Il serait également intéressant d’entraîner les modèles sur une période d’un an, étant
donné que notre contexte implique des séries temporelles avec une forte saisonnalité.
Cela permettrait de capturer un large éventail de caractéristiques, notamment les
variations quotidiennes, hebdomadaires et mensuelles.
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Résumé

À mesure que les réseaux de télécommunications évoluent et que la demande de services
explose, les risques de congestion augmentent, menaçant la qualité du service et l’expérience
utilisateur. Anticiper ces congestions est devenu un défi majeur pour les opérateurs. Ce mé-
moire propose une approche basée sur l’algorithme CatBoost pour prédire les congestions
avant qu’elles ne surviennent.

En utilisant les données de trafic réseau d’Optimum Telecom Algérie "Djezzy", notre
modèle permet d’identifier de manière proactive les équipements susceptibles de subir une
surcharge. Cette solution vise à améliorer la gestion du réseau en offrant la possibilité de
prendre des mesures préventives pour éviter la congestion. Les résultats sont présentés via
un tableau de bord interactif, facilitant ainsi l’analyse et la prise de décision.
Mots clés : Réseau de téléphonie mobile, congestion, apprentissage automatique, prédic-
tion, CatBoost

Abstract
As telecommunications networks evolve and the demand for services explodes, the risks

of congestion increase, threatening both service quality and user experience. Anticipating
these congestions has become a major challenge for operators. This thesis proposes an
approach based on the CatBoost algorithm to predict congestion before it occurs.

By using network traffic data from Optimum Telecom Algeria "Djezzy", our model
allows the proactive identification of equipment likely to experience overload. This solution
aims to improve network management by providing the ability to take preventive measures
to avoid congestion. The results are presented via an interactive dashboard, thus facilitating
analysis and decision-making.
Keywords : Mobile network, congestion, machine learning, prediction, CatBoost


