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Notations

f(.) Fonction de régression.
f̂(.) Estimateur de fonction de régression.
m(.) Densité.
M(.) Fonction de répartition.
m̂(.) Estmateur de la densité.
K(.) Fonction noyau.
h Paramètre de lissage ou Fenêtre.
hopt Fenêtre optimale.
λ Paramètre de lissage positif.
E Espérance de probabilité.
V ar Variance d’un estimateur.
Biais Biais d’un estimateur.
ASE Erreur moyenne qudratique.
MISE Erreur moyenne qudratique integrée.
ISE Intégrale des erreurs quadratique.
AMISE Erreur moyenne qudratique integrée asymtotique.
CV Validation croisé.
GCV Validation croisé généralisée.
N(p) Voisinage de p.
ϵi Erreues aléatoires de moyenne nulle et de variance σ2.
||.|| Norme euclidienne.
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Introduction générale

La littérature statistique propose deux types de modèles de régression : la régréssion
paramétriques et la régression non paramétriques. La régression non paramétrique est une
méthode d’analyse statistique qui permet d’estimer la relation entre une variable dépen-
dante Y et une variable explicative X sans supposer de forme spécifique pour cette relation.
Cette méthode est largement utilisée dans divers domaines tels que l’économie, la biosta-
tistique et les sciences de l’environnement. Son développement remonte au 19 ème siècle,
et son objectif est d’estimer la dépendance entre les variables sans contraindre sa forme.

Soit les observations suivantes (x1, y1), ...(xn, yn). Le modèle de régression étudié dans
ce travail est de la forme :

yi = f(xi) + ϵi, i = 1, ..., n,

ou f est la fonction de régression que l’on cherche à éstimer et les (ϵi)
n
i=1 sont des erreurs

aléatoires supposées que est de loi normal (0, σ2).

Plusieurs méthodes ont été proposées pour estimer la fonction de régression f , la pre-
mière méthode rencontrée dans la litterature est la méthode du noyau ; également connue
sous le nom de régression lissege par l’opérateur du noyau.L’estimateur noyau proposé par
[Nadaraya (1964)][25] et de [Watson (1964)][48] repose sur l’utilisation d’une fonction noyau
K et d’une fenêtre h, sous la forme suivante qui est un estimateur linéaire par rapport Y :

f̂ =

∑n
i=1 YiK(Xi−x

hn
)∑n

i=1 K(Xi−x
hn

)
.

Une autre méthode recontrée dans la littérature est la méthode des fonctions splines,
cette méthode est une technique d’analyse numérique utilisée pour l’interpolation. Elle
permet de décrire une courbe à travers un ensemble fini de points donnés. Initialement
introduite par [Whittaker(1923)][49] et développée par [Schoenberg(1964)][34], elle est lar-
gement utilisée dans le calcul scientifique et l’approximation.

Les splines de lissage sont désormais couramment utilisées en infographie pour repré-
senter des courbes et des surfaces. Les travaux de [Wahba][[41]] ont démontré leur utilité
pour résoudre des problèmes d’estimation statistique, ce qui les a rendues populaires dans
des domaines tels que l’analyse de données de croissance, la médecine et l’économie.
L’estimateur par la méthode des splines de lissage est définit comme étant le fonction f̂α
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qui réalise le minimum de s(α), qui s’écrit sous la forme

f̂α = AαY ;

avec Aα une matrice lisse qui ne dépend que des xi, i = 1, ..., n, l’estimateur est linéaire
par rapport au vecteur Y .

Ce travail est subdivisé en trois chapitres :

Dans le premier chapitre nous introduirons le modèle de régression non paramétrique
ainsi que les méthodes d’estimations de cette fonction (k-plus proche voisin, nayau, spline,
et la méthode des séris orthogonal).

Dans le deuxième chapitre, nous présentons les méthodes du noyau et la méthode des
splines en détailes ainsi que les propriétés des estimateurs.

Dans le troisième chapitre, nous présentons les résultats obtenus par la simulation ef-
fectuée sur les exemples de fonction et un cas réel pour comparer les deux méthodes (noyau
et spline), le critère utilisé est celui de ASE.

Ce mémoire se términe par une conclusion générale et quelques perspectives de re-
cherche, suivie d’une bibliographie.
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1
Méthodes d’estimation de la régression non

paramétrique

Introduction
La théorie de l’éstimation est une des branches les plus basiques de la statistique. Cette

théorie est habituellement divisée en deux composantes principales : régression paramé-
trique et régression non paramétrique.

1.1 Régression paramétrique
La régression paramétrtique consiste a supposer que f appartient a une famille de fonc-

tions continues ou discrète qui peuvent être décrites par un certain nombre de paramétres
réels. Le but de la régression paramétrtique linéaire simple est d’expliquer une variable Y
a l’aide d’une variable X. La variable Y est appelée variable dépendante (a expliquer) et
X variable independante (explicative). Elle consiste à estimer des paramètres réelles finis
(nombres finis).

1.1.1 Modèle de régression linéaire simple

Dans un modèle de régression paramétrique ; la fonction de régression est :
– (i) De forme explicite.
– (ii) Peut s’écrire en fonction d’un nombre réduit de paramètres.
Considérons un échantillon formé d’une suite de n couple (xi, yi) ; i = 1, ..., n à valeurs
dans R telque :
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yi = a+ bxi + ϵi ; (1.1)

où les erreurs aléatoires ϵi sont non corrélées, de moyenne nulle et de variance σ2.
Pour estimer yi on cherchons alors a déterminer les meilleures valeurs de a et b compte

tenu d’un critére.

1.1.2 Estimation des paramètres par la méthode des moindres car-
rés

Les paramètres sont éstimés avec la méthode des moindres carrées, son principe est de
minimiser la somme des carrés des résidus en fonction de a et b.

min
a,b

Q(a, b) = min
n∑

i=1

ϵ2i = min
n∑

i=1

(yi − a− bxi)
2 ; (1.2)

1- Calcul des estimateurs :

La première dérivé par rapport à a et b est :{
∂Q(a,b)

∂a
= −2

∑n
i=1(yi − a− bxi) = 0 ; (∗)

∂Q(a,b)
∂b

= −2
∑n

i=1 xi(yi − a− bxi) = 0 . (∗∗)

L’équation (*) donne :
â = ȳ − bx̄ ;

l’équation (**) donne :

b̂ =

∑n
i=1(xi − x̄) ∗ (yi − ȳ)∑n

i=1(xi − x̄)2
;

telle que :

x̄ = 1
n

∑n
i=1 xi. et ȳ = 1

n

∑n
i=1 yi.

1.2 Régression non-paramétrique
C’est un outil statistique pérmettant de d’écrire une relation entre une variable dé-

pendante et une ou plusieurs variables explicatives, le problème de l’estimation non pa-
ramétrique consiste, dans la majeure partie des cas, à estimer à partir des observations,
une fonction inconnue élément d’une certaine classe fonctionnelle. Plus particulièrement,
on parle d’estimation non paramétrique lorsque celle-ci ne se ramène pas à l’estimation
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d’un nombre fini de paramètres réels associés à la loi de l’échantillon. Quand on veut écrire
l’effet d’une variable sur un évènement, faire le moin d’hypothèse possible sur la forme de
la relation. Le but du modèle de régression est de déterminer la variable dépendante Y
dépend d’un ensemble de variable éxplicatives X. Supposer X ∈ R. Ainsi, le prblème est
de détérminer pour chaque réalisation x de la variable X, la valeur de la fonction f(x)
appelée fonction de régression.

1.3 Notions sur l’estimateur

1.3.1 Estimateur sans biais

On dit qu’un estimateur f̂ de f est sans biais si : E(f̂) = f.

1.3.2 Estimateur asymptotiquement sans biais

On dit qu’un estimateur f̂ de f est asymptotiquement sans biais si : limn→+∞(f̂) = f.

1.3.3 Estimateur asymptotiquement uniformément sans biais

Un estimateurf̂ de f est dit asymptotiquement uniformément sans biais si :

lim
n→+∞

sup
x

|E[f̂(x)− f(x)]| = 0 ;

1.3.4 Espérance mathématique

Soit une variable aléatoire X absolument continue de densité de probabilité f(x) définie
sur [a, b].

L’espérance mathématique de X est définie par :

E(X) =

∫ b

a

xf(x)dx ;

On a la formule suivante pour une variable aléatoire discrète X de loi de probabilité
(pk) :

E(X) =
+∞∑
i=1

pi × xi ;

où pi = P (X = xi)
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1.3.5 Variance

La variance d’une variable aléatoire X absolument continue est définie par :

V = E(X2)− [E(X)]2 ;

Si X une variable aléatoire discrète de loi (pi). La variance de X se calcule ainsi :

V (X) =
+∞∑
i=1

pi × x2
i − [E(X)]2 ;

1.3.6 Erreur moyenne quadratique (MSE)

L’erreur moyenne quadratique MSE :

MSE(f(x), f̂(x)) = E(f(x)− f̂(x))2,

= E(f(x))2 + E(f̂(x))2 − 2Ef(x)f̂(x),

= E(f(x))2 + E(f̂(x))2 − 2Ef(x)f̂(x) + [Ef̂(x)]2 − [E(f̂(x)]2,

= (f(x))2 + E(f̂(x))2 − 2f(x)Ef̂(x) + [Ef̂(x)]2 − [E(f̂(x)]2,

= [E(f̂(x)− f(x))]2 + E(f̂(x))2 − [Ef̂(x)]2,

= Biais(f̂(x))2 + V ar(f̂(x)).

Définition (1.2) :

On dit qu’un estimateur f̂ de f est ponctuellement consistant en moyenne quadratique
si :

lim
n→+∞

MSE(f(x), f̂(x)) = 0 ;

1.3.7 Erreur moyenne quadratique intégrée (MISE)

L’erreur moyenne quadratique intégrée MISE :

MISE(f̂ , f) =

∫
MSE(f(x), f̂(x))dx ;

=

∫
Biais(f̂(x))2dx+

∫
V ar(f̂(x))dx ;

Définition (1.3) :

On dit qu’un estimateur f̂ de f est uniformément consistant en moyenne quadratique
intégrée si :

lim
n→+∞

MISE(f(x), f̂(x)) = 0 ;
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1.3.8 Intégrale des erreurs quadratiques (ISE)

l’intégrale des erreurs quadratiques (ISE) est défini par :

ISE(f̂ , f) =

∫
[f̂(x)− f(x)]2dx ;

1.3.9 Convergence en loi

On dit qu’un estimateur f̂ de f est asymptotiquement normal si :

f̂ → N(E(f̂),V ar(f̂)) ; en loi.

1.4 Méthodes d’estimation de la régression non para-
métrique

La particularité de la statistique non-paramétrique est que la fonction inconnu qu’on
cherche à calculer, à estimer ou à classifier n’est pas supposé d’appartenir à une famille
indicée par un nombre de paramètres réels. En général, dans la théorie non-paramétrique
on suppose que le nombre de paramètres qui décrivent la loi des observations est une
fonction croissante du nombre d’observations, ou encore que le nombre de paramètres est
infini. Dans cette partie on présente quelques méthodes d’éstimation non paramétrique de
la fonction de régression.

1.4.1 Méthode des k-plus proche voisin

C’est une méthode non paramétrique utilisée pour la classification et la régression.
Dans les deux cas, il s’agit de classer l’entrée dans la catégorie à laquelle appartient les
k-plus proche voisins dans l’espace des caractéristiques identifiées par l’apprentissage. L’es-
timateur k-plus proche voisins est une moyenne pondérée dans un voisinage variable. Ce
voisinage est défini par ces variables X qui sont parmi les k-plus proches voisins, en trouve
le X par la distance euclidienne. La suite de ces points à été introduit par [Loftsgaarden
and Quesenberry] [22] dans le but de l’estimation de la densité, et [cover and hart] [8] dans
le but de classification. L’estimateur des k-plus proches voisins est défini par :

f̂k(x) = n−1
n∑

i=1

ωki(x)yi ; (1.3)

où ωki(x) est une suite des poids des k-plus proche voisin, n est la taille d’échantillon.

Soit Ji l’ensemble d’indice ; Jx = {i : xi est l’une des k observations les plus proches de
x}, telque :

ωki(x) =

{
n
k
, si i∈ Ji,

0, sinon.
(1.4)
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Exemple

Soit (xi, yi)
5
i=1 = (1, 5), (7, 12), (3, 1), (2, 0), (5, 4) et calculons les k-plus proches voisins

f̂k(x) pour x = 4 et k = 3. Les observations proches de x sont les 3 derniers points des
données. Par conséquent Jx = J4 = 3, 4, 5 et donc

wk1(4) = wk2(4) = 0, wk3(4) = wk4(4) = wk5(4) =
5

3

ce qui résulte

f̂3(4) =
1 + 0 + 4

3
=

5

3

proposition (1.1) [Lai][21]

soit k → ∞, k
n
→ ∞, n → ∞. Le biais et la variance de l’estimateur k-plus proches

voisinsf̂k sont donnés par :

E(f̂(x))− f(x) ≈ 1

24f(x)3
[(f̂ ′′fX + 2f̂ ′f ′

X)(x)](
k

n
)2;

V ar(f̂(x)) ≈ σ2(x)

k
;

Le compromis entre le biais2 est ainsi réalisé dans un sens asymptotique en posant k ∼ n
4
5 .

Une conséquence est que l’erreur moyenne quadratique elle même converge vers 0 au taux
de k ∼ n

−4
5 .

1.4.2 Méthode du noyau

C’est la méthode la plus connue et plus utilisée, son succès peut s’expliquer par l’ex-
pression théorique de l’estimateurs, et sa convergence dans différent sens. La méthode du
noyau est une méthode simple et très pratique, lorsqu’en s’intéresse à la relation entre une
variable réponse Y est une variable explicative X. L’estimation de la fonction de régres-
sion à été proposée par [Nadaraya (1964)][25] et [watson (1964)][48]. Cette approche non
paramétrique par noyau a été aussi développé par [Ferraty and vieu(2002) et (2003)][13].
Cet estimation est basé sur le calcul de la moyenne pondérée des observations pour toutes
les valeurs du domaine. Dans le cas multivarié continue, L’estimateur à noyau continu
symétrique de la fonction de densité m est défini par [Parzen [1962)][27] :

m̂h(x) =
1

nh

n∑
i=1

K

(
x−Xi

h

)
; (1.5)

ou K est la fonction noyau telle que K(t) ≥ 0 et
∫
R
K(t)dt = 1 et h > 0 est le paramètre

de lissage. Dans l’expression de l’estimateur à noyau continu (1,7), la fonction noyau K est
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une densité de probabilité sur R → R+ est symetrique par rapport a zero :

K(−u) = K(u) ;

ce qui implique l’égalité suivante : ∫
R

uK(u)du = 0 ;

Construction de l’éstimateur a noyau pour la régréssion

Nous supposon que nous avant des paires d’observation (x1, y1)...(xn, yn) du couple
(X, Y ). Nous proposons de construire un estimateur m̂(x) de la fonction de régression à
partir des observations. L’estimateur à noyau est défini par une fonction K(.) et une fenêtre
h similaire à l’estimation par noyau de la fonction de densité.
La suite {hn : n ≥ 1} de nombre positif : hn → 0 et n → +∞ La fonction K : R → R
mesurable et satisfait les hypothèse suivante :

1.K est bornée ;

2.lim|u|→∞ |u|K(u) = 0 ;

3.K(.) ∈ L1(R), i.e,
∫
R
|K(u)|du < ∞ ;

4.
∫
R
K(u)du = 1 ;

Nous reprenons la fonction de régréssion

f(x) = E(Y |X = x) =
r(x)

mX(x)
;

Nous avons,

r(x) =

∫
R

ymX,Y (x, y)dy ;

= lim
h→0

1

2h

∫ x+h

x−h

∫
R

yMX,Y (du, dy) ;

= lim
h→0

1

2h
E[Y 1(|Xi − x| ≤ h) ;

où MX,Y (., .) est la fonction de répartition du (X, Y )

r̂(x) =
1

n

n∑
i=1

yi
1(|xi − x| ≤ h)

2h
;
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Donc f(x) est estimée par

f̂(x) =
r̂(x)

m̂X(x)
=

∑n
i=1 yi1(|xi − x| ≤ h)∑n
i=1 1(|xi − x| ≤ h)

;

cet estimateur se présente sous forme la forme d’une moyenne locale pondérée des valeurs.
Mais il présente de maniére discontinue sa généralisation naturelle est définie comme suit :

f̂(x) =

∑n
i=1 yiK

(
xi−x
h

)∑n
i=1K

(
xi−x
h

) ;

cet estimateur a été introduit par [Nadaray et watson][25]

f̂(x) =

∑n
i=1 yiK

(
xi−x
h

)∑n
i=1K

(
xi−x
h

) × 1{
n∑

i=1

K

(
xi − x

h

)
̸= 0} ;

ou 1{.} = 1{.} désigne la fonction indécatrice

f̂(x) =


∑n

i=1 yiK(
xi−x

h )∑n
i=1 K(

xi−x

h )
, si{

∑n
i=1K

Xi−x
h

̸= 0}
1
n

∑n
i=1 yi , sinon

1. Le biais de l’estimateur

Biais((f̂(x)) =
h2

2
f ′′(x)

∫ +∞

−∞
t2K(t)dt+ o(h2) ;

2. La variance

La variance de f̂(x) est :

V ar(f̂(x)) =
1

nh
f(x)

∫ +∞

−∞
K2(t)dt+ o(

1

nh
) ;

Exemples de noyaux

Voici quelques exemples de noyaux les plus communément utilisés :
1.Rectangulaire (Uniforme) :

k1(u) =

{
1
2
, |u| ≤ 1

0, |u| > 1
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2.Triangulaire :

k2(u) =

{
(1− |u|), |u| ≤ 1

0, |u| > 1

3.Epanechnikov :

k3(u) =

{
3
4
(1− u2), |u| ≤ 1

0, |u| > 1

4.Biweight :

k4(u) =

{
1/
√
2π ∗ exp (u2/2), |u| ≤ 1

0, |u| > 1

5.Gaussien :

k5(u) =
{
(1/

√
2π) exp (−u2/2) ;∀u ∈ R

6. Cubique :

k4(u) =

{
(3/4) ∗ (1− u2)3, |u| ≤ 1

0, |u| > 1

Les courbes de certains noyaux sont présentées ci-dessous :

Figure 1.1 – Les courbes de certains noyau
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1.4.3 Méthode des splines

La méthode des fonctions splines est une méthode d’analyse numérique, elle est utili-
sée dans le but de l’interpolation ; cette méthode est introduite pour la première fois par
[Whittaker (1923)][49] et développée par [Schoenberg (1964)][34] pour servir au calcul scien-
tifique. La méthode des spline est une technique de régression non paramétrique pouvant
être vue comme une extension de régression linéaire qui modélisent automatiquement des
interactions et la non-linéarités, cette méthode est énormément importante dans des diffé-
rentes branches des mathématiques, est très souvent préférée à l’interpolation polynomiale,
les spline sont également utilisées dans les problème de lissage des données expérimentales
ou de statistique et pour représenter numériquement des contours complexes.

Figure 1.2 – Un dessin en zig-zag (à gauche) et en splines (à droite)

Une spline est une fonction définie par des polynômes par morceaux. En statistique, on
l’utilise aussi pour lisser un nuage de points. Le principe des splines est de diviser l’intervalle
[a; b] où la fonction de spline est définie, en plusieurs sous intervalles [a, x1]; [x1, x2]; ...; [xn, b].
Les points x1; ...;xn sont appelés les noeuds.

1- Splines de lissage

Les splines de lissage sont une façon d’utiliser les fonctions splines pour estimer la
fonction de régression ; cette méthode permet de déterminer la valeur de l’estimateur en
minimisant un critére bien précis.

Voir [Reinch(1967)][29], [Silverman (1985)][37], [Wahba(1990)][45] et [eubank(1999)][12].
Celui-ci combine la mesure classique de la qualité de l’ajustement, la somme des résidus
au carré, et une mesure de la quantité de lissage. Les splines de lissage est une classe de
fonctions non-paramétriques définie par [Whittaker (1923)][49].
Un "spline" f : [a, b] → R est une fonction polynomiale par morceaux, définie par :

f(x) = Pi(x), xi−1 ≤ x ≤ xi (1.6)

Avec i = 1, .., n et a = x0 < x1 < ... < xn−2 < xn−1 = b et Pi(x) est un polynôme. La
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fonction f minimise la somme des carrés résidus S donnée par :

S(f) =
n∑

i−1

(yi − f(xi))
2 + α

∫ a

b

(f (r)(x))2dx ; (1.7)

c-à-d :

f̂(x) = argmin
n∑

i−1

(yi − f(xi))
2 + α

∫ a

b

(f (r)(x))2dx ; (1.8)

f est une fonction différenciable telleque f ∈ W r
2 [a, b] et α un paramètre de lissage positif.

Le paramètre α permet de réaliser un compromis entre le suivie des données exprimé
par

∑n
i−1(yi − f(xi))

2 et les fluctuations locales exprimé par
∫ a

b
(f (r)(x)2dx.

Définition de l’espace de Sobolev

L’espace de sobolev W r
2 [a, b] est l’ensemble des fonctions f définies sur [a, b] telles que :

f (k) est absolument continue, pour k = 0, ..., r − 1,

et

f (r) est de carré intégrable.

W r
2 =

{
f : [a, b] → Rf (k) absolument continus pour k = 0, ..., r − 1, et

∫ b

a
(f (r)(x))2 < ∞.

i.e :
On dit que f est une fonction absolument continue, si il existe un réel a et une fonction g
tels que :

f(x) =

∫ b

a

g(t)dt ;

2- Estimateur spline de lissage [Cao][4]

Soit f̂ l’estimateur spline, alors f̂ est défini comme suit :

f̂(xi) = (I + αK)−1Y = AαY ; (1.9)

avec K une matrice et Aα une matrice lisse qui ne dépend que des xi, i = 1, ..., n, l’esti-
mateur est linéaire par rapport au vecteur Y .
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3-Propriétés de l’estimateur splines de lissage

3.1 Biais de l’estimateur

Biais(f̂ , f) = Ef̂ − f = (Aα − I)f ; (1.10)

En effet,
E(f̂)− f = EAαY − f,

= EAi
αY − f, i = 1, ..., n,

= Ai
αEY − f, i = 1, ..., n,

= Ai
αf − f, i = 1, ..., n,

= Aαf − f = (Aα − I)f.

3.2 La variance de l’estimateur

V ar(f̂) = E||f̂ − Ef̂ ||2 = σ2tr(At
αAα) ; (1.11)

En effet ;

V ar(f̂) = E||f̂ − Ef̂ ||2,
= E||AαY − Aαf ||2,

= E
n∑

i=1

(A2
ij)(yi − fxi)

2, j = 1, ..., n,

= σ2tr(At
αAα).

3.3 Trace d’une matrice

La trace d’une matrice A = (aij)1 ≤ i, j ≤ n notée par tr(A) est donée par :

tr(A) =
n∑

i=1

(aii) ;

1.4.4 Méthode des séries orthogonale

Les séries orthogonale sont des utiles pour la classifications des surfaces quadratiques ;
elles ont principalement appliquées dans plusieurs domaines différents (traitement du si-
gnal, statistiques fonctionnelles,. . .), le problème de l’estimation du mode de densité dans
des conditions non paramétriques basées sur les séries orthogonales, à été développé par
[Cencov (1962)][6] et proposé par [Kronmal et tarter(1968)][20], pour estimer des densité
continues et étudiée par plusieurs auteurs [Bosq (2005)][3], [Saadi and Adjabi(2009)][32] ,
[Schwartz(1967)][36] et [Wahba (1981)][44] ;
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Principe de la méthode

Soit X1...Xn une suite des variables aléatoires indépendantes. Si on veut estimer f
à partir des observations {Xi}ni=0, pour cela supposons que nous avons une fonction de
régression f ∈ L2(R) puisse être représentée comme une série de Fourier.

f(x) =
∞∑
k=0

akek(x) ; x ∈ R (1.12)

où {ek}∞k=0 une base orthonormale de R, et {ak} sont des coefficients de Fourier innconu
[Szegö][38].
Suposons que le système des fonctions {ek}, k = 1...n forment un système orthonormal
dans [−1, 1] et que la variable x est limitée dans cet intervale tel que (on coisier l’interval
pour la simplicité de représentation) :∫ 1

−1

ej(x)ek(x)dx = σjk =

{
0, j ̸= k

1, j = k
(1.13)

Alors maintenant on peut calculée les coeficients de fourier comme suite :

aj =
∞∑
k=0

akσjk,

= ak

∫
ej(x)ak(x)dx,

=

∫ 1

−1

f(x)ej(x)dx.

Ce derniére intégrale ne comporte pas uniquement la base connue de fonctions, mais aussi
la fonction inconnue f(x). Nous donnons automatiquement une estimation de ej si nous
pouvons l’estimer de manière raisonnable. La formule du coefficient de Fourier peut écrire
comme suite :

aj =
n∑

i=1

∫ 1

−1

f(x)ej(x)dx ≈
n∑

i=1

f(xi)

∫ 1

−1

ej(x)dx. (1.14)

Pour estimer f(xi) , nous proposons de construire un estimateur sans biais de f̂(x).
Par la méthode des moments, on peut estimer le coefficient {ak; k ∈ N} par :

âj =
n∑

i=1

yi

∫ 1

−1

ej(x)dx. (1.15)

Si N(n) termes dans la représentation (1.23) sont considérés la fonction de régression
est approximée par :

f̂N(x) =
N∑
k=0

âkek(x). (1.16)
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Cet estimateur est appelé estimateur de f par les séries orthogonales. Il est une moyenne
pondérée des variables Y avec le poids

ωNi = n
∑N(n)

j=1

∫ 1

−1
ej(u) du ej(x).

proposition (1.2) [Härdle][17]

Si pour un s tel que 0 < s < 1

ns−1

N(n)∑
k=0

sup
x

|aj(x)|2 < ∞, (1.17)

et
E|ϵi|

s+1
s < ∞,

dés lors
N(n) → ∞,

f̂N(x) → f(x). en probabilité

Une preuve détaillée de la consistance de m̂N peut etre trouver dans [Rutkowski][31],
[Szegö][38], montre que :

sup
x

|aj(x)| ∼ jρ, j = 1, 2, 3, ...

avec ρ = −1
4

pour les systèmes d’Hermite et Laguerre et ρ = 0, 1
2

pour les systèmes de
Fourier et Legendre respectivement. L’hypothèse (1.19) apporte alors la condition sur N(n)
de la forme de croissance.

N(n)2ρ+1

n1−s ≤ c < ∞ quand n → ∞; (1.20)

Il faut que le paramétre de lissage tend vers ∞ pour assurer la consistance, mais pas
trop rapidement comme le suggère (1.20). Le taux de convergence de l’estimateur par les
séries orthogonales est donné par [Härdle][15].

Conclusion
Dans ce chapitre,nous avons rappeler la notions de l’estimation non paramétrique. Ainsi

nous avons donner quellques méthodes d’estimation de la régression non paramétrique, à
savoir la méthode des k-plus proches voisins, la méthode du noyau, la methode des splines,
et la méthode des séries orthogonales. Enfin nous avons présenté les propriétés statistiques,
biais, variance. Nous allons présenter dans le chapitre suivant en détaille les deux méthode
noyau et spline et leurs principe.
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2
Estimation non paramétrique par la méthode

du noyau et par la méthode des splines de
lissages

Introduction
Dans ce chapitre, nous allons présenté en détail l’estimateur à noyau et spline ainsi que

leurs proprietés. Nous parlons aussi de son intéret particulier sur le choix du paramétre de
lissage.

2.1 Estimation non paramétrique par la méthode noyau
On suppose que lon a observé un échantillon (Xi, Yi); i = 1...n et on veut expliquer la

variable aléatoire Yi par Xi et nous considérons le modèle de régression non paramétrique
donné pour i = 1...n

yi = f(xi) + ϵi ; (2.1)

où ϵi est une erreur aléatoire centré et indépendant de Xi et f est une application mesu-
rable réelle.
La fonction de régression f(.) = E[Y/X], fournit des informations sur les dépendances
inconnues de Y et X ; un problème important est d’estimer f à partir de n observations.
Supposons que la densité de (X;Y ) est m : (x; y) → m(x; y) sur R2 ;
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mX(x) → mX(x) =
∫
m(x; y)dy > 0 (densité de X),

∀x ∈ R, f(x) = E[Y/X = x] =

∫
ym(x, y)∂y

mX(x)
;

Les densités m et mX sont inconnues mais on peut les estimer par :

m̂(x, y) =
1

nh2

n∑
i=1

K(
Xi − x

hn

)K(
Yi − y

hn

) ;

m̂X(x) =
1

nh

n∑
i=1

K(
Xi − x

hn

) ;

par conséquent l’estimateur de la régressionest donné par :

∀x ∈ R, f(x) = E[Y/X = x] =

∫
ym(x, y)∂y

mX(x)
I(mX(x) ̸=0) ; (2.2)

Définition

Si K est un noyau dordre 1, l’estimateur défini par (2.2) verifié :

∀x ∈ R, f̂(x) =

∑n
i=1 YiK(Xi−x

hn
)

K(Xi−x
hn

)
;

=
YiKhn(Xi − x)∑n
i=1Khn(Xi − x)

;

Où Khn(.) = K(./hn) ; donc lestimateur noyau de régression est donné

f̂(x) =

∑n
i=1 YiK(Xi−x

hn
)

K(Xi−x
hn

)
; (2.3)

=
ĝX(x)

m̂X(x)
; (2.4)

C’est l’estimateur à noyau introduit par [Nadaraya(1964)][25] et [Watson(1964)][48]

2.2 Propriétés asymptotiques de l’estimateur à noyau
Nous étudions dans cette partie deux modes de convergence, la convergence en moyenne

quadratique et la convergence presque complète. nous supposons que K est un noyau vé-
rifant les condition suivantes : [khadraoui][19]
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1.K est bornée ,cest dire supx∈R |K(x)|∂x < ∞.

2.lim |x|K(x) → 0 ,quand |x| → +∞.

3.κ ∈ L1(R), c’est à dire
∫
R
|K(x)|∂x < +∞.

4.
∫
R
|K(x)|dx = 1.

5.
∫
R
uK(x)∂u = 0.

6.
∫
R
u2K(u)∂u < +∞.

7.K est bornée, intégrable et a support compact.

1-Etude asymptotique du biais

L’etude asymptotique du biais repose sur la proposition suivante :

Proposition (2.1)

i) Si |Y | ≤ C1 < ∞ et nhn → ∞, quand n → ∞, alors :E[f̂(x)] = E[ĝX(x)]
E[m̂X(X)]

+O( 1
nhn

).

ii)Si EY 2 < ∞, nh2
n → ∞ ; quand n → ∞ alors :

E[f̂(x)] =
E[ĝX(x)]

E[m̂X(X)]
+O(

1√
nhn

).

Proposition (2.2)

Si condition (4),(5) et (6) sont vériffées si mX(.)et f(.) sont le classe C2(R) et si |Y |
est borné. Alors :

E[f̂(x)− f(x)] =
h2
n

2
{{f ′′(x) + 2f ′(x)

m′
X(x)

mX(x)
}
∫
R

u2K(u)∂u}(1 +O(1)).

Preuve

E[f̂(x)− f(x)] = [EK(x−X
hn

)]−1{
∫
R

1
hn
K(x−t

hn
)g(t)∂t− f(x)

∫
R

1
hn
K(x−t

hn
m(t)∂t},

= {(m(x))−1}h
2
n

2
g′′(x)− h2

n

2
m(x)f ′′(x)}

∫
R

u2K(u)∂u}(1 +O(1))}.

Comme g(x) = f(x)m(x), l’équation précédente peut secrite :

E[f̂ − f(x)] = {h
2
n

2
{f ′′(x) + 2f ′(x)

m′
X(x)

mX(x)

∫
R

u2K(u)∂u}(1 +O(1)).
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D’où
lim
n→∞

E[f̂(x)] = f(x).

2-Etude asymptotique de la variance

Proposition (2.3)

Sous E(Y 2) < ∞, alors en chaque point de continuité des fonctions m(x) , fX(x) et
σ2(x) = var(Y \X = x),
on a :

var[f̂(x)] =
1

nhn

{ σ2(x)

mX(x)

∫
K2(u)du}(O(1) + 1).

Preuve

soit la fonction z(x) =
∫
y2f(x, y)∂y , en se basant sur le lemme de Bochner

var[ĝ, X(x)] =
1

nhn

{E[y2κ2(
x−X

hn

)]− [EYK(
x−X

hn

)]2},

=
1

nhn

{
∫
R

K2(u)z(x− hnu)∂u− hn(

∫
R

K(u)m(x− uhn)
2},

=
1

nhn

{
∫
R

K2(u)∂u(1 +O(1))}.

E[{m̂X(x)− E(m̂X(x))}{ĝX(x)− E(ĝX(x))}] =
1

nhn

g(x)

∫
R

K2(u)∂u(1 +O(1)),

var[f̂X(x)] =
1

nhn

fX

∫
R

K2(u)∂u(1 +O(1)).

2.2.1 Choix du paramatre de lissage

L’estimateur f̂ dépend : le noyau K et la largeur de la fenêtre h.

1-Etude de critére d’erreur quadratique moyenne de f̂(x)

L’erreur quadratique moyenne (en anglais : mean squared error MSE) est une mesure
qui permet de réduiser la similarité de f̂ avec la fonction de régression inconnue f au point
x.
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Notre but est de minimiser

MSE(f̂(x)) = E[f̂(x)− f(x)]2.

Le développement de cette expression faite précédemment , nous donne

MSE(f̂(x)) = var[f̂(x)] + [biais(f̂(x))]2.

Nous constatons d’une part que les expressions du biais de f̂(x)et de la variance de f̂(x)

MSE(f̂(x)) =
h4
n

4
[(f ′′(x)+2f ′(x)

m′
X(x)

mX(x)
(u2K(u))+O(1)]2+

1

nhn

(
σ2(x)

mX(x)
[K2(u)]+(1+O(1))

où

[upKq(u)] =

∫
tpKq(t)dt.

2-Fenêtre optimal

Pour trouver un compromis entre biais et variance, nous minimisons l’expression de
l’erreur quadratique moyenne asymptotique AMSE (asymptotic mean square error ) par
rapport à hn, donnée par :

MSE(f̂(x)) = {h
4
n

4
[(f ′′(x) + 2f ′(x)

m′
X(x)

mX(x)
}2[u2K(u)]2 +

1

nhn

(
σ2(x)

mX(x)
[K2(u)].

Comme AMSE est fonction convexe. La fenêtre hMSE
opt(f̂(x))

(f̂(x)) = (AMSEf̂(x))] est solu-
tion de léquation suivante :

∂

∂hn

{h
4
n

4
[(f ′′(x) + 2f ′(x)

m′
X(x)

mX(x)
}2[u2K(u)]2 +

1

nhn

(
σ2(x)

mX(x)
[K2(u)] = 0.

Lorsque :

h4
n

4
[(f ′′(x) + 2f ′(x)

m′
X(x)

mX(x)
}2[u2K(u)]2 ̸= 0;

d’où

hMSE
opt(f̂(x))

= n−1/5{
σ2(x)
mX(x)

[K2(u)]

m′
X(x)

mX(x)
}2[u2K(u)]2

}1/5.
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2-MISE (Mean Integrated Squared Error )

MISE[fn(x)] = E[

∫
R(Fn(x)− f(x))2dx].

En appliquant le théorème de Fubini, on a :

MISE[f̂(x)] = E[

∫
R(F̂ (x)− f(x))2dx].

Sous les mêmes hypothèses que les propositions (biais) et (variance),on a

MSE(f̂(x)) = {h
4
n

4
[(f ′′(x) + 2f ′(x)

m′
X(x)

mX(x)
}2[u2K(u)]2 +

1

nhn

(
σ2(x)

mX(x)
[K2(u)].

3-AMISE sous condition de continuité

Supposons que ∃β > 0 telle que infx∈c m(x) > 0 ;

AMISE[f̂(x)] → 0

la fenêtre hMISEMISE
opt(f̂(x))

minimisant l’AMISE du critére global, et h → 0, nh → ∞ et K

est borné, intégrable, positif, symétrique et a support compact On a :

hMSE
opt(f̂(x))

= n−1/5{
σ2(x)
mX(x)

[K2(u)]

m′
X(x)

mX(x)
}2[u2K(u)]2

}1/5.

Un travail similaire se fait pour le choix optimum du paramètre de lissage dans le cas
de l’estimateur de [Parzen][27] et [Rosemblatt][30], nous obtenons :

h
f̂(x))
MSE = n−1/5{ mX(x)[K

2]

m′′
X(x))

2dx[t2K]2}1/5

h
f̂(x))
MSE = n−1/5{ [K2]∫

R
(m′′(x))2dx[t2K]2

}1/5.

Nous notons que l’expression de hn optimal, minimisant asymtotiquement les quatre
critères derreurs la forme

hopt = C−1/5
n .

Où la constante C est en fonction de la distribution et de termes aléatoires inconnues.
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3-Validtaion croisé

La cross validation ou validation croisée est une méthode statistique qui permet d’éva-
luer les pérformances des modèles d’apprentissage automatique. Lorsqu’on entraîne un
modèle sur des données étiquetées, l’hypothèse qu’il doit également fonctionner sur de
nouvelles données.

La fonction validation croisée est définie par la quantité :

CV (h) =
1

n

n∑
i=1

(yi − f̂−i(xi, h))
2.

2.2.2 Normalisation asymtotique

La première démonstration de la normalité asymptotique de l’estimateur [Nadaraya][25]
et [Watson][48] est due à [Schuster][35]. On se réfère également aux théorèmes

f(x) = argmin
a

E[(Y − a)2[X = x]];

= E(Y |X = x).

de [Nadaraya][25] et de [Härdle] [16] qui proposent d’autres méthodes de démonstration.
Le noyau K est supposé borné, à support compact et d’ordre 2. La fenêtre h est choisie
égale à cn− 1

5 .

2.3 Estimation non paramétrique par la méthode des
fonctions splines

2.3.1 Fonction Spline

Soient I = [a, b] un intervalle de R, et soit a < x1 < ... < xn < b une partition de
l’intervalle I et soit f : I → R une fonction.
La fonction f est dit spline polynomiale de degré (r− 1) (où d’ordre r) ayant pour noeuds
x1, ..., xn si elle vérifié les propriétés suivantes :

— f est continûment dérivable jusqu’à l’ordre r.
— Dans chaque sous-intervalle la fonction f est un polynôme de degré ≤ r, r ∈ N.

2.3.2 Fonction Spline Naturelle

soit a < x1 < ... < xn < b une partition de l’intervalle I et soit f une fonction spline
de degré ≤ r.
La fonction f est dite naturelle, si elle coincide avec un polynome de degré inférieur ou
égale à (r − 1) en dehors de l’intervalle [x1, xn].
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On note par S2r(x1, ..., xn) l’espace des fonctions splines naturelles d’ordre 2r, telque
dimS2(x1, ..., xn)r = n
Alors nous avons

— f est une spline de degré 2r − 1,
— f ∈ Pr−1, pour x ∈ [x1, a] ∪ [xn, b]. Pr−1

où Pr−1 = p : R → R, P polynôme de degré ≤ (r − 1), r ∈ N.

Théorème (2.1) :[Thomas-Agnan][40]

Sr(x1, ..., xn) est un sous espace vectoriel de l’espace des fonctions dérivables jusqu’à
l’ordre r − 2 dont une base est donnée par les fonctions 1, x, ..., xr−1 et les fonctions (x −
x1)

r−1
+ , ..., (x− xn)

r−1
+ , avec

dimSr(x1, ..., xn) = r + n

tel que

ur−1
+ =

{
ur−1, si u > 0;

0, sinon.

2.3.3 Spline Cubique Naturelle

Soient [a, x1], [x1, x2], ..., [xn, b] sous-intervalles dans [a, b], et soit f une fonction définie
sur I.
f est appelée une spline cubique si les conditions suivantes sont satisfaites :

— f est un polynome cubique sur chaque sous-intervalle dans [a, b],
— La fonction f est deux fois continument differentiable sur [a, b], et donc f et ses

dérivées d’ordre 1 et 2 sont continues aux points xi.

2.3.4 Interpolation par les fonctions splines

Rappellons que l’interpolation consiste à trouver une fonction passant exactement par
les point à notre disposition.
soient x0, ..., xn les points d’interpolation. On cherche un polynôme P sur chaque segment
[xi, xi−1] tel que :

Pi : [xi, xi+1[−→ R,Pi(x) = ai(x− xi)
3 + bi(x− xi)

2 + ci(x− xi) + di,

Soit f une fonction spline cubique peût s’écrire sous la forme polynomiale suivante :

f(x) =
n∑

i=1

Pi(x)1[xi,xi+1[(x). (2.5)
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— La 1er dérivée de f est :

f ′(x) =
n∑

i=1

P ′
i (x)1[xi,xi+1[(x),

=
n∑

i=1

3ai(x− xi)
2 + 2bi(x− xi) + ci, xi ≤ x < xi+1.

— La 2me dérivée de f est :

f ′′(x) =
n∑

i=1

P ′′
i (x)1[xi,xi+1[(x),

=
n∑

i=1

6ai(x− xi) + 2bi, xi ≤ x < xi+1.

les coeifficiants ai, bi, ci et di sont déterminés à partir des conditions d’interpolation
(Pi(xi) = f(xi) pour i = 1, ..., n) et les conditions de continuité pour la première et la
deuxième dérivées à chaque tous noeuds et sur chaque sous-intervalle.
Notons hi = xi+1 − xi, i = 1, ..., n ;

1- La condition (1) :

l’égalité des polynômes adjacents au point (xi, yi) (i.e f est continue)

Pi−1(xi) = Pi(xi) ⇔ ai−1h
3
i−1 + 2bi−1h

2
i−1 + ci−1hi−1 + di−1 = di = yi

alors
di = yi

2- La condition (4) :

l’égalité des dérivées premiéres au point (xi, yi)

P ′
i−1(xi) = P ′

i (xi) ⇔ 3ai−1h
2
i−1 + bi−1hi−1 + ci−1 = ci

3- La condition (3) :

l’égalité des dérivées seconde au point (xi, yi)

P ′′
i−1(xi) = P ′′

i (xi) ⇔ 6ai−1hi−1 + 2bi−1 = 2bi
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4- La condition (4) :

les dérivées seconde et troisième doivent être égales à zéro aux bords :

P ′′
1 (x1) = P ′′

n (xn) = 0 ⇔ d1 = dn = 0,

et
P ′′′
1 (x1) = P ′′′

n (xn) = 0 ⇔ a1 = an = 0.

D’aprés La continuité de f et ses deux dérivées on obtient les différentes relations entre les
coefficients.
Dans la première condition on obtient :

ci−1 =
yi − yi−1

hi−1

− ai−1h
2
i−1 + 2bi−1hi−1. (1)

Le seconde condition donne :

ai−1 =
bi − bi−1

3hi−1

. (2)

Remplaçons (2) dans (1), on trouve :

ci−1 =
yi − yi−1

hi−1

− 1

3
(bi + 2bi−1hi−1). (3)

On remplace (2) et (3) dans le seconde condition, on obtient :

1

3
[bi−1hi−1 + 2bi(hi−1 + hi) + bi+1hi] = yi−1

1

hi−1

− yi(
1

hi

+
1

hi−1

) + yi+1
1

hi

.

Nous avons

Pi(xi) = yi, et P ′′
i (xi) = 2bi.

Supposons que f est une fonction spline cubique naturelle (SCN) de nœuds X1, ..., Xn et
soient F = (F1, ..., Fn)

t et Γ = (γ2, ..., γn−1) telque

Fi = f(xi), γi = f ′′(xi), i = 1, ..., n, et γ1 = γn = 0.

Théorème (2.2) : [Green et Silverman(1994)][14]

Les vecteurs F et Γ définissent une spline cubique naturelle si et seulement s’il satisfait :

QtF = RΓ

Si cette relation est vérifiée, alors :∫ b

a

f ′′(x)2dx = Γ2RΓ = F tKF. (2.6)

Où Q, R, et K des matrice définit comme suit :
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— Q est une matrice de taille n× (n− 2) de composantes qij :

qj−1,j =
1

hj−1

qjj = −(
1

hj−1

+
1

hj

),

qj+1,j =
1

hj

qij = 0, si|i− j| ≥ 2.

— R est une matrice symétrique de taille (n− 2)× (n− 2) de composantes rij :

rii =
1

3
(hi−1 + hi), i = 1, ..., n− 1,

ri,i+1 = ri+1,i =
1

6
hi, i = 1, ..., n− 1,

rij = 0, si|i− j| ≥ 2.

— K est définie par :
K = QR−1Qt.

Interpolation polynomiale : Polynômes de Lagrange

Soit f : R → R et x1, ..., xn n réels donnés distincts.
Interpoler la fonction f par un polynôme de degré n − 1 aux points x1, ..., xn consiste à
trouver un polynôme de degré ≤ (n− 1) tel que :

p(xi) = f(xi), 1 ≤ i ≤ n.

Si un polynôme existe, il s’écrit avec une forme unique suivante

p(xi) =
n∑

i=1

αili(x). (2.7)

Avec li(x) sont des polynômes de Lagrange associé aux points (xi, yi) est :

li(x) =
n∏

j=1,j ̸=i

x− xj

xi − xj

,

li(x) est de degré n− 1 et vérifié

li(xi) = 1, li(xj) = 0. (2.8)

En utilisant (2.8) et en prenant j = 1, ..., n, on obtient

αj = p(xj) = f(xj)
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Exemple 1

Pour n = 1 le polynôme de Langrang s’écrit

P1(x) = α0
x− x1

x0 − x1

+ α1
x− x0

x1 − x0

.

C’est l’équation de la droite qui passe par les point (x0, α0) et (x1, α1).

Exemple 2

Pour n = 2 le polynôme de Langrang s’écrit

P2(x) = α0
(x− x1)(x− x2)

(x0 − x1)(x0 − x2)
+ α1

(x− x0)(x− x2)

(x1 − x0)(x1 − x2)
+ α2

(x− x0)(x− x1)

(x2 − x0)(x2 − x1)
.

C’est l’équation de parabole qui passe par les point (x0, α0), (x1, α1) et (x2, α2).

Théorème (2.3) [Barbillon][2]

Le polynôme

L(x) =
n∑

i=1

li(x)yi,

est l’unique polynôme de degré n− 1 vérifiant

L(xi) = yi.

2.3.5 Existence et unicité des spline d’interpolation

Théorème (2.4) [Thomas-Agnan] [40]

Etant donnés n points (xi, yi) d’abscisses distinctes dans l’intervalle [a, b] et n ≥ r. Il
existe une fonction et une seule f de l’espace de Sobolev W 2

r [a, b] tel que :

1. f satisfait les conditions d’interpolation

f(xi) = yi, i = 1, ..., n.

2. f minimise la quantité
∫ b

a
f (r)(x)2dx dans l’ensemble des fonctions W 2

r [a, b] qui satis-
fait les conditions d’interpolation.

De plus, cette fonction est une spline polynomiale naturelle d’ordre (2r) ayant pour
noeuds les points x1, ..., xn.
Le théorème suivant montre que l’interpolation par spline cubique naturelle est l’unique
qui minimise

∫ b

a
f (r)(x)2dx par rapport à toute les fonctions dans W 2

2 [a, b].
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Théorème (2.5) [Cao and Golubev(2006)] [5]

Supposons que n ≥ 2 et fλ est la spline cubique naturelle pour les valeurs y1, ..., yn en
points x1, ..., xn, ou a < x1 < ... < xn < b. Soit f̃ fonction dans W 2

2 [a, b] telle que :

f̃(xi) = yi, i = 1, ..., n.

Alors ∫ b

a

f̃ ′′(x)2dx ≥
∫ b

a

f̂ ′′(x)2dx. (2.9)

On a l’égalité si et seulement si f̃ et f̂ sont identiques.

2.3.6 Splines de lissage

Supposons que a < x1 < ... < xn < b, et considérons le modèle non paramétrique
suivant :

yi = f(xi) + ϵi; (2.10)

où
yi, i = 1, ..., n sont des valeurs observées de la variable réponse Y ,
f est une fonction lisse inconnue dans W 2

2 [a, b],
xi, i = 1, ..., n sont des valeurs observées de la variable X,
ϵi, i = 1, ..., n sont des erreurs normalement distribuées, de moyenne nulle et de variance
σ2.
L’estimateur de f est donné par la minimisation de la somme convexe pour q ∈]0, 1[:

(1− q)
n∑

i=1

(yi − f(xi))
2 + q

∫ b

a

f (r)(x)2dx, α > 0. (2.11)

On pose α = q
1−q

. La formule précidents devient :

n∑
i=1

(yi − f(xi))
2 + α

∫ b

a

f (r)(x)2dx, α > 0,

Il est equivalent d’estimer f par la fonction f̂ qui minimise la fonctionnelle suivante par
rapport à toute fonctions f dans W r

2 [a, b].

Théorème (2.6) : [Schoenberg][34]

Le minimum du problème (2.11) admet une solution unique f̂(x) qui est une fonc-
tion spline dans l’ensemble S2r(x1, ..., xn). Nous allons traiter le cas où r = 2, déjà vue
précédemment, ce cas est souvent utilisé car il donne un algorithme trés simple pour la
construction de la fonction spline. En plus, les spline cubique sont facilement évaluées et
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donnent ”en général” des résultats satisfaisants. Poser r = 2 revient à résoudre le problème
de minimisation suivant : Trouver la fonction f qui minimise

R(f̂) =
n∑

i=1

(yi − f(xi))
2 + α

∫ b

a

(f ′′(x))2dx, (2.12)

par rapport à toute les fonctions f dans W 2
2 [a, b].

la solution du problème (2.12) est une spline de lissage cubique naturelle aux noeuds xi,
i = 1, ..., n (voir [Reinsh][29]).

2.3.7 Existence et unicité de la spline de lissage minimisante

Théorème (2.7) : [Thomas-Agnan][40]

Etant donnés n points (xi, yi), d’abscisses distinctes dans l’intervalle [a, b] et un réel
α > 0, il existe une fonction et une seule f̂ de l’espace de Sobolev W 2

2 [a, b] qui minimise la
quantité R(f̂) dans l’ensemble des fonctions W 2

2 [a, b]. De plus, cette fonction est une spline
polynomiale d’ordre 4 ayant pour noeuds les points x1, ..., xn.

Théorème (2.8) : [Cao (2008)][4]

Supposons que n ≥ 0 et que le paramètre de lissage α est positif, alors f̂ est une spline
cubique naturelle telle que :

F = (I + αK)−1Y,

et pour toute f dans W 2
2 [a, b], on a

R(f̂) ≤ R(f). (2.13)

2.3.8 Propriétés de l’estimateur splines de lissage

1- Biais de l’estimateur

Biais(f̂ , f) = Ef̂ − f = (AαI)f. (2.14)

2-Variance de l’estimateur

V ar(f̂) = E||f̂ − Ef̂ ||2 = σ2tr(At
αAα). (2.15)
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2.3.9 Propriétés asymptotiques de l’estimateur

1- Convergence en moyenne quadratique

Théorème (2.9) : [Wahba][41]

Supposons que σ2 ̸= 0.
Pour avoir la convergence il faut que α décroît avec n. Si cette condition est vérifiée, on a
alors ;

—— f̂α(x) −→ f(x), en moyenne quadratique.

Dans le modèle (2.4), [Craven and Wahba][9] ont majoré l’erreur moyenne quadratique de
l’estimateur f̂α aux points d’observations x1, ..., xn. Avec les notations

f = (f(x1), ..., f(xn))
t et f̂α = (f̂α(x1), ..., f̂α(xn))

t.

cette erreur est appelée MASE s’écrit

n−1E||f − f̂α||2.

Théorème (2.10) : [Craven and Wahba][9]

Dans le modèle (2.4), on suppose que
— Les points d’observations sont tel que

∫ xj

0
ω(x)dx = j

n
pour 1 ≤ j ≤ n

où ω est une fonction strictement positive et continue sur [0, 1] ;
— La fonction f est dans l’espace de Sobolev W r

2 [0, 1] pour un r ≥ 1 donné ;
— Les erreurs ϵ1, ..., ϵn sont décorelées et de variance commune σ2 > 0.

En supposant que m n’est pas un polynôme de degré < r, l’estimateur spline de lissage f̂α
d’ordre 2r est consistant si et seulement si

α = α(n) → 0 et αn2r → ∞ lorsque n → ∞.

D’autre part, la MASE de cet estimateur vérifie

1

n
E||f − f̂α||2 = O(α) +O(

1

α
1
2rn

) (2.16)

Considérons maintenant l’erreur moyenne quadratique intégrée, notée MISE. Dans le cas
du modèle (2.4), sous l’hypothèse du bruit blanc, [Ragozin(1983)][28] a majoré la MISE
des dérivées de la fonction par les les dérivées correspondantes de la spline de lissage f̂α.

Théorème (2.11) : [Ragozin][28]

Dans le modèle (2.4), on suppose que
— Les points d’observations sont équidistants : xj = jn, 1 ≤ i ≤ n ;
— La fonction f est dans l’espace de Sobolev W k

2 [0, 1] avec 0 < kr ;
— Les erreurs ϵi sont centrées, décorrelées et de variance commune σ2
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Soit f̂α l’estimateur spline de lissage d’ordre 2r de f . Si le paramètre de lissage α = α(n)

est choisi de sorte que (nα
1
2r ) − 1 ≤ c pour une constante c et pour tout n ≥ r, alors la

MISE de la jme dérivé (j < k) de f̂α vérifie

E|f − f̂α|2j = E

∫ 1

0

(f j(x)− f̂ j
α(x))

2dx ≤ P (α + n−2r)
k−j
r |f |2k +

Qσ2

n
α(2j+1)

2r

(2.17)

Pour des constantes, P et Q ne dépendent que de r, k et C. En particulier si α(n) ∼ n −2r
2k+1

lorsque n → ∞, alors

E|f − f̂α|2j = O(n
−2r
2k+1 ).

2.3.10 Choix du paramètre de lissage

1-Méthode de la validation croisée(CV)

soit (A)ii le ime élément de la diagonale associée à la matrice de lissage Aα.

Théorème(2.12) [Moulines][24]

Le score de la validation croisée vérifie :

CV (α) =
1

n

n∑
i=1

(
yi − f̂(xi)

1− (Aαii)

)2

, (2.18)

α est choisi de telle manière qu’il minimise CV (α).

2-Méthode de la validation croisée généralisée (GCV)

Il suffit de remplacer les dénominateurs 1− (Aαii) dans la validation croisée CV (α) par
leurs moyenne 1− 1

n
tr(Aα) ainsi le score de la validation croisée généralisée :

GCV (α) =
1

n

∑n
i=1(yi − f̂(xi))

2

(1− 1
n
tr(Aα))2

(2.19)

α est choisi de telle manière qu’il minimise GCV (α).

αGCV = argminGCV (α)

3-Estimation du risque sans biais

Le risque associé à l’estimateur f̂ de f est donnée par :

R(f, f̂) =
1

n
E||f − AαY ||2 = 1

n
||(I − Aα)f ||2 +

σ2

n
tr(AαA

t
α).
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Le principe de l’estimation du risque sans biais est de minimiser le membre droit de
l’équation précédente en se basant sur les observations. Notons que le risque dépend du
biais ||(I − Aα)f ||2. Le principe c’est le remplacer ||(I − Aα)f ||2 par son estimateur sans
biais, qui peut être calculé par

E||(I − Aα)Y ||2 = ||(I − Aα)f ||2 + σ2n− 2σ2tr(Aα) + σ2tr(AαA
t
α).

Par consequent

||(I − Aα)f ||2 = E||(I − Aα)Y ||2 − σ2n+ 2σ2tr(Aα)− σ2tr(AαA
t
α).

Le risque devient

R(f, f̂) =
1

n
E||(I − Aα)Y ||2 − σ2 + 2

σ2

n
tr(Aα)

la seule chose qu’on puisse faire est de prendre ||(I − Aα)Y ||2 − σ2 + 2σ2

n
tr(Aα) comme

estimateur du biais car l’espérance n’est pas estimable à partir des observations. Ainsi, le
choix de α basé sur l’estimation du risque sans biais est donné par la formule suivante :

α̂ = argmin
α>0

||Y − AαY ||2 + 2tr(Aα) (2.20)

Dans la pratique, cette méthode a un petit inconvénient, car α̂ depend de σ2 qui est
difficilement connu en pratique, par consequent σ2 sera estimé

σ̂2 =
||Y − AαY ||2

n

On insère cet estimateur dans la formule de α̂ et on obtient

α̂ = argmin
α>0

||Y − AαY ||2[1 + 2

n
tr(Aα)].

Conclusion
Dans ce chapitre nous avons présenter l’estimation non-paramétrique de la fonction

de régression par la méthode de noyau et spline. Ainsi nous avons donné leurs propriétés
(l’espérance, la variance). Ensuit, nous avons utilisé la méthode de validation croisée pour
le choix du paramètre de lissage pour chaques méthodes.

Dans le chapitre suivant nous allons comparer les deux méthodes d’estimation de la
courbe de régression de la moyenne à savoir la méthode du noyau et la méthode des splines
par la simulation et un cas reél.
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3
Application

Introduction
Dans ce chapitre, nous allons comparer deux méthodes d’estimation de la courbe de

régression f(x) à travers les différents simulations et un cas réels : Méthodes noyaux et
méthodes splines. La comparaison est basée sur les critères suivants ASE (erreur moyenne
quadratique )

3.1 Application sur R
Dans cette partie, nous allons utilisée le logiciel R, c’est un langage de programmation,

un logiciel libre destiné aux statistiques et à la science des données soutenu par la R Foun-
dation for Statistical Computing. Il fait partie de la liste des paquets GNU et est écrit en C.

On a utilisé le R pour calculer et représenter graphiquement la fonctions de régression
et leurs estimateurs afin de pouvoir les comparer dans des situations simulées.

Le ASE est calculer par la formul suivante :

ASE(f̂ , f) =
1

n

∑
((f̂(x)− f(x))2)
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3.2 Etude comparatif

3.2.1 Méthode de noyau

Rappelons qu’on suppose que lon a observé un échantillon (Xi, Yi); i = 1, ..., n et on
veut expliquer la variable aléatoire Yi par Xi. De plus, on suppose que le modèle est donné
par l’expression :

yi = f(xi) + ϵi ;

où ϵi est l’aléatoire centré et indépendente de Xi. Aussi la fonction de régression :

f(x) = E[Y/X = x] =

∫
ym(x, y)∂y

mX(x)

où mX(x) est la densité de la variable X, et gX(x) =
∫
ym(x, y)∂y.

Nous avons vu que f(x) est estimé par la quantité

f̂(x) =

∑
YiK(Xi−x

hn
)∑

K(Xi−x
hn

)
=

ĝX(x)

m̂X(x)
;

Il dépend de la taille de l’échantillon n, et aussi du noyau K et de la fenêtre hn qu’il faut
choisir pour calculer f̂(x) : avec ĝX(x) est l’estimateur naturel de gX(x) :

ĝX(x) =
1

nhn

∑
YiKhn(Xi − x);

et m̂X(x) l’estimateur du noyau de la densité de la fonction m

m̂X(x) =
1

nhn

∑
Khn(Xi − x).

Dans la suite de ce chapitre, nous supposons que notre modèle est de la forme

y = f(x) + ϵ, où ϵ → N(0;σ2)

3.2.2 Méthode des splines

L’estimateur de la fonction de régression spline :

f̂α(xi) = (I + αK)−1Y = AαY.

avec Aα une matrice lisse qui ne dépend que des xi, i = 1, ..., n, l’estimateur est linéaire
par rapport au vecteur Y .
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Le paramètre de lissage est choisi par la méthode de la validation croisée généralisée :

α̂ = argmin
1

n

∑n
i=1(yi − f̂(xi))

2

(1− 1
n
tr(Aα))2

;

Les simulations sont effectuées pour différentes tailles d’échantillon de plus en plus grandes :

n ∈ {50, 100, 200, 500, 1000, 2000}

3.3 Modèles de fonction
Les modèles considérés sont :

1.f1(x) = 4.26(exp(−3.25xi)− 4exp(−6.5xi) + 3exp(−9.75xi)) + ei,[Eubank][12]
2.f2(x) = xi + 0.5exp(−50(xi − 0.5)2) + ei.[Eubank][12]

3.3.1 Modèle f1(x)

1. x est uniforme sur [0, 5] ;
2. e sont les résidus qui sont normalement distribués de moyenne 0 et de variance σ2 = 0.05 ;

ASE associé à f1

n ASE noyau ASE spline
50 0.1480599 0.0898976
100 0.0975050 0.0654594
200 0.0750013 0.0497245
500 0.0655905 0.0374850
1000 0.0674577 0.0216823
2000 0.0414707 0.0160180

Table 3.1 – ASE donnée par les deux méthodes associée au modèle f1(x) en fonction de
la taille de l’échantillon n.
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Pour n = 50

Figure 3.1 – Estimation de f1, n = 50.

Pour n = 100

Figure 3.2 – Estimation de f1, n = 100.
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Pour n = 200

Figure 3.3 – Estimation de f1, n = 200.

Pour n = 500

Figure 3.4 – Estimation de f1, n = 500.
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Pour n = 1000

Figure 3.5 – Estimation de f1, n = 1000.

Pour n = 2000

Figure 3.6 – Estimation de f1, n = 2000.
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Discution des résultats du modèle f1 :

D’aprés les résultats du tableau(3.1) on peut observée que :

• La valeur de ASE diminue lorsque la taille d’échantillon n augmente et ce résultat
est vrai pour les deus méthode.

On remarque que quelque soit la taille n de l’échantillon l’erreur associée à la méthode
des fonction spline est la plus petite par rapport a la méthode du noyaux (ASE spline <
ASE noyaux),

Graphiquement :

On remarque que la meilleur méthode qui ajuste bien les données est la méthode des
splines.
On conclue que la méthode des splines est meilleure que celle du noyau.

3.3.2 Modèle f2(x)

1.x est uniforme sur [0, 3] ;
2.e sont les résidus qui sont normalement distribués de moyenne 0 et de variance σ2 =
0.0225 ;

ASE associé à f2

n ASE noyau ASE spline
50 0.516535 0.08642
100 0.405451 0.07123
200 0.065675 0.00684
500 0.045677 0.00478
1000 0.033895 0.00474
2000 0.017639 0.00356

Table 3.2 – ASE donnée par les deux méthodes associée au modèle f2(x) en fonction de
la taille de l’échantillon n.
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Pour n = 50

Figure 3.7 – Estimation de f2, n = 50.

Pour n = 100

Figure 3.8 – Estimation de f2, n = 100.
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Pour n = 200

Figure 3.9 – Estimation de f2, n = 200.

Pour n = 500

Figure 3.10 – Estimation de f2, n = 500
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Pour n = 1000

Figure 3.11 – Estimation de f2, n = 1000.

Pour n = 2000

Figure 3.12 – Estimation de f2, n = 2000.
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Discutez les résultats du modèle f2 :

D’aprés les résultats du tableau(3.2) on peut observée que :
Les valeur de ASE diminue lorsque la taille d’échantillon n augmente,ce résultat est vrai
pour les deux méthodes .
On trouve les mêmes résolution que le modèle f1 .Donc la méthode optimale pour nos
données est toujours la méthode spline .Et cette constatation est vérifiée graphiquement.

3.3.3 Cas réel

Soit l’ensemle données réelles concerne les données de l’éolienne, voir [Ebank(1999)][12] :
•La variable dépendante Y est la sortie du courant continu.
•La variable indépendante X est la vitesse du vent (miles/h).

x y x y x y
2.45 0.123 2.70 0.500 2.90 0.653
3.05 0.558 3.40 1.057 3.60 1.137
3.95 1.144 4.10 1.194 4.60 1.562
5.00 1.582 5.45 1.501 5.80 1.737
6.00 1.822 6.20 1.866 6.35 1.930
7.00 1.800 7.40 2.088 7.85 2.179
8.15 2.166 8.80 2.112 9.10 2.303
9.55 2.294 9.40 2.386 10.00 2.236
10.20 2.310

Table 3.3 – Données sur les éoliennes.

ASE associée au cas réel

ASE noyau ASE spline
0.751359 0.386751

Table 3.4 – ASE associée au cas réel.
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Figure 3.13 – Estimation de la courbe d’éoliennes par la méthode du noyau et la méthode
des fonctions splines.

Discution des résultats :

Pour les résultats du tableau (3.3) en conclus que l’erreur associée à la méthode des
fonctions splines est petite par rapport à celle donnée par la méthode du noyau. Ce qui
signifie que la méthode des spline estime bien les données même dans le cas réel.

Conclusion
Dans ce dérnier chapitre, nous avons comparé la méthode du noyau et la méthode

des splines pour éstimer la fonction de régréssion. Les résultats obtenus montrent que la
méthode des splines donne de meilleurs résultats que celle du noyau et ces résultats sont
confirmés graphiquement.
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Conclusion générale

Dans ce travail nous avons présenté deux méthodes d’estimation non paramétrique de
la fonction de régression, les méthodes étudiées sont la méthode du noyau et la méthode des
fonctions des splines . Le but principal est de comparer ces deux méthodes en s’appuyant
sur des exemples de fonctions de régressions simulé et sur un cas réel. Ce travail peut être
résumer en deux parties principales :

La première partie est théorique, elle comporte les deux premiers chapitres. Dans le
premier chapitre nous avons défini quelques méthodes d’éstimation non paramétrique de
la fonction de régréssion, la méthode de noyau, les k plus proche voisin, la méthode des
séries orthogonales et la méthode des splines .
Dans le deuxième chapitre, nous nous sommes intéressé à la méthode du noyau et la mé-
thode spline, nous avons défini les estimateurs et leurs différentes propriétés statistiques et
asymptotiques.

La deuxième partie de ce travail, est la partie simulation ,l’utilisent le logiciel R qui
nous a permis de comparer par simulation, sur des fonctions cibles et un cas réel les deux
méthode. Cette comparaison basé sur le critère ASE .
On conclut :

. Le meilleur résultat est obtenu avec la méthode de spline.

. l’erreur assocer à la méthode des spline est la plus petite à celle associer a la méthode
du noyaux, (ASE spline < ASE noyau). Donc le meilleur résulltat est obtenu par la mé-
thode des spline.
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Résumé

Dans ce travail nous etudiants l’estimateur non paramétrique de la fonction de régréssion
pour les données réelles en utilisant la méthode de noyau et splin. Puis nous allons la

comparer avec la méthode de ASE (avrege squart error) Finalement un travail de
simulation on a donnée des explications graphiques des résultats théoriques appliqués sur

des exemples de regression non linéaire à laide du logiciel R. Pour vérifier la bonne
estimateurs entre noyaux et spline.

Mots clés : régression non-paramétrique ; Fonction ; Spline de lissage ; noyau ;
VCG

Abstract
In this work we study the nonparametric estimator of the regression

function. sion for real data using the kernel and spline method. Then we
compare it with the ASE (avrege squart errer) method Finally, a simulation
work graphical explanations of the theoretical results applied to nonlinear

examples of non-linear regression using R.software to check that the
estimators between kernels and splin.

words :non-parametric regression ;Function ;Smoothing
spline ;kernels ;VCG
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