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Introduction Générale

Dans un secteur commercial, la capacité à prédire avec précision les ventes futures est
devenue un atout stratégique crucial. Cette compétence permet aux entreprises la gestion
efficace de la production et la prise de décision stratégique. Traditionnellement, les en-
treprises font appel à des méthodes statistiques classique telles que la moyenne mobile et
les modèles de régression, bien que ces méthode aient été utiles, elles ont souvent des limites.

Avec l’emergence des technologies de d’information et l’accès croissant à des données
massives, l’intelligence artificielle et notamment l’apprentissage automatique s’est imposé
comme une solution efficace pour améliorer la précision des prévisions des ventes.

L’apprentissage automatique est une branche de l’intelligence artificielle permet aux
ordinateurs d’apprendre automatiquement à partir des données sans être explicitement
programmés pour chaque tâche. Les algorithmes d’apprentissage automatique, comme les
machines à vecteurs de support et les forêts aléatoires, ont prouvé leur efficacité dans dif-
férnets domains, y compris la prévision des ventes. Ces techniques offrent la possibilité
de traiter des quantités massive de données, en prenant compte de multiple facteurs in-
fluencent les ventes, tels que les tendances saisonnières, les promotions et les évolutions du
comportement des consommateurs.

La mise en place de modèles de l’apprentissage automatique pour prédire les ventes
nécessite plusieurs étapes essentielles. En premier lieu, la collecte et la préparation des
données, où les données historiques sont regroupées et analysées. Puis, la sélection et l’en-
traînement du modèle, où divers algorithmes du machine learning sont évalués et ajustés
afin d’améliorer leurs performances. Enfin, l’évaluation et la validation du modèle sont ef-
fectuées en évaluant les performances du modèle à partir de données de test afin de garntir
sa précision et sa robustesse.
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TABLE DES FIGURES

L’objectif principale est de prédire les ventes future de l’entreprise Cevital.
Ce mémoire est organisé de la manière suivante :

Le premier chapitre, offre une vue d’ensemble de Cevital. Nous examinerons son his-
toire, sa strucure organisationnelle, ses principales activité et ses accomplissement.

Dans le deuxième chapitre, nous allons abordé deux aspects essentiels : Introduction
à l’apprentissage automatique et leur utilisation dans la prévision des ventes. Dont, nous
aborderons les concepts fondamentaux de l’apprentissage automatique, ses différents types
d’algorithmes (supervisé, non supervisé et apprentissage par renforcement) et ses objectifs.
Nous étudierons l’importance de la prévision des ventes dans la gestion d’une entreprise,
les défis courants ainsi que l’utilisation de machine learning pour la prévision.

Enfin, le dernier chapitre décrira le processus d’implémentation d’un modèle d’appren-
tissage automatique pour la prévision des ventes de l’année 2024 de Cevital. Noux expose-
rons en détail les différentes étapes, depuis la collecte et la préparation des données jusqu’à
l’évaluation du modèle. L’utilisation de Python pour le développement d’un modèle apro-
prié et Power BI pour la visualisation des résultats sera également abordée.

Ce mémoire se termine par une conclusion générale qui résume les principaux résul-
tats obtenus concernant l’application de l’apprentissage automatique dans la prévision des
ventes.
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Chapitre 1

Présentation de l’entreprise d’acceuil
"CEVITAL"

1.1 Introduction
Cevital est une entreprise privée algérienne fondée en 1998 par Issad Rebrab. En l’es-

pace de quelques décennies, elle s’est imposée comme un acteur incontournable de l’éco-
nomie algérienne et internationale grâce à une stratégie de diversification et d’innovation
constante. Ce chapitre se propose de présenter de manière exhaustive l’entreprise Cevital,
en mettant en lumière son histoire, ses secteurs d’activité, ses valeurs, son organisation
interne, et son impact économique et social. Nous aborderons d’abord l’historique de Ce-
vital pour comprendre les étapes clés de son développement. Ensuite, nous détaillerons les
différents secteurs dans lesquels l’entreprise opère, en insistant sur ses principales unités
de production et leur capacité. Nous discuterons également des valeurs et de la philosophie
qui guident les actions de Cevital, ainsi que de son engagement en matière d’éthique profes-
sionnelle. Par ailleurs, nous présenterons l’organisation interne de l’entreprise, incluant la
répartition des effectifs et la structure des différentes directions. Enfin, nous examinerons
l’impact économique et social de Cevital en Algérie, en soulignant ses contributions signi-
ficatives au développement national. Ce chapitre vise non seulement à informer le lecteur
sur la structure et les activités de Cevital, mais aussi à illustrer comment une entreprise
peut se développer et prospérer tout en respectant des principes éthiques et en contribuant
positivement à la société.

1.2 Historique de Cevital
Depuis sa création en 1998, Cevital a connu une croissance remarquable, débutant avec

des investissements dans l’agroalimentaire avant de diversifier ses activités dans d’autres
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CHAPITRE 1. PRÉSENTATION DE L’ENTREPRISE D’ACCEUIL "CEVITAL"

secteurs tels que la grande distribution, l’électronique et la sidérurgie. Chaque étape de
son développement a été marquée par des acquisitions stratégiques et des expansions in-
dustrielles.

• 1998 : Lancement de l’huile alimentaire Elio ;
• 2001 : Lancement de la margarine Fleurial et Matina et du beurre tendre Gourmand ;
• 2002 : Lancement de Skor 1kg ;
• 2006 : Lancement des boissons aux jus Tchina ;
• 2007 : Lancement de l’eau minérale Lalla Khedidja ;
• 2010 : Lancement du sucre liquide ;
• 2013 : Lancement de la chaux calcique ;
• 2015 : Lancement du gaz CO2 alimentaire ;
• 2016 : Lancement du sucre roux ;
• 2018 : Lancement des sauces et condiments ;
• 2020 : Lancement de la production plasturgie ;
• 2023 : La trituration des graines oléagineuses.

Ces initiatives ont contribué à renforcer la présence de Cevital sur le marché et à diversifier
ses produits et services [1].

1.3 Présentation de Cevital
Cevital est une Société par Actions au capital privé de 68,760 milliards de DA. Elle

a été créée en mai 1998. Elle est implantée à l’extrême Est du port de Béjaia. Elle est
l’un des fleurons de l’industrie agroalimentaire en Algérie, constituée de plusieurs unités de
production équipées de la dernière technologie et poursuit son développement par divers
projets en cours de réalisation. Son expansion et son développement durant les 5 dernières
années, font d’elle un important pourvoyeur d’emplois et de richesses [1].

1.4 Valeurs de l’Entreprise
Un référentiel des valeurs a été mis en œuvre. Leurs applications doivent être le reflet

d’un comportement exemplaire.
1. Écoute et Respect ;
2. Intégrité et Transparence ;
3. Solidarité et Esprit d’équipe ;
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CHAPITRE 1. PRÉSENTATION DE L’ENTREPRISE D’ACCEUIL "CEVITAL"

4. Initiative et Persévérance ;
5. Courage et Engagement de performance.

Ces valeurs sont fondées sur le respect mutuel et sont essentielles pour maintenir un envi-
ronnement de travail exemplaire [1].

1.5 Présentation de L’Entreprise Cevital Agro-Industrie

Créée en 1998 et implantée au sein du port de Bejaia, Cevital Agro-industrie dispose de
plusieurs unités de production ultramodernes de sucre, corps gras, eau minérale, boissons
et sauces. Elle couvre les besoins nationaux et a permis de faire passer l’Algérie du stade
d’importateur à celui d’exportateur pour les huiles, les margarines et le sucre. Ses produits
se vendent dans plusieurs pays, notamment en Europe, au Maghreb, au Moyen Orient et
en Afrique de l’Ouest.

1.5.1 La répartition de Cevital Agro-industrie
À l’arrière-port de Béjaia à 200 ML du quai : Ce terrain à l’origine marécageux et

inconstructible a été récupéré en partie d’une décharge publique, viabilisé avec la dernière
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technologie de consolidation des sols par le système de colonnes ballastées (337 KM de
colonnes ballastées de 18 ML chacune ont été réalisées) ainsi qu’une partie à gagner sur la
mer.
Les raffineries et unités de production :

— 2 raffineries de sucre 3000 et 3500 Tn ;
— 1 unité de sucre liquide et une unité de production de sucre roux ;
— 2 unité de conditionnement de sucre ;
— 1 raffinerie d’huile ;
— 1 unité de conditionnement de huile ;
— 1 margarinerie ;
— 1 unité d’eau minérale et gazéifiée ;
— 1 unité de fabrication et de conditionnement de boissons fruitées et de production de

conserves et confitures ;
— 1 unité de production des sauces ;
— 1 unité de fabrication de chaux calcinée et CO2 ; Silos portuaires ainsi qu’un terminal

de déchargement portuaire d’une capacité de 2000 tonnes/jour.

À Béjaia

Nous avons entrepris la construction des installations suivantes :
— Raffinerie Huile ;
— Margarinerie ;
— Silos portuaires ;
— Raffinerie de sucre.

1. Pôle corps gras : Solide

1. Pôle corps gras : Solide

1. Pôle de sucre
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À El Kseur

Une unité de production de jus de fruits Cojek a été rachetée par le groupe Cevital
dans le cadre de la privatisation des entreprises publiques algériennes en novembre 2006.
Un immense plan d’investissement a été consenti visant à moderniser l’outil de production
de jus de fruits Cojek. Sa capacité de production est de 14 400 T par an. Le plan de
développement de cette unité portera à 150 000 T/an en 2010.

1. Usine de production jus de fruits Tchina & de sauces

À Tizi Ouzou

À Agouni Gueghrane : au cœur du massif montagneux du Djurdjura qui culmine à plus
de 2300 mètres :

— L’Unité d’Eau Minérale Lalla Khedidja a été inaugurée en juin 2007 [1].

1.6 Les produits de cevital
Le Complexe Agro-alimentaire est composé de plusieurs unités de production :
1. Huiles Végétales ;
2. Margarinerie et graisses végétales ;
3. Sucre blanc ;
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4. Sucre liquide ;

5. Silos portuaires ;

6. Boissons.

Huiles Végétales

Les huiles de table : elles sont connues sous les appellations suivantes :
Fleurial plus : 100% tournesol sans cholestérol, riche en vitamine (A, D, E)

(Elio et Fridor) : se sont des huiles 100% végétales sans cholestérol,
contiennent de la vitamine E. Elles sont issues essentiellement de la graine
de tournesol, soja et de palme, conditionnées dans des bouteilles de diverses
contenances allant de 1 à 5 litres, après qu’elles aient subi plusieurs étapes de
raffinage et d’analyse.

— Capacité de production : 570 000 tonnes/an ;

— Part du marché national : 70% ;

— Exportations vers le Maghreb et le Moyen-Orient, en projet pour l’Europe.

Margarinerie et graisses végétales

Cevital produit une gamme variée de margarine riche en vitamines A, D, E.
Certaines margarines sont destinées à la consommation directe telle que Matina,
Rania, le beurre gourmant et Fleurial, d’autres sont spécialement produites
pour les besoins de la pâtisserie moderne ou traditionnelle, à l’exemple de la
Parisienne et MEDINA « SMEN ».

— Capacité de production : 180 000 tonnes/an ;

— Part du marché national : 30% ;

— Exportations : Europe, Maghreb et Moyen-Orient. [1]
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Sucre Blanc
Le sucre blanc est issu du raffinage du sucre roux de canne riche en sac-

charose. Le sucre raffiné est conditionné dans des sachets de 50 kg et aussi
commercialisé en morceaux dans des boîtes de 1 kg. Cevital produit aussi du
sucre liquide pour les besoins de l’industrie agroalimentaire et plus précisément
pour les producteurs des boissons gazeuses.

— Entrée en production : 2ème semestre 2009 ;

— Capacité de production : 1 800 000 tonnes/an ;

— Part du marché national : 30% ;

— Exportations vers le Maghreb et le Moyen-Orient.

Silose portuaires
La manutention du sucre est assurée par des installations performantes :

— 02 déchargeurs automatiques de bateaux de 300 T/h chacun ;

— 07 trémies alimentées par gravité à partir des silos ;

— 02 lignes d’ensachage automatiques pour la mise en sac de 50 Kg ;

— 01 installation d’ensachage en sacs de 1 Kg ;

— 10 cellules de stockage d’une capacité totale de 110 000 T de sucre en
vrac ;

— 01 dépôt couvert de 10 000 T pour le stockage de sucre en sac de 50 Kg.

Boissons
L’unité de production Cojek, spécialisée dans les jus de fruits et boissons,

a bénéficié d’importants investissements pour moderniser ses équipements et
augmenter sa capacité de production à 150 000 tonnes par an en 2010. Elle
produit les jus de fruits sous la marque Vitajus.

— Capacité de production : 150 000 T/an en 2010 ;

— Part du marché national : 30% ;

— Exportations : en projet.

[1]
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1.7 Les Partenaires et Clients de Cevital

Cevital Food sert une clientèle variée, incluant entreprises et particuliers, tant au niveau
national qu’international. Ses principaux clients sont :

— Les grandes surfaces et supermarchés ;

— Les industries agroalimentaires ;

— Les petites et moyennes entreprises ;

— Les collectivités et institutions ;

— Les consommateurs finaux.

L’entreprise s’engage à fournir des produits de haute qualité et un service après-vente
performant, répondant aux besoins et attentes spécifiques de chaque client.

1.8 Engagement de Cevital Food envers la Qualité et
l’Innovation

La devise de Cevital Food est : Qualité, Innovation, Respect de l’Environne-
ment. Ces valeurs sont intégrées dans chaque aspect de l’activité, de la production à la
commercialisation et au service client. Cevital Food accorde une grande importance au
contrôle de qualité, illustrée par l’engagement de la direction dans le processus de certifi-
cation ISO 22000 version 2005. Toutes les unités de production disposent de laboratoires
de microbiologie et de contrôle de qualité, équipés d’outils d’analyse performants.
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1.9 L’Organisation Générale des Composantes
Cevital Food est organisée en différentes composantes pour assurer une gestion efficace

et une production optimale. Les principales composantes sont :
— Direction Générale ;
— Direction des Ressources Humaines ;
— Direction de la Production ;
— Direction de la Qualité ;
— Direction Commerciale ;
— Direction Logistique ;
— Direction Financière.
Chaque direction joue un rôle crucial dans le fonctionnement global de l’entreprise et

travaille en étroite collaboration avec les autres départements pour atteindre les objectifs
de l’entreprise.

1.10 Les Missions des Directions

Direction Générale
La Direction Générale est responsable de la stratégie globale de l’entreprise. Elle dé-

finit les grandes orientations, prend les décisions stratégiques et supervise l’ensemble des
activités de l’entreprise.

— Élaboration de la stratégie d’entreprise ;
— Prise de décisions stratégiques ;
— Supervision des opérations de l’entreprise ;
— Représentation de l’entreprise auprès des parties prenantes.

Direction des Ressources Humaines
La Direction des Ressources Humaines gère les relations humaines et les aspects ad-

ministratifs des employés. Elle veille au recrutement, à la formation et au bien-être des
salariés.

— Recrutement et intégration des nouveaux employés ;
— Gestion des carrières et des compétences :
— Formation et développement des compétences ;
— Gestion des relations sociales et du climat de travail.
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Direction de la Production
La Direction de la Production est responsable de la planification, de l’organisation et

du contrôle des processus de production. Elle veille à l’optimisation des ressources et à la
qualité des produits fabriqués.

— Planification de la production ;
— Gestion des unités de production ;
— Contrôle de la qualité des produits ;
— Optimisation des processus de production.

Direction de la Qualité
La Direction de la Qualité assure que les produits et services de l’entreprise répondent

aux standards de qualité. Elle met en place des procédures de contrôle et d’amélioration
continue.

— Définition des standards de qualité ;
— Mise en place de procédures de contrôle qualité ;
— Suivi et amélioration continue de la qualité ;
— Gestion des certifications et des audits qualité.

Direction Commerciale
La Direction Commerciale gère les relations avec les clients et les activités de vente.

Elle développe les stratégies commerciales et assure la satisfaction des clients.
— Développement de la stratégie commerciale ;
— Gestion des relations clients ;
— Suivi des ventes et des performances commerciales ;
— Analyse du marché et des opportunités de croissance.

Direction Logistique
La Direction Logistique est en charge de la gestion des flux de matières et de produits.

Elle veille à l’efficacité des approvisionnements, des stocks et des livraisons.
— Gestion des approvisionnements ;
— Gestion des stocks ;
— Organisation des livraisons ;
— Optimisation des coûts logistiques.
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Direction Financière
La Direction Financière gère les aspects financiers de l’entreprise. Elle s’assure de la

santé financière et de la rentabilité de l’entreprise.
— Élaboration des budgets et des prévisions financières ;
— Suivi de la trésorerie et des dépenses ;
— Analyse financière et gestion des risques ;
— Gestion des relations avec les investisseurs et les banques [1].

1.11 L’organigramme de l’entreprise Cevital Agro-
Industrie

Figure 1.1 – Organigramme de l’entreprise Cevital

La représentation graphique montre une structure organisationnelle bien définie, avec
la Direction Générale au sommet, responsable de la vision globale et des décisions straté-
giques. En dessous se trouvent des directions clés : Finances & Comptabilité, Marketing,
Stratégie & Planification, Ressources Humaines, Qualité, Hygiène, Sécurité & Environne-
ment (QHSE), et Exploitations, chacune jouant un rôle essentiel dans le succès de l’entre-
prise.

L’organigramme inclut également notre position au sein de la Direction des systèmes
d’informations pendant notre stage chez Cevital, direction cruciale pour le développement
technologique et l’innovation numérique de l’entreprise.
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1.12 Répartition des Effectifs

Figure 1.2 – L’effectif de cevital et sa répartition

Les effectifs de Cevital sont répartis de manière équilibrée entre les sites et les directions
de l’entreprise. Le site de Bejaia compte 3071 employés et celui de Tizi Ouzou en a 217. La
majorité des employés sont des hommes (96%) avec une distribution homogène à travers les
différentes tranches d’âge. L’effectif total de Cevital Agro-industrie est de 3808 employés
[1].
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1.13 Impact Économique et Social
Cevital joue un rôle crucial dans le développement économique de l’Algérie, créant des

emplois et des opportunités de croissance. L’entreprise est également engagée dans plusieurs
initiatives de responsabilité sociale et environnementale, contribuant ainsi au bien-être de
la communauté et à la protection de l’environnement.

1.14 Protection de l’environnement
Cevital Food s’engage à protéger l’environnement et à promouvoir des pratiques du-

rables. Les actions mises en place comprennent :

— Réduction des déchets et recyclage ;
— Utilisation de technologies propres ;
— Sensibilisation des employés à l’environnement ;
— Participation à des projets écologiques locaux [1].

1.15 Conclusion
En résumé, Cevital est un acteur économique majeur en Algérie, avec une forte pré-

sence dans plusieurs secteurs d’activité. Son engagement envers l’innovation, la création
de richesse, et la responsabilité sociale en fait une entreprise exemplaire et un pilier de
l’économie algérienne. Les perspectives futures de Cevital sont prometteuses, avec des op-
portunités de croissance et d’expansion continue.
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Chapitre 2

Fondements et Applications
d’apprentissage automatique dans la
Prévision des Ventes

I. Introduction à l’apprentissage automatique

2.1 Introduction
L’apprentissage automatique, une innovation en science des données, transforme la fa-

çon en que les entreprises anticipatent leurs ventes, permettant une prévision précise de la
demande, une ajustement efficace, une amélioration de la satisfaction cliente.

2.2 Définition de l’apprentissage automatique
Apprentissage automatique (en anglais : machine learning (ML)), apprentissage artifi-

ciel ou apprentissage statistique est un domaine de l’intelligence artificielle qui utilise des
méthodes mathématiques et statistiques pour donner aux ordinateurs la capacité d’ap-
prendre à partir des données.
En voici une définition plus technique :
«Étant donné une tâche T et une mesure de performance P, on dit qu’un programme in-
formatique apprend à partir d’une expérience E si les résultats obtenus sur T, mesurés par
P, s’améliorent avec l’expérience E .[2]

Les algorithmes d’apprentissage automatique sont utilisés pour automatiser et exécuter
n’importe quelle tâche basée sur des règles ou des modèles définis par des données. L’ap-
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prentissage automatique peut être mis à l’échelle pour gérer des problèmes techniques plus
étendus tels que la détection d’images pour les voitures autonomes, la prévision des ventes
et la résolution de nombreux autres problèmes.
La figure(2.1) montre la relation entre ML, IA et deep learning :

Figure 2.1 – La relation entre ML, IA et deep learning

2.3 Objectifs de l’apprentissage automatique
Les objectifes d’apprentissage automatique sont variés et dependent des applications

spécifiques, mais on peut identifier plusieurs objectifs :
• La prédiction : Créer des patterns (modèles) capables d’établir des prédictions pré-

cises sur de nouvelles données.
• La reconnaissance de forme : identifier des motifs et des structures complexes dans

les données. Nous pouvons citer la reconnaissance d’images, de la parole, etc.
• L’optimisation : Permettre aux systèmes de prendre des décisions plus intelligentes.
• La recommandation : L’analyse des préférences et des comportements des utilisateurs

pour leur suggérer des produits, des services ou des contenus pertinents.
Les divers objectifs des différents modèles de Machine Learning illustrent la polyvalence
de cette technologie.

2.4 Types de l’apprentissage automatique
Il existe plusieurs catégories de problèmes distinctes dans le domaine d’apprentissage

automatique. Ils varient selon le type de données fournies et le type de conclusions à en
tirer. Trois types standard sont décrits ci-dessous, afin d’établir une certaine notation et
terminologie :
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Figure 2.2 – Types d’apprentissage automatique

2.4.1 Apprentissage Supervisé
L’apprentissage supervisé consiste à utiliser un ensemble de données historiques pour

prédire des événements futurs statistiquement probables, c’est-à-dire à partir d’événements
déjà prédits. L’objectif est d’entraîner le modèle choisi pour qu’il puisse prédire correcte-
ment la sortie pour des entrées étiquetées. L’apprentissage supervisé est de deux types ;
classification et régression.

Figure 2.3 – Types d’apprentissage supervisé

2.4.1.1 Classification

Elle consiste à attribuer une classe (étiquette ou label) à une observation en fonction de
ses caractéristiques. Les méthodes de classification peuvent être basées sur des hypothèses
probabilistes (le naïf bayésien), des notions de proximité (les k plus proches voisins) ou des
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recherches dans des espaces d’hypothèses (l’arbre de décision). Cet algorithme est utilisé
pour prédire les valeurs discrètes telles que masculine|féminine, vrai|faux, spam|pas de
spam, etc.

2.4.1.1.1 Modèles de classification

a- Bayésien naïf
Est la méthode de classification qui classe un ensemble d’observations selon les règles déter-
minées par l’algorithme lui-même. Le classificateur naïf bayésien est basé sur le théorème de
"Bayes" avec une forte hypothèse de dépendance conditionnelle entre les caractéristiques.
Dans la phase d’apprentissage, l’algorithme développe ses règles de classification sur cet
ensemble de données et les applique à la classification de l’ensemble de données prédit dans
la deuxième étape [3].
Le théorème est donné par la formule suivante :

P (A|B) = P (B|A) · P (A)
P (B) (2.1)

Où :
A et B sont des événements ;
P(A) : est la probabilité d’observer l’événement A ;
P(B) : est la probabilité d’observer l’événement B ;
P(A|B) : est la probabilité conditionnelle d’observer A, sachant qu’un autre événement B
de probabilité non nulle s’est réalisé.

b- k-plus proches voisins
La méthode du k-plus proche voisin en anglais(K-nearest neighbors (kNN)) est une mé-
thode non paramétrique où une nouvelle observation est classée dans la classe d’apparte-
nance de l’observation de l’échantillon d’apprentissage qui lui est la plus proche en fonction
des covariables utilisées.
La figure (2.4) montre un exemple de l’algorithme KNN, où un échantillon est assigné à la
classe la plus fréquente parmi ses k voisins les plus proches :

Figure 2.4 – Exemple de l’algorithme KNN
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c- Arbres de décision
Un arbre de décision est un outil visuel permettant d’expliquer une variable cible à partir
d’autres variables dites explicatives.
Les arbres de décision peuvent gérer à la fois des variables continues et discrètes, fournissant
des indications claires pour la prédiction et la classification sans trop de calculs. Ils sont
faciles à comprendre et à interpréter, ce qui permet d’assurer de meilleures approximations,
quelle que soit la complexité des données. Ils ont une structure hiérarchique arborescente
comprenant un nœud racine, des branches, des nœuds internes et des nœuds floraux [4].
Considérons l’exemple simple représenté dans la figure (2.5) :

Figure 2.5 – Schéma d’un arbre de décision

d- Machine à support de vecteur (SVM)
Le SVM est un modèle d’apprentissage automatique supervisé qui est principalement uti-
lisé pour les classifications (mais il peut aussi être utilisé pour la régression !). Il vise à
déterminer l’hyperplan optimal dans un espace à N dimensions qui peut séparer les points
de données de différentes classes dans l’espace des caractéristiques [5].
La figure (2.6) illustre un exemple de classification par svm :

Figure 2.6 – Exemple de classification par svm
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2.4.1.1.2 Métriques d’évaluation

a- Matrice de confusion
Est une évaluation des performances pour les classificateurs binaires ou multi-classes qui
s’appuient sur machine learning ou deep learning. Elle est présentée sous forme de tableau,
chaque cellule représente le nombre de fois où le modèle peut prédire correctement ou mal
la classe. La figure (2.7) montre la matrice de confusion qui représente le calcul de TP, TN,
FP et FN [6] :

Figure 2.7 – Matrice de confusion

Le TP (True Positives) indique le nombre de prédictions où le modèle a correctement
prédit une classe prédéterminée positive, le TN (True Negatives) désigne le nombre de
prédictions où le modèle a correctement prédit une classe prédéterminée négative, le FP
(False Positives) représente le nombre de prédictions où le modèle a prédit incorrectement
une classe prédéterminée positive, alors qu’elle était négative, et le FN (False Negatives)
indique le nombre de prédictions pour lesquelles le modèle a prédit incorrectement une
classe prédéterminée négative, alors qu’elle était positive [6].

b- Précision, rappel et score F1
Grâce à la matrice de confusion, la précision, le rappel ainsi que le score F1 peuvent être
calculés.

La précision représente la proportion d’échantillons prédits qui appartiennent réelle-
ment à cette classe par rapport à tous les échantillons prédits de cette classe ; elle est
exprimée de la manière suivante [6] :

Precision = TP

TP + FP
(2.2)

Le rappel représente la proportion d’échantillons prévus dans une classe qui appar-
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tiennent réellement à cette classe par rapport à tous les échantillons réels de cette classe ;
il peut être exprimée de la manière suivante [6] :

Rappel = TP

TP + FN
(2.3)

Le score F1 est une évaluation unique qui combine précision et rappel, il est représenté
comme suit [6] :

ScoreF1 = 2 ∗ precision ∗ rappel

precision + rappel
(2.4)

2.4.1.2 Régression

La régression est une technique couramment utilisée en apprentissage automatique et
en statistique pour modéliser et analyser la relation entre une variable dépendante (cible)
et une ou plusieurs variables indépendantes (caractéristiques). Cet algorithme est utilisé
pour prédire les valeurs continues telles que les prix, les températures, ou d’autres mesures
quantitatives.

2.4.1.2.1 Modèles de régression

a- Régression linéaire simple
La régression linéaire est un modèle de régression simple qui calcule la relation linéaire
entre la variable dépendante (Y) et une variable indépendante (X) en ajustant une équa-
tion linéaire aux données observées. L’equation est donné de cette forme :

y = a + bx + ϵ (2.5)

Où :
y : variable dépendante(cible) ;
x : Variable indépendante (caractéristique) ;
b : Coefficient de régression ;
a : est l’ordonnée à l’origine (représentant la valeur de y lorsque x=0) ;
ϵ : est l’erreur aléatoire.

La formule de b pour la régression linéaire simple est :

b = n
∑ (xy) − ∑

x
∑

y

n
∑ (x2) − (∑

x)2 (2.6)
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La formule de a pour la régression linéaire simple est :

a =
∑

y − b
∑

x

n
(2.7)

Un exemple de régression linéaire est illustré dans la figure (2.8) :

Figure 2.8 – Exemple de régression linéaire

b- Régression linéaire multiple
Cela est une extension de la régression linéaire simple qui permet de modéliser la relation
entre la variable dépendante (y) et plusieurs variables indépendates. L’équation de la ré-
gression linéaire multiple est la suivante :

y = a + b1x1 + b2x2 + ... + bkxk + ϵ (2.8)

Où :
x1, x2, ..., xk : Variables indépendantes (caractéristiques) ;
b1, b2, ..., bk : Coefficients de régression associés à chaque variable indépendante.

c- Régression polynomial
La régression polynomial est une technique d’analyse de régression dans laquelle la re-
lation entre la variable indépendante X et la variable dépendante y est modélisée comme
un polynôme de degré n. La formule générale pour une régression de degré polynomiale est :

y = a + b1x + b2x
2 + b3x

3... + bkxn + ϵ (2.9)
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Dans la figure (2.9), on peut observer un exemple de régression polynomiale :

Figure 2.9 – Exemple de régression polynomiale

d- Forêts aléatoires
Les forêts aléatoires sont une méthode d’ensemble qui combine plusieurs arbres de décision
afin de prédire la valeur cible. Elles consistent en une combinaison de plusieurs arbres de
décision pour améliorer la précision et la robustesse par rapport aux arbres individuels.
Elles sont utilisées à la fois pour des tâches de régression et de classification.
Les principaux paramètres de l’algorithme de la forêt aléatoire incluent :
- n_estimators : le nombre d’arbres dans la forêt ;
- max_features : le nombre maximal de caractéristiques à considérer pour diviser chaque
nœud ;
- max_depth : la profondeur maximale des arbres. Limiter la profondeur peut aider à
prévenir le surapprentissage (overfitting) ;
- min_samples_split : le nombre minimum d’échantillons requis pour diviser un nœud.
L’algorithme de la forêt aléatoire est représenté dans la figure (2.10), démontrant comment
l’ensemble des arbres de décision contribue à la prédiction finale :
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Figure 2.10 – Algorithme de la forêt aléatoire

e- Régression à support de vecteur(SVR)
La régression à support de vecteur est une technique basée sur la méthode des Machines
à Vecteurs de Support adaptée aux tâches de régression. Son objectif est de trouver une
fonction qui prédit de manière optimale les valeurs de la variable dépendante y en fonction
des variables indépendantes x.

f- Réseaux de neurones artificiels
Un réseau neuronal artificiel (ANN), souvent simplement appelé réseau neuronal, est un
modèle d’apprentissage supervisé utilisé pour prédire à la fois les valeurs discrètes et conti-
nues. L’architecture du réseau est basée sur des neurones connectés dans une couche d’en-
trée, une ou plusieurs couches cachées et une couche de sortie. Ce réseau est utilisé pour
apprendre des modèles complexes à partir de données grâce à un processus appelé entraî-
nement. Pendant ce processus, le réseau ajuste ses paramètres (poids et biais) en fonction
des données d’entrée et de la sortie attendue [7].
La figure (2.11) montre l’approche des ANN :
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Figure 2.11 – L’approche des ANN

2.4.1.2.2 Métriques d’évaluation

a- Erreur moyenne quadratique (MSE)
La MSE (en anglais Mean Square Error) est une mesure très simple qui calcule la différence
quadratique entre les valeurs réelles et prédites. Elle est difinie comme suit :

MSE =
n∑

i=1

(yi − ŷi)2

n
(2.10)

Où :
yi : est la valeur réelle pour l’observation i ;
ŷi : est la valeur prédite pour l’observation i.

b- Racine d’erreur moyenne quadratique (RMSE)
RMSE (Root Mean Square Error) est la racine carrée de la moyenne des carrées des er-
reurs(MSE), elle est définie de la manière suivante :

RMSE =
√

MSE =
√√√√ n∑

i=1

(yi − ŷi)2

n
(2.11)

c- Erreur Moyenne Absolue (MAE)
La MAE (Mean Absolute Error) est une mesure très simple qui calcule la différence absolue
entre les valeurs réelles et prédites. Elle est définie comme suit :

MAE = 1
n

n∑
i=1

|yi − ŷi| (2.12)

d- R2 score
Le R2 score, aussi appelé R-squared ou coefficient de détermination, est une mesure qui
indique les performances de votre modèle, calcule la proportion de la variance de la variable
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cible expliquée par le modèle.. Des valeurs plus élevées indiquent un meilleur ajustement,
allant de 0 à 1. Il est défini par la formule suivante :

R2 = 1 −
∑n

i=1(yi − ŷi)2∑n
i=1(yi − ȳ)2 (2.13)

Où :
ȳ : est la moyenne des valeurs réelles.

2.4.2 Apprentissage non supervisé
Est une branche d’apprentissage automatique qui implique l’extraction de modèles,

de relations et de structures à partir de données non étiquetées. Cela signifie qu’aucune
donnée d’entraînement ne peut être fournie et que la machine est amenée à apprendre
par elle-même. Il est essentiel que la machine puisse classer les données sans avoir besoin
d’informations préalables sur celles-ci [8].

2.4.2.1 Clustering

Le clustering, ou le regroupement, est une technique fondamentale d’exploration de
données pour découvrir la structure de regroupement cachée des données. Le clustering
implique l’organisation des données non étiquetées en groupes similaires, appelés clusters,
où chaque cluster désigne un groupe d’éléments de données similaires.
Parmi les algorithmes d’apprentissage non-supervisé les plus courants, on peut citer l’al-
gorithme des k-moyennes (K-means).
La méthode clusternig est illustrée dans la figure (2.12) :

Figure 2.12 – Méthode de clustering
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2.4.3 Apprentissage par renforcement
L’apprentissage par renforcement est un type d’algorithme de l’apprentissage automa-

tique dans lequel un agent apprend à prendre des décisions successives en interagissant
avec son environnement. Il repose sur le principe de découvrir des tactiques optimales qui
maximisent les récompenses cumulées au fil du temps par essais et erreurs [9]
. La figure (3.13) présente le processus d’algorithme par renforcement :

Figure 2.13 – Processus d’apprentissage par renforcement

Parmi les algorithmes d’apprentissage par renforcement les plus courants, on peut citer
l’algorithme Recherche d’arbres à Monte-Carlo et Q-learning (pour plus d’informations
voir [9]).

2.5 Domaines d’application
L’apprentissage automatique trouve des applications dans divers domaines, notamment

dans la médecine pour le diagnostic médical automatisé et l’analyse d’images, la technologie
pour la reconnaissance d’images, et le commerce pour la prévision des ventes.

II. Prévision des Ventes en Utilisant l’apprentissage au-
tomatique

La prévision des ventes est un processus complexe mais indispensable pour la gestion
stratégique d’une entreprise suit à les défis qu’elle rencontre mais grâce à l’apprentissage
automatique qui est un outil précieux pour améliorer la précision et l’efficacité des prévi-
sions de ventes, en adaptant des méthodes robustes de collecte, de nettoyage et d’analyse
des données.
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2.6 Qu’est-ce que la prévision des ventes ?
La prévision des ventes, autrement dit demand planning, est une méthode dont l’objectif

est de prévoir les ventes à venir d’une entrepriseconsiste à l’aide des données historiques et
d’autres variables pertinentes. La prévision englobe également un ensemble de méthodes
statistiques très diverses qui visent à réduire l’incertitude liée à la non connaissance du
futur. Elle constitue de ce fait un maillon essentiel de la chaîne logistique et du supply
chain (ou chaîne d’approvisionnement) d’une entreprise [10].

2.7 L’importance de la prévision des ventes
La prévision des ventes est cruciale pour toute entreprise, une prévision réaliste des

ventes futures permet :
. Une gestion des stocks optimale ;
. Une meilleure anticipation et une planification optimisée de la production ;
. Une optimisation de la supply chain ;
. Une planification stratégique précise ;
. Une réduction de coût.

2.8 Défis de la prévision des ventes
La prévision des ventes fait face à divers obstacles, mais l’un des plus grands défis de

la prévision des ventes est la fiabilité des données de vente :

2.8.1 Fiabilité des données
La précision des prévisions dépend en grande partie de la qualité et de la fiabilité des

données historiques, des données incomplètes, incorrectes ou obsolètes peuvent conduire à
des prévisions imprécises et des décisions stratégiques erronées.

2.8.2 Volatilité du marché
Les évolutions rapides causées par des éléments économiques, technologiques ou sociaux

rendent les prévisions de ventes délicats. En outre, les consommateurs ont un comporte-
ment imprévisible et peuvent changer rapidement en fonction des tendances, des nouvelles
technologies ou des événements inattendus.

38



CHAPITRE 2. FONDEMENTS ET APPLICATIONS D’APPRENTISSAGE
AUTOMATIQUE DANS LA PRÉVISION DES VENTES

Pour surmonter ces défis, de nombreuses entreprises utilisent désormais des techniques
de machine learning.

2.9 Utilisation du machine learning pour prévoir les
ventes

Grâce au machine learning, les entreprises peuvent mieux comprendre et prévoir les
tendances de consommation, intégrant une multitude de facteurs internes et externes pour
une prise de décision plus éclairée et réactive.

2.9.1 Apprentissage automatique comme force de pré-
diction

Le machine learning est une puissante méthode d’analyse des données qui met la lumière
sur les tendances et les comportements. Grâce à des algorithmes sophistiqués, il explore
et analyse des ensembles de données internes (prix, canaux de distribution, etc.) ainsi que
des données externes (saisonnalité, concurrence, etc.) afin de découvrir des modèles, des
corrélations et des relations cachées. Ces informations permettent de générer des prédictions
précises sur des événements futurs, offrant ainsi aux entreprises des insights précieux pour
prendre des décisions éclairées [?].

2.9.2 Avantages de l’apprentissage automatique dans
la prévision des ventes

La prédiction des ventes à l’aide de machine learning offre de nombreux avantages à
l’entreprise, notamment [11] :
. L’apprentissage automatique peut gérer de grandes quantités de données (big data) pro-
venant de diverses sources ;
. Les modèles d’apprentissage automatique offrent une meilleure prévision en détectant des
tendances et des relations qui échappent aux méthodes classiques, ce qui permet ainsi de
générer des prévisions plus fiables ;
. Les algorithmes d’apprentissage automatique ont la capacité de s’adapter aux évolutions
de l’environnement, ce qui est crucial pour les entreprises qui opèrent dans des secteurs en
constante évolution ;
. Une fois que le modèle d’apprentissage automatique est entraîné, il est capable de produire
des prévisions rapidement et avec peu d’intervention humaine, ce qui permet de libérer des
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ressources pour d’autres tâches

2.10 Etapes pour mettre en place un modèle d’ap-
prentissage automatique

La construction d’un modèle de prédiction des ventes à l’aide d’apprentissage automa-
tique implique plusieurs étapes [12] :

2.10.1 Collecte et préparation des données
2.10.1.1 Sources de données

Cette étape permet l’identification et l’intégration des sources de données internes et
externes telle que les données historiques des ventes, les campagnes marketing, les saisons,
etc.

2.10.1.2 Nettoyage et prétraitement

Le nettoyage et le prétraitement des données sont des étapes cruciales dans le processus
de prévision des ventes. Il est essentiel de gérer les valeurs manquantes (méthode moyennes,
médianes, etc), de détecter et corriger les valeurs aberrantes qui pourraient fausser les
prédictions, de transformer les données en normalisant ou standardisant les fonctionnalités,
et de convertir les variables catégorielles (comme les catégories de produits et les régions)
en représentations numériques par encodage à chaud ou encodage d’étiquettes.

2.10.1.3 Analyse exploratoire des données (AED)

Cette étape, vise à comprendre la structure et les caractéristiques des données dispo-
nibles. Grâce à des techniques de visualisation telles que les graphiques, les histogrammes
et les matrices de corrélation, elle permet d’identifier non seulement les variables directe-
ment liées aux ventes, mais aussi les interrelations subtiles entre différentes caractéristiques.
De plus, l’AED permet la réalisation des test statistiques (tels que tests de stationnarité,
d’autocorrélation) qui permettent de valider les hypothèses.

2.10.2 Ingénierie des fonctionnalités
Cette étape consiste à sélectionner et créer des caractéristiques pertinentes à partir des

données disponibles. La sélection des fonctionnalités comprend l’analyse de corrélation afin
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d’identifier les variables influentes et de supprimez de manière itérative les fonctionnalités
moins importantes.

2.10.3 Choix du modèle de machine learning
Après avoir préparé les données, des algorithmes de machine learning, telles que les

forêts aléatoires (comme notre cas) peuvent ensuite être appliquées pour construire le
modèle prédictif en fonction des caractéristiques des données et des objectifs de prédiction
et des ressources disponibles.

2.10.4 Entraînement et évaluation de modèle
Cette étape implique le partage des données en ensembles d’entraînement et de test,

d’entraîner le modèle sur l’ensemble d’entraînement, puis d’évaluer les performances de
modèle sur l’ensemble de test à l’aide des métriques d’évaluation appropriées telles que
MAE, RMSE et MSE. Les prédictions sont ensuite comparées aux données réelles afin
d’assurer leur précision et leur fiabilité.
Après avoir divisé les données en ensembles d’entraînement et de test, l’utilisation de la
validation croisée permet d’évaluer la performance de modèle de manière plus robuste.
La validation croisée K-fold est couramment utilisée pour trouver les meilleurs hyperpara-
mètres et éviter le surapprentissage.

2.10.5 Déploiement
Le déploiement de l’algorithme de prévision des ventes consiste à intégrer un modèle

de machine learning, une fois qu’il a été développé et validé, dans un environnement de
production afin de pouvoir réaliser des prévisions en temps réel ou à intervalles réguliers.
Plusieurs étapes cruciales sont prises dans ce processus, telles que l’intégration avec les
systèmes déjà en place, l’automatisation des prévisions et la mise en place de la surveillance
continue afin d’assurer la performance et l’efficacité du modèle.

2.11 Problématique :
La prédiction des ventes est un aspect crucial de la gestion commerciale des entreprises.

Cependant, les méthodes traditionnelles utilisées présentent souvent des limites en termes
de précision et de fiabilité. Dans ce contexte, comment mettre en place un modèle de
prédiction des ventes efficace et précis pour l’entreprise Cevital, en utilisant des techniques
avancées d’apprentissage automatique et d’analyse de données ?
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Questions centrales :
1. Quelles sont les méthodes traditionnelles actuellement utilisées par Cevital pour pré-

dire les ventes et quelles sont leurs limites ?
2. Quelles sont les techniques d’apprentissage automatique les plus adaptées pour amé-

liorer la précision des prévisions de ventes ?
3. Quels sont les principaux indicateurs et données à prendre en compte dans le modèle

de prédiction des ventes de Cevital ?
4. Comment intégrer efficacement le modèle de prédiction des ventes dans les processus

décisionnels de l’entreprise ?
5. Quels sont les défis potentiels liés à la mise en œuvre et à la maintenance d’un tel

modèle au sein de Cevital, et comment peuvent-ils être surmontés ?

2.12 Conclusion
Dans ce chapitre, nous avons présenté les bases nécessaires d’apprentissage automatique

en introduisant, en décrivant et en classant divers types d’algorithmes. Nous avons saisi
l’essence même de l’application de l’apprentissage automatique en explorant ses objectifs,
guidés par la recherche de modèles et de prédictions dans les données. Nous avons ainsi
illustré comment l’apprentissage automatique révolutionne la prédiction des ventes grâce
à des algorithmes sophéstiqués.
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Chapitre 3

Implémentation

I. Prévision des ventes pour l’année 2024

Introduction

Dans cette partie, nous exposons le processus d’implémentation d’un modèle de pré-
vision des ventes pour cevital pour l’année 2024. L’objectif principal, consiste à créer un
modèle d’apprentissage automatique capable de prédire avec précision les ventes futures
en se basant sur les données historiques de l’année 2023. Suite à une analyse approfondie
de différentes méthodes, nous avons choisi l’algorithme des forêts aléatoires en raison de sa
solidité et de sa capacité à gérer des données complexes et volumineuses.

3.1 Outils et environnements de développement

3.1.1 Langage de programmation : "Python"

Même si d’autres langages proposent une multitude d’options, on a opté pour "Python"
en raison de son écosystème complet en machine learning, de sa syntaxe claire et de sa
facilité d’installation. C’est quoi Python ?
Python est le langage de programmation informatique le plus populaire et le plus utilisé, en
particulier dans les domaines de la Science des Données et de Machine Learning. De plus,
Python est un langage multiplateforme qui fonctionne sur divers systèmes d’exploitation,
tels que Windows, macOS et Linux, ce qui en fait une option parfaite pour les développeurs
qui travaillent dans différents environnements.
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3.1.2 Environnement de développement
Nous avons opté pour "Jupyter Notebook" comme environnement de développement, car

c’est une application web open-source qui permet de partager du code source. Ce cadre est
utilisé pour le développement interactif, la visualisation des données et la documentation.

3.1.3 Bibliothèques utilisées
On a utilisé pas mal de bibliothèques ;

- Pandas : Pour la manipulation et l’analyse des données.
- Numpy : Pour les opérations mathématiques et statistiques sur des tableaux de grandes
dimensions.
- Matplotlib et Seaborn : Pour la visualisation des données. Ces bibliothèques offrent
la possibilité de concevoir des graphiques et des visualisations de haute qualité afin de
comprendre les tendances et les répartitions des données.
- Scikit-learn : Pour le développement des modèles de machine learning. Elle comprend
notamment des fonctions pour estimer des forêts aléatoires, des régressions et des algo-
rithmes de classification.
Dans la figure (3.1), on trouve toutes les bibliothèques requises pour effectuer une analyse :

Figure 3.1 – Importation des bibliothèques nécéssaires

3.2 Collecte des données
Pour la prévision des ventes de Cevital, nous disposons d’un jeu de données complet

pour l’année 2023 qui contient 728520 lignes et 46 colonnes au format excel. Ce jeu de
données comprend une variété de variables, à la fois numériques telles que NumLigne, QT
Tonne, etc., et catégorielles comme Produit, Famille, Sousfamille, etc.
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Voici un extrait de quelques lignes de notre ensemble de données :

Figure 3.2 – Extrait de quelques lignes de notre ensemble de données

3.3 Préparation des données
Avant de passer au processus de nettoyage, nous avons effectué quelques tests tels que

test ANOVA, wilcoxon pour les variables catégorielles et la corrélation pour les variables
numériques afin d’extraire les variables pertinentes pour notre variable cible (QT Tonne).
Les résultats des tests statistiques appliqués sur notre variables sont présentés ci-dessus :

45



CHAPITRE 3. IMPLÉMENTATION

Figure 3.3 – Résultats des tests statistiques appliqués sur notre variables

Interprétation :
- Pour chacune des variables catégorielles testées, la p-valeur < 0.05 indiquant que les dif-
férences observées entre les groupes sont statistiquement significatives.
- Les variables numériques sont sélectionnées en fonction de leurs coefficients de corrélation
élevés (>0.20) avec ’QT Tonne’.

Ces variables ’NumeroFacture’, ’CodeProduit’, ’Produit’, ’Famille’, ’Sousfamille’, ’Ty-
pePieceFacture’, ’National_Etranger’, ’UV_Facture’, ’NOM_MOIS’, ’statutFacturation’,
’DateFacture’ ’QTE_PLT’, ’CA HT DZD’, et ’CA TTC’,’QT US’, ’CA HT’, seront donc
retenues pour la suite de l’analyse et incluses dans le modèle de prévision des ventes.
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3.3.1 Nettoyage des données
a- Suppression des valeurs négatives :

Nous avons supprimer les valeurs négatives, car elles sont considérées comme des retours
de consignation. Les valeurs négatives avant et après la suppression sont visualisées ci-
dessus :

Figure 3.4 – Les valeurs négatives des colonnes avant et après la suppression.

On peut observer dans la figure (3.4) à droite que certaines colonnes comme CA TTC,
CA HT, CA HT DZD, QT US contiennent un grand nombre de valeurs négatives. Par
conséquent, toutes les valeurs inférieures à 0 ont été supprimées, ce qui est visible dans la
figure (3.4) à gauche.

b- Gestion des valeurs manquantes :

Nous avons détecter les valeurs manquantes de chaque variable en utilisant la com-
mande ’.isnull().sum()’. Les valeurs manquantes sont visibles dans la figure (3.5) :
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Figure 3.5 – Comparaison des données avant et après la gestion des valeurs manquantes

Les données sont globalement complètes avec seulement quelques valeurs manquantes
dans les deux colonnes ’Famille’ et ’Sousfamille’ comme illustré dans la figure (3.5) à droite,
tandis que dans la figure (3.5) à gauche, on visuelise l’absence de valeurs manquantes dans
l’ensemble de données est extrêmement favorable pour l’analyse et la modélisation.

c- Traitement des valeurs aberrantes :

Pour la détection et la suppression des valeurs aberrantes, nous avons opté pour uti-
liser le boxplot pour visualiser la distribution de la variable "QT Tonne" et appliqué la
technique IQR (Interquartile Range) pour la suppression. En calculant la différence entre
le troisième quartile (Q3) et le premier quartile (Q1), les valeurs aberrantes sont souvant
définies comme celles qui se situent à l’extérieur des borne définier par :

Borneinf = Q1 − 1.5 ∗ IQR

Bornesup = Q3 + 1.5 ∗ IQR

La figure (3.6) présente le resultat de la méthode IQR :
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Figure 3.6 – Test statistiques préliminaires

On observe que la méthode IQR a efficacement identifiée et supprimée 1 759 lignes
contenant des valeurs aberrantes dans "QT Tonne". Cela assure que les données restantes
sont plus fiables.

La figure (3.7), représente la distribution des variables numériques avant et après le
traitement. Il offre une comparaison visuelle entre les deux distributions :

Figure 3.7 – Boxplot de la distribution des variables numériques avant et après le traite-
ment des valeurs aberrantes

Le boxplot à droite illustre la distribution des données, où les points en rouge sont
considérés comme des valeurs aberrantes. Le boxplot à gauche montre la distribution des
après la suppression de ces valeurs aberrantes, indiquant ainsi une distribution nettoyée.
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3.3.2 Encodage et Standarisation des variables
Dans cette étape, nous avons divisé les variables en deux catégories, numériques et ca-

tégorielles.
- Pour les variables catégorielles avec un grand nombre de catégories sont encodées à l’aide
de ’LabelEncoder’, et pour celles avec un nombre limité de catégories sont encodées en
utilisant l’encodage one-hot qui crée une colonne binaire pour chaque catégorie.
- Les variables numériques sont standarisées en soustrayant la moyenne et en divisant par
l’écart type, afin de mettre toutes les variables sur la même échelle.
Après l’encodage et la standarisation, les transformations sont appliquées au données à
l’aide de la méthode fit_transform() du ColumnTransformer, qui combine les différentes
étapes de prétraitement. Les résultats sont converti en DataFrame avec les noms des co-
lonnes apropriées.

Dans la figure (3.8), on peut observer les résultats de l’encodage et de la standarisation
des variables :

Figure 3.8 – Résultats de l’encodage et de la standarisation des variables
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On observe que les variables numériques comme ’CA TTC’, ’QT Tonne’, ’CA HT’, etc,
ont été standarisées avec des valeurs telles que 0.244654, -0.818272, etc, qui représentent
le nombre d’écarts-types par rapport à la moyenne. Tandis que, les variables catégorielles
avec un grand nombre de catégories comme ’Produit’, ’Famille’, ’Sousfamille’, etc, ont
été encodées par des entiers, tels que ’Ville’, qui a des valeurs comme 82.0, 6.0, etc. Les
colonnes binaires ont été utilisées pour encoder les variables avec un nombre restreint telles
que ’TypePieceFacture’.

3.4 Analyse exploratoire des données (AED)

a- Analyse des corrélations
Nous avons Examiné des corrélations entre les variables quantitatives pour identifier

les relations linéaires potentielles.

Figure 3.9 – Analyse des corrélations

En observant la matrice, les cases rouges témoignent de fortes corrélations, tandis que
les cases orangées témoignent également de corrélations moins fortes par rapport à la case
rouge. En revanche, les cases en bleu témoignent de faibles corrélations.
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b- Statistiques descriptives
Nous avons effectuer une analyse descriptive des données à l’aide de la commande

’describe()’, ce qui nous perlet d’avoir un résumé statistique des variables. Les résultats
sont présentés dans la figure (3.10) :

Figure 3.10 – Statistiques descriptives

Selon les résultats, la variable ’NUM_ANNEE’ ne prend en compte que des valeurs
pour l’année 2023. La variable ’QT US’ présente une moyenne de 4809.11 et un écart type
de 7429.86, avec une valeur minimale de 0.02 et une valeur maximale de 480000. La variable
’QTE_PLT’, a une moyenne de 8.85 et une médiane de 4.0. La variable ’QT Tonne’ montre
une moyenne de 8.41, une médianne de 4.14 et un écart type de 9.07 qui suggère que les
valeurs de l’échantillon sont relativement dispersées autour de la moyenne. La variables
’PrixNetUnitaire’ a une moyenne de 3936.27 et une médiane de 150. Alors que, les autres
variables telles que ’CA HT’, ’CA HT DZD’, ’CA TTC’ sont toutes exprimées en millions
et présentent des valeurs variées avec des écarts-types significatifs.

c- Les produits les plus vendus
Nous avons identifié les produits les plus vendus avec leurs quantités vendus en tonnes.

La figure (3.11) illustre le résultat :
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Figure 3.11 – Répartition des produits les plus vendus

D’après les résultats, le SUCRE SKOR 1Kg prend la première place avec une quantité
de 473364.52 tonnes, suivi près par l’HUILE ELIO 5 LITRES avec 374908.32 tonnes ven-
dus. L’EAU MINERALE 1.5 LITRE a connu une forte demande avec 316181.82 tonnes
vendus. Les ventes de SUCRE LIQUIDE SACCAROSE sont élevées à 166939.13 tonnes,
tandis que le SUCRE BLANC 25 Kg a atteint 138253.25 tonnes de vente. En outre, les
autres produits du top 10 témoignent également d’une demande significative sur le marché.
Le diagramme à camembre, montre que le "SUCRE SKOR 1KG" occupe une part signi-
ficative de 25%. Cela signifie que ce produit constitue un quart de l’ensemble des ventes
parmi les produits analysés.
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d- Tendances historiques des ventes pour chaque pro-
duit

Nous allons analyser l’évolution des ventes de chaque produit au cours de l’année 2023.

Figure 3.12 – Tendances historiques des ventes pour chaque produit

On a repéré que le mois de mars a connu des pics de ventes importants, tels que le
SUCRE SKOR 1KG, HUILE HELIO 5L, SUCRE BLANC 25KG et SUCRE SKOR 2KG.
En revanche, certains produits tels que EAU MINIRALE 1.5LITRES montrent des ventes
réduites en novembre et décembre.
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e- Évaluation mensuelle des performances de vente
Nous avons effectué une évaluation mensuelle des performances de vente, en mettant en

évidence le chiffre d’affaires total (CA TTC) et la quantité vendue en tonnes (QT Tonne)
pour chaque mois de l’année.
Dans la figure (3.13), un graphique qui illustre les résultats :

Figure 3.13 – Évaluation mensuelle des performances de vente 2023

Les résultats montrent des variations importantes au cours de l’année. Le chiffre d’af-
faires varie chaque mois, avec des montants allant de 14.45 milliards en juin à un pic
notable de 19.73 milliards en mars. De même, les quantités vendues fluctuent au fil des
mois, avec des niveaux plus élevés en mars (216128 tonnes) et en juillet (211023 tonnes),
et des niveaux plus bas en décembre (152827 tonnes). En résumant, le mois de mars est
particulièrement rentable en terme de chiffre d’affaires total et de quantité vendue.

f- Répartition des quantités vendues par ville
Nous avons regroupé les données par ville et calculé les quantités totales en tonnes

pour chaque ville. Le diagramme à barres présenté par la figure (3.14) montre comment
les quantités vendues sont réparties par ville :
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Figure 3.14 – Répartition des Quantités vendues par Ville

En visualisant le diagramme, On remarque une augmentation significatives du volume
de vente dans les grandes villes telles qu’Alger, Oran et Béjaia par rapport à d’autres villes.
Le volume de vente d’Alger est particulièrement remarquable avec 296499 tonnes, suivi de
Béjaia avec 192354 tonnes et de sétif avec 131397 tonnes. Ces résultats indiquent une
forte demande dans ces grandes agglomérations, probablement en raison de leur densité de
population et de leur pouvoir d’achat élevé.

g- Les clients les plus importants en termes de quanti-
tés vendues

Nous allons effectuer une étude du volume d’achat par client afin d’identifier les clients
les plus performants. Les résultats sont illustrés dans l’histogramme présenté par la figure
(3.15) :

Figure 3.15 – Les clients les plus importants en termes de quantités vendues
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Les résultats montrent que SARL SODICHN est le principal acheteur avec un volume
d’achat de 101702 tonnes, suivi par SARL HATTAL KARIM DISTRIBUTION avec un
volume de 76321 tonnes. Tandis que, les autres clients dans le top 10 ont des volumes
d’achat variant de 42430 tonnes à 72449 tonnes.

3.5 Modélisation
Dans cette phase, l’objectif est de développer un modèle prédictif précis pour les ventes

de l’année 2024 en utilisant les données historiques de l’année 2023.

3.5.1 Séparation des données
Nous avons divisé nos données en ensembles d’entraînement et de test. Cette séparation

a alloué 80% des données à l’ensemble d’entraînement et 20% à l’ensemble de test, confor-
mément à la spécification du paramètre ’test_size=0.2’ dans la fonction ’train_test_split’.
Les variables indépendantes incluent les caractéristiques telles que ’CA TTC’, ’CA HT’,
’CA HT DZD’, ’QTE_PLT’, ’Produit’, ’NOM_MOIS’, ’NUM_ANNEE’, ’National_Etranger’,
’Ville’, ’Famille’, ’Sousfamille’, ’QT US’, ’statutLivraison’, ’statutFacturation’, ’DaysSin-
ceReference’ tandis que la variable cible est ’QT Tonne’.

3.5.2 Choix de modèle
On note que notre problème s’agit d’un problème de régression, alors nous avons opté à

utiliser les forêts aléatoires car elles sont déstinées à gérer les grands ensembles de données
et le surajustement n’est pas un problème dans cet algorithme.

3.5.3 Entraînement de modèle
Dans cette étape, nous avons créé un pipeline à l’aide de la classe ’Pipeline’ de scikit-

learn. Ce pepline comprenant un préprocesseur (inclure des transformation des données)
et un modèle RandomForestRegressor. Ensuite, le modèle est entraîné sur l’ensemble d’en-
traînement en utilisant la méthode ’fit’.
Voici la figure (3.16) présente les résultats :
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Figure 3.16 – Entraînement de modèle

Les résultats du pipeline montrent qu’au cours de l’étape de Préprocesseur, les variables
numériques telles que ’CA TTC’, ’QT US’, ’NUM_ANNEE’, ’CA HT DZD’, ’QTE_PLT’,
’CA HT’, ’DaysSinceReference’ sont sont standardisées à l’aide de la fonction Standard-
Scaler(). Tandis que, les variables catégorielles comme ’Produit’, ’NOM_MOIS’, ’Natio-
nal_Etranger’, ’Ville’, ’Famille’, ’Sousfamille’, ’statutFacturation’, ’statutLivraison’ sont
encodées à l’aide de la fonction ’OneHotEncoder(handle_unknown=’ignore’)’. Ensuite, le
modèle RandomForestRegressor est entraîné sur les données prétraitées.

3.5.4 Évaluation et optimisation du modèle avec Grid-
SearchCV

Dans cette partie, nous avons évaluer les performances du modèle RandomForestRegres-
sor avec une validation croisée à 5 folds en utilisant cross_val_score de scikit-learn. Ensuite,
nous définissons une grille de paramètres à explorer lors de l’optimisation du modèle. Les
hyperparamètres ’n_estimators’, ’max_depth’, et ’min_samples_split’ sont définis avec
différentes valeurs pour rechercher la meilleure combinaison en utilisant ’GridSearchCV’.
Enfin, le modèle est évalué à l’aide de la validation croisée pour évaluer ses performances
sur différentes métriques de performance telles que MSE, MAE et le coefficient de détermi-
nation (R2). Les résultats de la validation croisée sont ensuite affichés dans la figure (3.17) :

Figure 3.17 – Les résultats d’évaluation avec la validation croisée

Les résultats indiquent que les meilleurs hyperparamètres trouvés sont Nombre d’esti-
mateurs (n_estimators) : 300, profondeur maximale (max_depth) : 30 et nombre minimal
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d’échantillons pour diviser un nœud (min_samples_split) : 2. Les métriques de perfor-
mance obtenues sont les suivantes :
- Erreur quadratique moyenne (MSE) : 0.004987675983564734 ;
- Erreur absolue moyenne (MAE) : 0.0030667320780194693 ;
- Coefficient de détermination (R2) : 0.999939445151707.
D’après les résultats, le modèle ajusté avec les meilleurs hyperparamètres obtenus indique
une performance excellente.

3.5.5 Évaluation du modèle sur l’ensemble de test
Cette partie elle est considérée comme la dernière étape où le modèle est entraîné sur

l’ensemble de l’entraînement complet. Par la suite, nous employons le modèle entraîné afin
de faire des prédictions sur l’ensemble des tests. Les résultats du modèle sur l’ensemble des
tests sont évalués en calculant les mesures suivantes :

Figure 3.18 – Les résultats d’évaluation du Modèle sur l’Ensemble de Test

Les résultats indiquent que le modèle est très performant avec un erreur quadratique
moyenne (MSE) et un erreur absolue moyenne (MAE) très faible ce qui signifie que les
prédictions du modèle sont très proches des valeurs réelles. Le coefficient de détermination
(R2) est proche de 1, ce qui suggère que le modèle explique très bien la variance des données
et est donc un ajustement très précis aux données d’entraînement.

3.5.6 Prévisions des ventes pour l’année 2024
Nous présentrons les résultats de nos prédictions pour les ventes de l’année 2024, obtenus

par le modèle dans la figure (3.19) :
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Figure 3.19 – Prévisions des ventes menseulles pour l’année 2024

Ces prévision fournissent une estimation des quantités de produits vendus pour chaque
mois de l’année 2024. En obsarvant les chiffres, le mois de mars et juillet affichent les
quantités les plus élevées, dépassant les 200 000 tonnes. Sache que, les mois de septembre,
novembre et décembre ont les quantités les plus basses, toutes en dessous de 160 000 tonnes.
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3.5.7 Etude comparative entre les prédictions et les
quantitées réelles 2024

Pour légitimer notre étude, nous comparons les prévisions obtenues avec les résultats
concrets de 2024 (nous ne disposons que de janvier, février, mars et avril). Dans le rapport
ci-dessus, on peut observer la comparaison :

Figure 3.20 – Etude comparative entre les prédictions et les quantitées réelles 2024

En visualisant les résultats, Les prédictions du modèle sont très proches des valeurs
réelles, montrant une excellente précision. Les petites différences indiquent que le modèle
est bien calibré et capable de fournir des prévisions fiables pour les ventes mensuelles.
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II. Création d’un tableau de bord itératif : Prévisions
des ventes 2024

Introduction
Dans cette partie dédiée à la création d’un tableau de bord itératif pour les prédic-

tions de ventes de l’année 2024 de Cevital, nous avons utilisé plusieurs types de graphiques
pour représenter les prédictions de la QT Tonne par rapport aux variables NOM_MOIS,
Produit, Famille, Sousfamille et Ville, dont l’objectif est de fournir une plateforme dyna-
mique permettant d’explorer les tendances de ventes, ce qui facilite la prise de décision
stratégique.

3.6 Outil de Visualisation : "Power BI"
Power BI est l’outil utilisé pour la visualisation des résultats et la création de rapports

interactifs pour visualiser les tendances des ventes prévues, les écarts par rapport aux
ventes réelles, et d’autres métriques clés. C’est une plateforme unifiée pour le décisionnel
(BI) en entreprise et libre-service.

Intégration des Données
Power BI Desktop nous permet de se connecter aux données de nombreuses sources dif-

férentes. En cliquanat sur le bouton "Obtenir des données", une nouvelle fenêtre apparaîtra
avec diverses options de sources de données, on sélectionne "Excel".

Figure 3.21 – La source de données (Excel)
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Après avoir connecté , dans la boîte de dialogue Navigateur nous allons sélectionner la
tables que nous utiliserons pour les importer dans Power BI Desktop puis nous cliquons
sur le bouton "Charger".

Figure 3.22 – Table de données

Une fois la table chargée, le volet données montre les informations.

Figure 3.23 – Affichage des données

Maintenant, nous pouvons créer des visuels pour notre tableau de bord.

3.7 Construction de tableau de bord
Au cours de cette partie, nous allons concevoir le tableau de bord en incluant des

illustrations de données sur la page du rapport.
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Présentation des visuels :
En appuyant sur le bouton "Affichage du rapport", cette page sera représentée dans la

figure ci-dessous :

Et pour choisir la visualisation souhaitée, il suffit simplement de la sélectionner dans
cette table appelée "visualisation" :

Figure 3.24 – Table des visaulisations

a. Graphique en courbe : Evaluation des prévisions mensuelles

Le grahique, nous permet de visualiser l’évaluation des prévisions mensuelles.
Dans la page du rapport, on sélectionne le visuel « Graphique en courbe», pour Axe X,
on fait glisser le champ « NOM_MOIS », et pour Axe Y , on fait glisser le champ « QT
Tonne prédit» de volet de données.
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Figure 3.25 – Evaluation des prévisions mensuelles

En observant le graphique, on constate que le pic est enregistré en mars avec 217691
tonnes, suivi de juillet avec 213749 tonnes, après avoir été très faible en décembre.

b. Graphique en secteur : Répartition des quantités prédites par produit

Le graphique en secteur nous permet d’illustrer la répartition des quantités prédites
pour chaque produit pour l’année 2024.
Dans la page du rapport, on sélectionne le graphique en secteur, pour la légende, on fait
glisser "Produit", et pour la rubrique valeurs, on fait glisser "Somme de QT Tonne prédit"
de volet de données.

Figure 3.26 – Répartition des quantités prédites pour chaque produit pour l’année 2024
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Chaque secteur, représente un pourcentage total de chaque produit. On remarque le
SUCRE SKOR 1KG atteint une quantité maximale de 499.1K tonnes avec un pourcentage
de 22.71%, l’HUILE ELIO 5 LITRES atteint un quantité assez notable de 389.28K tonnes
avec un pourcentage de 17.71%, aussi l’EAU MINIRALE 1.5LITRES atteint une quantité
de 342.03K avec un pourcentage de 15.56%. Tandis que, les autres produits varient entre
7.13% et 0.2%.

c. Histogramme groupé : Quantités prédites par famille

Nous avons utilisé l’histogramme groupé afin de représenter les quantités prédites par
famille de produits pour l’année 2024.
Dans la page du rapport, on sélectionne l’histogramme groupé , pour l’Axe X, on fait
glisser "Famille", et pour l’Axe Y, on fait glisser "Somme de QT Tonne prédit" de volet de
données.

Figure 3.27 – Répartition des quantités prédites par famille de produits pour l’année
2024"

En observant l’histogramme, on remarque la famille de SUCRE prend la première place
avec un total de 1 million de tonnes, suivi de l’HUILE avec une quantité de 580.56K
tonnes, la BOISSON avec une quantité remarquable de 436.52K tonnes, tandis que, les
autres familles varient de 19 tonnes jusqu’au 61K tonnes.
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d. Graphique à barre groupé : Répartition des prévisions de ventes par Sous-
famille

Le graphique à barre visualise la répartition des prévisions de ventes par Sous-famille
de produits pour l’Année 2024.
On sélectionne le graphique à barre groupé , pour l’Axe Y, on fait glisser "Sousfamille", et
pour l’Axe X, on fait glisser "Somme de QT Tonne prédit" de volet de données.

Figure 3.28 – Répartition des quantités prédites par Sous-famille de produits pour l’année
2024

Le résultat démontre que la sous-famille "BLANC" produit la quantité la plus impor-
tante de 889.89k tonnes, suivie de "ELIO" avec 576,32k tonnes et de l’EAU MINIRALE
avec 385.84k tonnes.
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e. Carte geographique : Répartition des prévisions de ventes par ville

La figure (3.30), représente la répartition géographique des prévisions de ventes par
ville pour l’Année 2024.
On sélectionne la carte geographique, pour l’Axe Y, on fait glisser "Sousfamille", et pour
l’Axe X, on fait glisser "Somme de QT Tonne prédit" de volet de données.

Figure 3.29 – Répartition géographique des quantités prédites par ville

La carte montre que les grands volume de quantité sont générés dans les grandes ville
telles que Alger, Bejaia, Oran, Sétif, Tizi Ouzou.
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3. Tableau de bord itératifs des prévisions de ventes 2024 :

La figure (3.31), présente notre tableau de bord final :

Figure 3.30 – Tableau de bord itératifs des prévisions de ventes 2024

Le tableau de bord inclut toutes les visualisations effectuées, ainsi que la quantité totale
qui s’élève à 2,2 millions de tonnes.

Conclusion
Au cours de ce chapitre, nous avons abordé deux aspects essentiels : prévision des ventes

pour l’année 2024 et création d’un tableau de bord itératif des ventes prévisionnelles 2024.
Nous avons présenté en détails l’utilisation de modèle des forêts aléatoires en python afin
de réaliser des prédictions précise en basant sur des données historiques. Nous avons aussi
construit un tableau de bord itératif en utilisant "Power BI", ce tableau intègre les ventes
prévisionnelles et offre une visualisation claire, facilitant ainsi la prise de décision.
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Conclusion générale

En conclusion, nous avons exploré en profondeur l’implémentation d’un modèle d’ap-
prentissage automatique pour la prévision des ventes de Cevital pour l’année 2024. Nous
avons débuté par une analyse sur l’entreprise d’accueil, en soulignant son histoire, sa struc-
ture organisationnelle et ses activités principales.

Ensuite, nous avons plongé dans le monde complexe de l’apprentissage automatique,
explorant ses principes fondamentaux, ses différents types d’algorithmes et son processus de
développement. Nous avons également étudié son utilisation dans la prévision des ventes,
en examinant l’importance et les avantages de cette dernière.

Dans la partie pratique, nous avons décrit en détail l’implémentation pratique du mo-
dèle d’apprentissage automatique pour la prévision des ventes de Cevital pour l’année 2024
en se basant sur des données historiques de 2023. Nous avons souligné l’utilisation de Py-
thon pour la création du modèle et de Power BI pour géner un tableau de bord itératif, en
exposant en détail les étapes essentielles du processus.

En somme, ce mémoire à démontré comment l’intégration des techniques de l’appren-
tissage automatique peut améliorer de manière significative la précision des prévisions des
ventes, offrant ainsi à Cevital et à d’autres entreprises des insights pour optimiser leur
gestion des stocks, planifier leurs opérations et maximiser leur rentabilité.
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Résumé
L’accélération spectaculaire de l’intelligence artificielle ces dernières années, notamment le Machine

Learning (ML), incite les entreprises à incorporer ces nouvelles technologies afin d’améliorer la gestion,
de répondre aux diverses problématiques et de prendre des décisions stratégiques. C’est dans ce contexte
que s’introduit le travail présenté dans ce mémoire qui consiste à l’implémentation d’un modèle machine
learning pour la prévision des ventes au sein de Cevital, Béjaïa. Notre objectif est de fournir à Cevi-
tal un outil précieux pour prévoir les demandes futures, optimiser les stocks et affiner leurs stratégies
commerciales. Plus spécifiquement, nous avons opté pour le modèle des forêts aléatoires, réputé pour sa
capacité à gérer des ensembles de données complexes tout en offrant des prédictions précises. En complé-
ment, Power BI a été intégrée pour fournir des visualisations interactives et intuitives, permettant ainsi
une analyse approfondie des données et des prises de décision stratégiques informées. Les prédictions du
modèle sont très proches des valeurs réelles, montrant une excellente précision.

Mots clés :
Apprentissage automatique, Forêts aléatoires, Prévision des ventes, Python, Analyse des données, Power
BI, Prise de décision, Visualisations interactives.

اिऻڪٌۘ
ඔ൹ފොູ أ༥ܭ ݆݁ اࠍڎࢴࣖة اܳٺگٷ٭؇ت ۱ڍه ༇ံد আॻ༟ اႤ၍དྷܳت ، ሒᇿا اܳٺأ ؇ಣಈᕬ و اଫଃ༠ة، اܳފٷިات ሒᇭ ሒᇼ؇ݬޚٷا Ⴄ၍ᄳፁዧء اৎڍ۱ܭ اܳྥފ؇رع ؕ۠૰
ሒᇭ റണ೭ټܭ واᄳᄟي ،۰༡ޗݠوا ۱ڍه ሒᇭ اৎگڎم اܳأ݄ܭ ቕሹّگڎ ቕቆ اܳފ٭؇ق ۱ڍا ሒᇭو اݿଫଐا౯ళ٭۰. اܳگݠارات واෛູ؇ذ ႟၍؇ލৎا ௰௯௫ٺܹژ ۰ً؇༶ݿٺوا ادارة
ا௰௯௫ݞون ඔ൹ފොູو ঌॻފٺگٴৎا ً؇ܳޚܹص ይዧٺྡྷٴޝ ڢ٭۰ّ݄ ً؊داة ݿ٭ڰ٭ٺ؇ل ᄎცཇ ߙ߳وࢴࣖ ި۱ ۱ڎڣٷ؇ ౯ౖభ؇ل۰. ݿ٭ڰ٭ٺ؇ل ᄎცཇ ሒᇭ ً؇ৎٴ٭أ؇ت ይዧٺྡྷٴޝ ሒᇿا اܳٺأ ஓިذج ّޚٴ٭ݑ
ؕ݁ اৎأگڎة اܳٴ٭؇َ؇ت ༟ިᆇ؇ت ؕ݁ اܳٺأ؇݁ܭ আॻ༟ ًگڎرّ۬ اৎأݠوف ،۰ਃಮاܳأލިا اܳ؞؇۰ً ஓިذج ؇َଫଐ༠ا ොູڎࢴࣖاً، ଫأ܋ ႟ၽ૰و ل۰. اܳٺ༶؇ر ؇ዛኤ؇٭౯ళاଫଐاݿ ඔ൹ފොູو
واෛູ؇ذ ይዧٴ٭؇َ؇ت ݁ٺأ݄ݑ ොູܹ٭ܭ إරජاء ྥ٭ں ؇ᆙᆘ وࢻዛኗࣖ٭۰، ّڰ؇༟ܹ٭۰ ّݱިرات ଫଃܳٺިڣ BI Power ༇ံ؇َߓߵ ༇ံد ቕቆ ،ዻዧذ ሌᇿإ ً؇ݪ؇ڣ۰ دڢ٭گ۰. ོྡྷٴޝات ቕሹّگڎ

ᆙᆘٺ؇زة. دڢ۰ আॻ༟ ࢴࣖل ؇ᆙᆘ اܳڰأܹ٭۰، اܳگࡗࡲ ݆݁ ً ༥ڎا ۰ਊಱڢݠ اࡺࢦިذج ོྡྷٴޝات ݁ފྥٷଫଃة. اݿଫଐا౯ళ٭۰ ڢݠارات
اिऻءոؼמ١: اڤոஈت

اܳٺڰ؇༟ܹ٭۰. اܳٺݱިرات اܳگݠارات، اෛູ؇ذ BI، Power اܳٴ٭؇َ؇ت، ොູܹ٭ܭ ً؇ಱިن، ً؇ৎٴ٭أ؇ت، اܳٺྡྷٴޝ ،۰ਃಮاܳأލިا اܳ؞؇ً؇ت ،ሒᇿا اܳٺأّ

Abstract
The spectacular acceleration of artificial intelligence in recent years, particularly Machine Learning

(ML), is prompting companies to incorporate these new technologies to improve management, respond
to various issues and make strategic decisions. This is the background to the work presented in this
thesis, which consists in implementing a machine learning model for sales forecasting at Cevital, Béjaïa.
Our aim is to provide Cevital with a valuable tool for forecasting future demand, optimizing inventories
and refining their sales strategies. More specifically, we opted for the random forest model, renowned
for its ability to handle complex data sets while offering accurate predictions. In addition, Power BI was
integrated to provide intuitive, interactive visualizations, enabling in-depth data analysis and informed
strategic decision-making. Model predictions are very close to actual values, demonstrating excellent
accuracy.

Keywords :
Machine learning, Random forests, Sales forecasting, Python, Data analysis, Power BI, Decision-making,
Interactive visualizations.
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